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Prefacio

”La sabiduria inditil,
se diferencia de la tonteria
en que da mucho mds trabajo”
Proverbio Sueco

Llevo casi 10 anos con la Tesis, y muy posiblemente, ahora esté escribiendo las
ultimas lineas; ha sido mas trabajo de lo que pensaba. Nos ha sobrado ilusién, moti-
vacién, mal rollo, buen rollo, trabajo, desilusion, parén, mas trabajo, falta de prisa,
juergas y agonias. Con todo, puedo decir que ha sido una etapa muy intensa que ha
cumplido nuestras expectativas con creces. Haciendo una breve historia cronoldgica,
primero presentaré la trayectoria profesional que me planted el problema y después
presentaré el propio problema del que trata esta Tesis desde su punto de vista més
reciente, pues he comprobado que se da mejor respuesta cuando se hace una buena
pregunta.

En 1986 obtuve la Licenciatura en Ciencias Fisicas, ano en el cual también in-
gresé en el Cuerpo de Observadores (CO) del entonces Instituto Nacional de Me-
teorologia (INM). En el ano 1991, ingresé en el Cuerpo Superior de Meteordlo-
gos del Estado con la firme conviccién de sacarle partido a la enorme cantidad de
conocimientos en estadistica basica que me habian obligado a estudiar en las prue-
bas de acceso (la estadistica que estudié en la licenciatura de Ciencias Fisicas me
sirvi6, pero necesitaba maés, ... bastante mas). Dado que procedia del CO (eramos
los que haciamos las puntuales y periédicas anotaciones del estado del tiempo) tenia
un buen conocimiento y facil acceso a las bases de datos imprescindibles para pon-
er manos a la obra. Y asi lo hice, consegui (y muchas veces tuve que transcribir)
series de precipitacion, manchas solares, efemérides, vientos, presiones y temperat-
uras, a diferentes horas y en diferentes localidades, con errores, con lagunas, etc;
por otra parte, también consegui acceder a salidas de modelos numéricos de predic-
cién, por supuesto mas simples y menos precisos que los actuales (estoy hablando
de 1991). Como dato anecddético, el tinico ordenador accesible era un Olivetti M-24
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compartido y cuya capacidad de cdlculo era tan pequena que se pasaba los fines de
semana enteros calculando lo que hoy se hace en segundos; en resumidas cuentas:
mas informacién que conocimiento y menos ain, recursos.

Por supuesto comencé con la estadistica lineal, regresién muiltiple, componentes
principales y poco méas. En tres afios ya le habia dado demasiadas vueltas al prob-
lema de la prediccion local de precipitacion, desarrollando un modelo de regresion
multiple por etapas que funcionaba como cabia esperar: bien en las predicciones
corrientes y mal en las dificiles. Llegué a la conclusiéon de que la idea sélo podria
prosperar con la ayuda de otras personas con mas conocimientos de estadistica que
me sacaran del callején sin salida en el que me hallaba, pues las técnicas lineales
eran lo mas que yo podia desarrollar entonces dada mi formacion y los limitados
recursos computacionales disponibles. Una verdadera pena ya que la base de datos
era fastuosa y, estadisticamente hablando, virgen.

Un amigo de juventud, Jaime Gutiérrez, de la Universidad de Cantabria, me pare-
cié la persona perfecta para contarle todo esto y pedirle consejo. Asi tuve la suerte
de contactar con José Manuel Gutiérrez, en aquél entonces del Departamento de
Matematica Aplicada y Ciencas de la Computacién y con Miguel Angel Rodriguez,
del Instituto de Fisica de Cantabria. Después de mi exposiciéon del asunto, no hubo
ninguna duda, el tema merecia la pena y ademas ya teniamos todo: el conocimien-
to, los datos y la ilusién (creo firmemente que un gramo de ilusién equivale a un
kilogramo de conocimiento). Desde entonces hemos trabajado juntos en numerosos
proyectos y personalmente me ha supuesto un impagable beneficio tanto académico
como personal.

Para brindar al lector una visién de conjunto mas apropiada, tras esta descrip-
cién cronoldgica, se ofrece una perspectiva actual del planteamiento del problema
abordado en esta Tesis.

Posiblemente la biologia, la socio-economia y el medio ambiente sean los mayores
retos a los que se enfrenta la civilizacion actual y aunque basicamente son proble-
mas independientes, los tres tienen muchas cosas en comun, desde el gran nimero
de variables que interactiian y regulan el sistema, hasta el comportamiento cadtico
que se deriva de su naturaleza no lineal. Para analizar, diagnosticar y predecir es-
tos sistemas disponemos de potentes ordenadores que nos sirven para predecir su
estado futuro con un grado de detalle espacial y alcance temporal, que han crecido
enormemente gracias al reciente desarrollo tecnolégico. Esto ha favorecido una rapi-
da evolucion en la prediccion meteoroldgica de forma que actualmente, los modelos
de circulacion atmosférica son capaces de pronosticar la fenomenologia meteoroldgi-
ca hasta escalas del orden de decenas de kilémetros. Sin embargo, no todo se resuelve
a base de musculatura tecnoldgica: por un lado, el crecimiento exponencial de las
incertidumbres iniciales con el tiempo, impone limites mas alla de los cuales la solu-
cién determinista pierde sentido, dando razén de ser a la concepcion probabilistica
cuando la anticipacién en los prondsticos supera los 3 dias, y por otro, para obtener
pronésticos a escala local es necesario realizar un post-proceso, utilizando una técni-
ca conocida como downscaling (disminucién de escala, o aumento de resolucién), que



consiste en estimar valores en localidades a partir de las salidas de baja resolucion
de los modelos numéricos y que sera el tema principal de esta Tesis.

El trabajo presentado en esta Tesis ha sido desarrollado dentro del grupo Mete-
orology & Data Mining, de la Universidad de Cantabria http://meteo.unican.es.
Tengo que agradecer el apoyo y la colaboracién de la Agencia Estatal de Meteo-
rologia (AEMET), de la Universidad de Cantabria y de la Direcciéon General de
Ciencia y Tecnologia en forma de becas y proyectos de investigacién. También al
European Center for Medium-Range Weather Forecast (ECMWF) y a la AEMET
por la disponibilidad de datos, que ha permitido llevar a cabo este trabajo.

Todo esto ha sido posible gracias a mis amigos Jose, Antonio, Miguel, Carmen,
Dani y Jaime en la Universidad, junto con la confianza de Charo, Bartolomé, Salva
y Mariona en la AEMET, aunque por otra parte, hubiese sido imposible sin el nece-
sario apoyo de Mari en casa, lidiando, ademéas de conmigo, con otros tres proyectos
llamados Luis, Marina y Violeta. Con vuestro permiso, este trabajo va dedicado a
Paquita y Piqui, que son mis padres.

Rafael Ancell Trueba
Santander, 27 de Abril de 2009
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CAPITULO 1

Objetivos y Resumen de la Tesis

Esta Tesis esta dirigida principalmente a investigadores interesados en la apli-
cacion de técnicas de mineria de datos en Meteorologia y otras ciencias medioam-
bientales afines, aunque algunas de las innovaciones también son susceptibles de
ser aplicadas en otras areas cientificas, siempre que traten con sistemas definidos
por muchas variables, cuyas relaciones de dependencia no sean conocidas a priori y
tengan que ser inferidas a partir de un conjunto de datos que describan el sistema.
Buena parte de los logros conseguidos son fruto del intercambio de conocimiento (y
desconocimiento) entre un meteordlogo y un matematico, en el afan de aplicar los re-
cientes desarrollos producidos en el area de la mineria de datos a problemas practicos
relacionados con el diagndstico y la prediccion probabilistica local en Meteorologia,
considerando el problema de la coherencia espacial. En concreto, el eje central de
esta Tesis ha sido el desarrollo de modelos gréaficos probabilisticos, en particular
Redes Bayesianas (RBs), para su aplicacién en la prediccién probabilistica local,
aunque como se vera posteriormente también se han realizado otras aportaciones
interesantes. Hay que decir también que esta Tesis supone un punto de partida en
este campo y, por ello, en su redacciéon se comienza con una descripcién genérica
de algunas de las posibilidades que ofrece esta herramienta en distintos problemas
considerados estandar en la Meteorologia actual, para terminar con una aplicacion
especifica mas desarrollada, relativa a la prediccion probabilistica local de eventos
de precipitacion.



6 1. OBJETIVOS Y RESUMEN DE LA TESIS

1.1. Motivacion

Son muchos y diversos los motivos que han impulsado la realizacion de esta Tesis;
por ello dedicamos este breve apartado a describir algunos de los que consideramos
mas relevantes.

Se entiende por prediccion meteoroldgica local aquella que esté calibrada de forma
fiable con la climatologia propia de una localidad y, por tanto, puede considerarse
un producto final. En la practica, la prediccion meteorolégica operativa es un pro-
ceso complejo, y tiene como primer elemento de la cadena las salidas de los modelos
numeéricos de simulacion de la atmosfera que se integran diariamente, resolviendo las
ecuaciones diferenciales de la fisica que rigen este problema. Cuando la prediccion
local se obtiene como postproceso de estas salidas, el problema se denomina down-
scaling (descenso de escala). Este problema es hoy en dia una actividad prioritaria
en los planes estratégicos de numerosos servicios meteoroldgicos debido, entre otras,

a las siguientes razones:

= En primer lugar, cada vez es mayor la necesidad de proyectar a escala regional
y local las predicciones obtenidas a diferentes alcances por los modelos numéri-
cos del clima (globales y regionales), ya que la resolucién demandada por los
usuarios es generalmente mayor que la ofrecida. La resolucion actual de los
modelos globales es de unos 25-50km (para la prediccién a plazo medio: 3-15
dias), 100km (para la prediccién estacional) y 200km (para la predicciones

interdecadales de cambio climético).

= En segundo lugar, existe una creciente demanda de este tipo de predicciones
para variables de superficie (principalmente precipitaciéon y temperatura) por
numerosos sectores, entre los que se pueden citar el ambiental, biolégico,
hidrolégico, sanitario, agricola, industrial, energético, transportes, seguros y
turistico. Estas variables son muy sensibles a procesos fisicos que habitual-
mente se hallan parametrizados en los modelos numéricos y, por tanto, re-

quieren un post-proceso antes de ser utilizadas en estos ambitos.

Estas razones, de indole computacional (en el primer caso) y fisico (en el se-
gundo), ponen de manifiesto la importancia de las técnicas de post-proceso para
la generacion de predicciones locales, ya que son el vinculo de conexién entre los
productos meteorolégicos generados directamente por los modelos numéricos y los
requerimientos especificos de los sectores usuarios, mejorando la potencial utilidad
de estos productos. El creciente interés por estas técnicas también se refleja en los
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proyectos internacionales, que recientemente vienen incluyendo esta tarea como ele-
mento final en la cadena de prediccion. Por ejemplo, los siguientes proyectos llevados
a cabo en el V y VI Programa Marco de la UE han contemplado paquetes especiales

para el desarrollo y la implementacion de técnicas de downscaling:

» DEMETER (Development of a European Multimodel Ensemble system for
seasonal to inTERannual prediction) que ha desarrollado un experimento de
prediccién estacional multi-modelo que abarca un periodo de 40 anos,

www.ecmwf .int/research/demeter

» STARDEX (Statistical and Regional dynamical downscaling of Extremes for
European regions), que ha analizado el problema de la proyeccién regional del
cambio climatico utilizando técnicas de downscaling,

Www.cru.uea.ac.uk/cru/projects/stardex

» ENSEMBLES (ENSEMBLE-based Predictions of Climate Chages and their
Impacts), del VI Programa Marco de la UE (2004-2009), que cuenta con grupo
de trabajo de downscaling estadistico del que forman parte el grupo de trabajo
de la Universidad de Cantabria en el que se ha desarrollado esta Tesis, den-
tro de la tarea RT2B: Production of Regional Climate Scenarios for Impact

Assessment), wuw .ensembles-eu.org

Por tanto, se puede concluir que el presente trabajo se desarrolla en un momento
oportuno, pues el reto a corto y medio plazo en este ambito sera la adaptacion e
implementacion de métodos multi-dimensionales en proyectos de distintos alcances
temporales. Por todo ello, tenemos la esperanza de que la investigacion desarrollada
en esta Tesis pueda ser de utilidad, tanto para la comunidad cientifica, como para
la Meteorologia operativa y sus usuarios, y ademas pueda tener una continuacion
futura en el marco de proyectos nacionales y europeos.

1.2.  Objetivos

Una vez descritos los principales motivos que han impulsado la realizacion de
esta Tesis, a continuacién se describen los principales objetivos propuestos para la

misma, que se derivan naturalmente de aquellos.

1.2.1. Objetivo general

El objetivo general que se plantea, es desarrollar un método global e integra-
do capaz de proporcionar predicciones locales de forma colectiva, considerando la
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coherencia espacial para un conjunto de localidades en un dominio especifico. En
la mayoria de los trabajos publicados en la literatura, y de los proyectos anterior-
mente citados, este problema se aborda desde un punto de vista unidimensional,
considerando cada localidad de forma independiente. En comparacién, son escasos
los trabajos que abordan el problema desde el punto de vista multi-dimensional.
En esta Tesis se propone abordar este problema para el caso discreto o categdrico
(por ejemplo, “lluvia” y “no lluvia”), considerando un modelo conjunto que permi-
ta predecir de forma coherente todas las localidades simultaneamente. Para ello, se
adaptan y aplican las redes probabilisticas (en particular las redes Bayesianas), que
son herramientas de mineria de datos populares en otras disciplinas, pero que han
sido aplicadas en contadas ocasiones en Meteorologia; por ejemplo, en prediccion
local de granizo (Abramson et al., 1996) y en prediccién de brisa (Kennett et al.,
2001).

Por tanto, un primer objetivo de la Tesis consistié en realizar una primera aprox-
imacién a distintos problemas meteoroldgicos (diagnosis, prediccién, clasificaciéon e
interpolacién) utilizando esta metodologia, con diversas publicaciones resultantes
(Cofino et al., 2002; Cano et al., 2004; Gutiérrez et al., 2004b).

El segundo objetivo de esta Tesis fue analizar en detalle la aplicacién de estos
modelos para la prediccion local multivariada, aprovechando las ventajas que ofrece
esta metodologia y adaptando aquellos aspectos que han de ser optimizados para
su correcto funcionamiento en el problema analizado (en particular el problema
de aprendizaje). En este caso también se han realizado diversas publicaciones que
estdn en proceso de revisién (Ancell et al., 2009; Ancell and Gutiérrez, 2009). Todo
esto se ha llevado a cabo manteniendo una continua exploracion del estado del
conocimiento, que nos ha ayudado a componer el marco de referencia para desarrollar

esta metodologia.

1.2.2. Objetivos particulares

Los objetivos generales se ramifican de forma natural en diferentes objetivos
particulares, sin que en esta Tesis se hayan agotado, ni mucho menos, todas las

posibles aplicaciones.

» En primer lugar, se identificaran aquellos problemas de Meteorologia que mejor
se adecian al tratamiento probabilistico con esta metodologia, y se estudiaran
algunas aplicaciones practicas “piloto” basadas en RBs para ilustrar su poten-
cial (ver Cap. 6). El procedimiento seguido para describir cada aplicacion es el
mismo en todos los casos; en primer lugar se plantea el problema, después se
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establecen las limitaciones de la metodologia al uso y, finalmente, se proponen
soluciones y se contrastan las ventajas y desventajas de las RBs cuando se
aplican en dichos problemas. En particular, el objetivo en este caso ha sido
describir tres aplicaciones particulares, como son el tratamiento colectivo de la
dependencia espacial en una red de observaciones, los generadores de tiempo

y la prediccién local.

= En segundo lugar, y casi como una consecuencia derivada del objetivo anterior,
se ha tenido como objetivo especifico abstraer distintos problemas de Mete-
orologia relacionados con la prediccién local para que puedan ser expresados
como un unico problema (con distintas fuentes de evidencia) en el marco de
las redes Bayesianas. Asi se han definido diferentes paradigmas de estimacion
probabilistica local como la prediccién, el downscaling, la clasificacion y la in-
terpolacion (ver Cap. 7). El objetivo es poder resolver todos estos problemas
como variantes de una tnica metodologia de andlisis, a través de un mode-
lo global nico para operar en los diferentes paradigmas, con las ventajas de
integracion, coherencia y robustez que ello conlleva, sobre todo cuando se con-
sidera la gran heterogeneidad, complejidad e incoherencia (no solo espacial)
que actualmente presenta la prediccion estadistica operativa en los servicios

meteoroldgicos nacionales.

» Finalmente, se trata de analizar a fondo una de estas aplicaciones (la predic-
cién probabilistica local de precipitacién), desarrollando algoritmos especificos
de aprendizaje, junto con medidas de calidad orientadas especificamente a con-
trastar la capacidad predictiva de los modelos resultantes, para los diferentes
modos de operacion propios de la Meteorologia. El objetivo es tratar de eval-
uar la aportacion operativa de esta nueva metodologia, comparando con los

métodos existentes.

1.3. Resumen de la Tesis

La Tesis esta dividida en dos partes: la primera describe el estado del conocimien-
to y la segunda las aportaciones desarrolladas. Un tltimo capitulo recoge las prin-

cipales conclusiones y enumera las lineas futuras previstas de investigacién.
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1.3.1. Estado del Conocimiento

En esta primera parte se describe el estado del conocimiento, tanto de la Predic-
cion Meteorolégica a diferentes alcances temporales, como de la Mineria de Datos,
desde el punto de vista de su aplicacién en la prediccién probabilistica. Esta parte
esta dividida en tres capitulos.

En el Cap. 2, bajo el titulo de Prediccion Meteoroldgica, se muestra una panorami-
ca actual de los modelos numéricos de circulacién atmosférica y su aplicacion a la
prediccién operativa a las distintas escalas de tiempo. En particular, se describen los
importantes avances tanto en las técnicas de observacién (estaciones automaéticas,
satélites, radares, etc.), como en las de cdlculo, que permiten asimilar y manejar esta
cantidad ingente de informacién para integrar los modelos que simulan la evolucion
de la atmésfera para predecir su estado futuro. Sin embargo, a pesar de estos avances,
los modelos numéricos de simulacién sufren limitaciones de origen matematico (in-
certidumbre en las condiciones iniciales), fisico (dindmica de pequena escala mal
resuelta) y computacional (requerimientos de célculo excesivos), que afectan a la
resolucion espacial a la que pueden ser resueltos. Para tener estas limitaciones e
incertidumbres en cuenta, recientemente se ha abandonado el paradigma determin-
ista y se ha recurrido a la prediccién por conjuntos (Ensemble Prediction Systems,
o EPS), realizando distintas integraciones a partir de condiciones iniciales y/o mo-
delos ligeramente perturbados. Asi, se obtienen un conjunto de predicciones que se
resumen de forma probabilistica para cuantificar la incertidumbre asociada.

A continuacion, en el Cap. 3, titulado Mineria de Datos. Redes Bayesianas, se
describen brevemente el problema de la mineria de datos desde la perspectiva de
los modelos de redes probabilisticas (las redes Bayesianas en particular). En primer
lugar se muestra la capacidad de estos modelos para codificar en un grafo todas
las asociaciones/dependencias relevantes entre un conjunto de variables, y también
para transferir de forma automaética esta estructura de dependencia a una Funcién
de Probabilidad Conjunta (FPC), definida a través de una factorizacién que tiene
en cuenta esas dependencias y requiere un nimero reducido de parametros. De esta
manera, se puede calcular de forma eficiente cualquier probabilidad a posteriori y
razonar sobre distintos aspectos de los problemas tratados de forma probabilistica.
Una vez introducida esta metodologia, se dedica especial atencién a los algoritmos
de aprendizaje automatico, que permiten obtener a partir de un conjunto de datos
tanto el grafo como los parametros que definen la FPC. Finalmente, dada la similitud
con el problema que se pretende resolver en esta Tesis, se presta especial atencion
al aprendizaje de clasificadores.
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Finalmente, en el Cap. 4 (Medidas de Verificacion de Predicciones Probabilisti-
cas) se analiza el problema de la validacién o verificacién de predicciones proba-
bilisticas, puesto que seran utilizados profusamente a lo largo de la Tesis. En primer
lugar se ilustra la complejidad del problema y se analizan aquellos aspectos de la
calidad de una prediccién que maés nos interesa evaluar en el contexto de esta Tesis.
A continuacién, se introducen las distintas medidas de validacion estdndar para

predicciones binarias y se describen las ventajas y desventajas de cada una de ellas.

1.3.2.  Aportaciones de la Tesis

En esta segunda parte de la Tesis se describen las aportaciones realizadas tanto
en el campo del aprendizaje estructural de los modelos de redes Bayesianas, como
en las aplicaciones en el campo de la Meteorologia y, en especial, la prediccion
probabilistica local de fendémenos meteorolégicos. Esta parte esta organizada en seis
capitulos, mas uno final de conclusiones.

En primer lugar, en el Cap. 5, titulado Dominios de Estudio y Datos Utiliza-
dos, se ofrece una descripcién detallada del drea geogréfica de interés (la cornisa
Cantébrica), y de los datos que se utilizan en los diferentes ejemplos practicos de-
sarrollados en esta Tesis. En primer lugar, se describen los datos observacionales y
simulados (salidas de modelos numéricos) disponibles; en particular, se han consid-
erado 42 estaciones con observacion diaria de precipitacion en una red de estaciones
de la Agencia Estatal de Meteorologia (AEMET) y se han considerado simulaciones
procedentes de reanalisis y modelos operativos del ECMWEF. En este capitulo tam-
bién se analiza el problema de la discretizacién previa de las variables, ya que la
metodologia de las redes Bayesianas multinomiales utilizada es propia de variables
discretas. A continuacién, se describen en detalle los patrones atmosféricos utilizados
para caracterizar el estado de la atmodsfera en el area de estudio: un patron de baja
resolucién, abarcando toda la peninsula Ibérica y Baleares, y otro de alta resolucién,
sobre la regién del Cantdbrico.

Una vez descritas las bases de datos y sus dominios de aplicacion, el Cap. 6,
titulado Aplicaciones de las Redes Bayesianas en Meteorologia, describe las apli-
caciones mas inmediatas de las redes Bayesianas en diferentes problemas de interés
meteorolégico, obtenidas sin realizar ningin tipo de adaptacion de los algoritmos ex-
istentes, y que constituyen un analisis exploratorio de esta metodologia en el ambito
de la Meteorologia. En este caso, las aplicaciones han sido desarrolladas sobre casos
sencillos, tanto de diagnosis como de predicciéon, manteniendo un espiritu més de-

scriptivo que operativo. En particular se analizan los problemas de la distribucion



12 1. OBJETIVOS Y RESUMEN DE LA TESIS

espacial de la precipitacion, los generadores de tiempo y, finalmente, la prediccion
local.

En el Cap. 7, titulado Paradigmas de Prediccion Probabilistica Local, se analiza
la versatilidad de las RBs en todos los paradigmas de estimacion probabilistica lo-
cal: diagnésis, prediccion, downscaling, clasificacién e interpolacién, mostrando que
todos estos problemas se pueden resolver con una misma metodologia, y que respon-
den a problemas de inferencia con distintos conjuntos de evidencia. A continuacion
se analiza el caso del downscaling estadistico, objeto de esta Tesis, comenzando
con una descripcion de los distintos métodos estandar que se aplican para resolver
este problema, incidiendo en algunas virtudes y defectos, y destacando la capacidad
de las RBs para generalizar algunos de estos métodos. En particular se presentan
los modelos ingenuos de Bayes como una metodologia estandar de prediccion proba-
bilistica que generaliza la idea del downscaling basado en tipos de tiempo. Asimismo
se describen las deficiencias de estos modelos, en cuanto a la independencia espacial
de las predicciones y se describen vias de mejora utilizando redes Bayesianas que
aprendan de forma automatica la estructura optima para llevar a cabo este tipo de
prediccion.

En el Cap. 8, titulado Algoritmos de Aprendizaje para la Prediccion Local, se
entra de lleno en el problema del aprendizaje estructural, teniendo encuenta que
cuando se plantean modelos basados en RBs para representar sistemas de predic-
cion local, el coste computacional del aprendizaje estructural por un lado, y la
escasa longitud del conjunto de entrenamiento disponible por otro, hacen que solo
sean practicos modelos con muy pocos parametros. En esta Tesis se considera un
predictor multinomial y un conjunto de predictandos binarios, que se corresponden
con la ocurrencia de precipitacién sobre distintos umbrales en distintas estaciones
distribuidas espacialmente. Los métodos de aprendizaje existentes no permiten op-
timizar la estructura de la red para el problema concreto de la prediccion, obteniedo
modelos optimos para el diagnostico pero que no reproducen todo el potencial de
las relaciones de dependencia existentes de cara a la prediccion. Por tanto, en este
capitulo se proponen técnicas de aprendizaje especificas para este problema, basadas
en algoritmos de busqueda de estructuras éptimas con una medida especial de cali-
dad que cuantifica la capacidad predictiva de la red. Esta técnicas permiten obtener
topologias “ingenuas extendidas” para abordar la prediccion local.

Una vez desarrollados los algoritmos especificos, en el Cap. 9, titulado Predic-
citon Local con Redes Bayesianas, se utilizan para comparar experimentalmente las
diferentes opciones de RB que son de aplicacién en problemas meteorolégicos prob-

abilisticos y discretos: ingenua, extendida y genérica, sobre los paradigmas: down-
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scaling, prediccion e interpolacion, desde el punto de vista de la prediccion local, es
decir evaluando tnicamente las probabilidades marginales. En este caso, para sim-
plificar los calculos, se consideran redes formadas por nodos que representan series
sin lagunas y de la misma longitud, y que por tanto, realizan su aprendizaje en
condiciones homogéneas. El capitulo se divide en dos partes, en la primera se de-
scribe el experimento, mientras que en la segunda, se analizan los resultados tanto
en su conjunto, como de forma separada para cada uno de los tres paradigmas.

Para terminar, en el Cap. 10, titulado Downscaling en Redes Heterogéneas, nos
centramos en la aplicacion practica del problema del downscaling en condiciones re-
alistas, en las que se dispone de redes de observacién heterogéneas, con lagunas y con
series de distinta longitud (series histéricas largas junto a series cortas procedentes
de nuevas estaciones). Esta heterogeneidad es inevitable para abordar estudios de al-
ta resolucién, que utilicen las nuevas redes que se han implantado durante la 1ltima
década en distintas zonas geograficas, de procedencia diversa. Para tratar este prob-
lema, se introduce un nuevo algoritmo de tipo jerarquico, denominado h2, disenado
especificamente para utilizar conjuntos de entrenamiento diferentes (largos y cortos)
que aprendan la estructura predictor-predictando o predictando-predictando, segiin
sea mas conveniente, para eliminar problemas de sobreajuste e integrando en un
mismo modelo varias redes de observacion.

Finalmente, el Cap. 11, titulado Conclusiones y Trabajo Futuro se ofrece un
resumen de las principales conclusiones y posibilidades de trabajo futuro que se

derivan de esta Tesis.

1.4.  Algunos Acrénimos y Terminologia Utilizados

» ACM: Modelo de Circulacién Atmosférica (Atmospheric Circulation Model).
» AEMET: Agencia Estatal de Meteorologia (antes INM).

= Atributo: En esta Tesis este concepto se utiliza para designar a las variables,

casi siempre binarias, que representan a los predictandos.
» AUC: Area bajo la curva ROC (Area Under Curve).

= Augmented: Tipo de red Bayesiana extendida que se obtiene agregando enlaces
a una red ingenua.

» BD: Base de Datos.
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BS: Brier Score, error cuadratico medio de la probabilidad prevista (ver Cap.
4).

BSS: Brier Skill Score, indice de pericia que se obtiene como 1 — BSP/BSR,
donde BSP es el BS de la prediccion y BSR es el BS de un sistema de
referencia, normalmente la climatologia (ver Cap. 4).

CCA: Analisis de Correlacién Canénica (Canonical Correlation Analysis).

Clase: En esta Tesis, por analogia con los problemas de clasificacién, se utiliza
este concepto para designar al escalar que representa al estado de la atmésfera
(variable clase).

Clasificador Ingenuo: Red Bayesiana en la que todos los atributos estan en-

lazados exclusivamente a la clase.
CP: Componente principal (ver Sec. 3.7).

CPD: Distribucién de Probabilidad Condicional (Conditional Probability Dis-
tribution, ver Cap. 3).

CSI: Independencia especifica (Context-Specific Independence, ver Sec. 3.5.1).
DAG: Grafo Dirigido Aciclico (Directed Acyclic Graph, ver Sec.3.4).

Diagnosis: Paradigma de prediccion en el que la evidencia es algtin atributo o
predictando.

Downscaling: Mejora de resolucién de una prediccion de un modelo numérico.

Paradigma de prediccién en el que la evidencia es el estado de la atmosfera.

ECMWEF: Centro europeo para prediccion a plazo medio (European Center for
Medium-Range Weather Forecast, www.ecnwf . org).

ENSO: Patrén de oscilacion de El Nino-Pacifico Sur (£l Nirio-Southern Oscil-
lation).

EOF: Funcién empirica ortogonal (Empirical Ortogonal Function).

EPS: Sistema de prediccién por conjuntos (Ensemble Prediction System).
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» FAR: Probabilidad de predecir un evento, dado que no se ha observado (False
Alarm Rate, ver Cap. 4). No confundir con False Alarm Ratio que corresponde
a la probabilidad de no observar un evento, dado que se ha previsto, que

también se suele utilizar bajo el mismo acrénimo.
» FPC: Funcién de Probabilidad Conjunta.

» HIR: Probabilidad de predecir un evento, dado que se ha observado (Hit Rate,
ver Cap. 4).

» HIRLAM: Modelo atmosférico regional (High Resolution Limited Area Model,
hirlam.knmi.nl).

s [A: Inteligencia Artificial.

= INM: Instituto Nacional de Meteorologia, www.INM.es.

» [PCC: Intergubernamental Panel on Climate Change.

= h2: Acrénimo utilizado para el algoritmo jerdrquico.

= MD: Mineria de Datos.

= MDL: Minimum Description Length, ver Sec. 3.5.2.

» MI: Informaciéon Mutua (Mutual Information, ver ec. 3.6).

» MM5: Modelo atmosférico regional (Penn State/NCAR Mesoscale Model,

box .mmm.ucar .edu/mm5).

= Modelo Conceptual: En el ambito de la Meteorologia, descripcion de los pro-
cesos caracteristicos de las diferentes escalas y dindmicas de la atmdsfera (una

tormenta, un frente, etc.).

= Modelo Discriminativo: Modelo que estima directamente la CPD de la clase
dados los atributos para un problema de clasificacién (ver Sec. 7.1).

= Modelo Generativo: Modelo que estima previamente la FPC y después deduce
de ella la CPD para un problema de clasificacion, ver Sec. 7.1.

= Naive: Ingenuo. Se utiliza para designar la red bayesiana en la que todos los

atributos estédn enlazados exclusivamente al clasificador.

» NAO: Oscilacion del Atlantico Norte (North Atlantic Oscillation).
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NCEP: National Centers for Environmental Prediction:

WWWw.ncep.noaa. gov.

Nowcasting: Paradigma de prediccién, a muy corto plazo, en el que ademas
de conocer los campos previstos por un modelo numérico, se pueden conocer

eventualmente datos de observacion en tiempo real.

Patrén: Estructura numérica con una cierta organizacion de sus elementos (por
ejemplo, una estructura matricial o tensorial relativa a una rejilla sobre una
region geografica concreta). Para su tratamiento matematico los patrones serén
considerados vectores, descomponiendo su estructura de forma apropiada, y

componiéndola de nuevo cuando sea necesario.

Prediccién Local: Prediccion adaptada a un punto geogréfico concreto.
PDF: Probability Distribution Function.

RB o BNet: Red Bayesiana (Bayesian network, ver Sec.3.4).

Re-anélisis: Experimento de simulaciéon numérica de la circulacién atmosférica
para un largo periodo de tiempo con un mismo modelo numérico, asimilando

toda la informacion disponible (ver Sec. 2.3).
RMSE: Error cuadratico medio (Root Mean Square Error).

ROC, Curva obtenida a partir de los aciertos y las falsas alarmas de un sistema

de prediccion binario (Relative Operating Characteristic, ver 4).

RSA, Area comprendida entre la diagonal y la curva ROC a partir de los
aciertos y las falsas alarmas de un sistema de prediccién binario (Roc Skill

Area, ver 4).
SAF: Satellite Application Facilities.
SLP: Presién a nivel del mar (Sea Level Pressure).

SOM: Redes auto-organizativas (Self-Organizing Maps) para agrupamiento y

visualizacién de datos.
SP: Algoritmo Super-Parent de Keogh-Pazzani.

SST: Temperatura de la superficie del agua del mar (Sea Surface Temperature).
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» TAC: Turbulencia en aire claro.
» TAN: Red Bayesiana extendida (tree-augmented naive).

= UKMO: Servicio meteoroldgico britanico. United Kingdom Meteorological Of-

fice. También designa al modelo numérico de dicho servicio.
» UTC: Coordenadas universales de tiempo (Universal Time Coordinates).
» WG: Generador de tiempo ( Weather Generator).

= WMO: World Meteorological Organization, www.wmo . ch.



18

1. OBJETIVOS Y RESUMEN DE LA TESIS




Parte 1

Estado del Conocimiento
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CAPITULO 2

Prediccion Meteoroldgica

Este es el primer capitulo de los dedicados al estado del conocimiento, donde se
trata de ofrecer al lector una perspectiva actual del problema de la prediccion mete-
orolégica, y esta dividido en cuatro secciones mas una breve introduccién. En la Sec.
2.1 se explican las principales ecuaciones que gobiernan el sistema atmosférico; pos-
teriormente, la Sec. 2.2 describe brevemente el problema de la prediccion numérica,
comentando aspectos como la asimilacién de datos (para inicializar el modelo), los
diferentes alcances de la prediccién y los distintos modelos que son actualmente uti-
lizados en la prediccién operativa a distintas escalas temporales, desde la prediccion
inmediata (con horas de anticipacion), hasta la climatica (décadas). En la Sec. 2.3 se
muestran diferentes sistemas de observacion de tipo global y local, describiendo en
particular la red de observacion de la AEMET, puesto que sera la utilizada en esta
Tesis. Finalmente, en la Sec. 2.4, se describen las series de simulaciones obtenidas
a partir de los modelos numéricos, con particular interés en la serie de reanalisis
ERA40 generada por el modelo de prediccién numérica ECMWEF (European Center
for Medium-Range Weather Forecast), ya que también serd la utilizada en esta Tesis.

2.1. La Atmdsfera

Desde un punto de vista planetario, la atmoésfera es uno de los componentes mas
activos del sistema climdtico, formado ademés por la hidrosfera, criosfera, litosfera y
biosfera (ver Fig. 2.1). Sin embargo, la atmésfera se puede estudiar de forma aislada
considerando escalas de tiempo meteoroldgicas (del orden de una semana), pues los

21
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Figura 2.1: Vista esquemética de los componentes del sistema climético.
FUENTE: hitp://www.dsostenible.com.ar/.

restantes componentes del sistema tienen muy poca variabilidad a esta escala (la
atmosfera es el componente que tiene la dindmica méas réapida). En esta Tesis nos
centramos en estas escalas de tiempo, en concreto en la prediccién a corto y medio

plazo.

2.1.1. Descripcion Fisica

En este apartado se ofrece una breve descripcion de las ecuaciones que controlan
la dindamica de la atmésfera, con la tinica intencion de ilustrar la complejidad de los
modelos involucrados en la prediccién numérica del tiempo a corto plazo. Para un
estudio detallado, existen numerosos libros de Meteorologia dindmica con excelentes
explicaciones y ejemplos de las deducciones y descripciones fisicas de las ecuaciones;
ver, por ejemplo Holton (1992), Barry and Chorley (1998) o Kalnay (2003).

Desde un punto de vista fisico, la atmdsfera es una mezcla de gases y agua en sus
distintos estados, moviéndose en el campo gravitatorio de una esfera heterogénea
en rotacion, cuyo eje se encuentra ligeramente inclinado respecto al plano de la
ecliptica y, lo fundamental, calentada por el Sol. Como se muestra en la Fig. 2.2,
estos forzamientos y restricciones confieren a la atmésfera una dindmica particular,
que se manifiesta en un cierto comportamiento promedio estadistico que muestra
una organizacién a gran escala en células de circulacién para redistribuir la energia
y lograr un equilibrio.

En este sistema se deben cumplir las leyes de conservacién: energia, masa y
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North Pole Equator

Figura 2.2: Esquema sencillo de la circulacién atmosférica global (arriba) y un
corte vertical de las tres células bdsicas de la circulacién (abajo). FUENTE:
http://earthobservatory.nasa.gov/ .

momento, y la ecuacién de estado de los gases. La mayoria de estas leyes se formulan
con ecuaciones que expresan las derivadas totales de ciertas magnitudes fisicas en el
tiempo (Lagrangiana o individual), descompuestas en sus términos local (Euleriana

o parcial) y advectivo.

= Segun la ecuacion de conservacion de masa, la variacion total en el tiempo de
la masa de una parcela de aire es nula (dM/dt = 0). La masa de aire contenida

en un volumen AzAyAz es:
M = pAzAyAz (2.1)

donde p es la densidad del aire. Considerando la ecuacién

1 dM
— =0

— = 2.2
T (2.2)
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sustituyendo (2.1) y descomponiendo la derivada total, se tiene la ecuacién de

conservacion de masa

f—+V-v:0<:>a—:—V-(pv), (2.3)

ya que Ou/0r = Az~ dAx/dt.

La ecuacion de conservacion de vapor de agua determina que la variacion total
de vapor de agua en una parcela de aire se debe exclusivamente a procesos
internos de evaporacién E (fuente) y/o condensacién C' (sumidero):

dq
—=F-C 2.4
o (2.4)
donde ¢ es la proporcién en masa de vapor de agua en la parcela de aire (g/kg).
Si esta ecuacién se multiplica por p, se descompone la derivada total, y se suma

a la ecuacion de conservaciéon de masa (2.3) multiplicada por ¢, queda

‘a)g;:—v-(pvqﬂp(E—C) (2.5)

De la misma forma que se ha incluido una ecuacién de conservacién para el
vapor de agua, se podria incluir cualquier otra ecuacién de conservacién para
otros elementos como agua liquida, ozono, etc., mientras también se incluyan

sus correspondientes fuentes y sumideros.

La ecuacion de estado de los gases ideales aplicada a la atmédsfera impone la

siguiente relacion entre las variables de estado termodinamicas:
pa=RT, (2.6)

donde p es la presién (mb 6 Hpa), T la temperatura (°C' 6 K), R es la constante
de los gases ideales, y « es el volumen especifico (m?3/kg), inverso de la densidad

p (kg/m?).

Conservacion de energia: La atmoésfera es transparente a la radiacién solar
directa, de manera que su principal fuente de calor es la superficie terrestre
(calentada por el Sol), entendiendo como tal tierra y océano. Este calor, cuando
es absorbido por la atmosfera se emplea en variar su temperatura, su volumen
o ambas cosas a la vez; es decir, si se aplica una tasa de calor () por unidad de
masa a una parcela de aire (cal/s g), esta energia es empleada en aumentar la
energfa interna C, T y(6) producir un trabajo de expansién
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Q= OUCZ: +pC§Z, (2.7)
donde los coeficientes de calor especifico a volumen constante (C,) y a pre-
sion constante (C,) se relacionan mediante C), = C, + R. Haciendo uso de la
ecuacion de estado se puede obtener una forma alternativa de la ecuacién de

conservacién de energia:

dTl dp
= = _ £ 2.
n Conservacion del Momento:
dv
E:_QVP_V(b—'—F_QQXU; (2.9)

La aceleracion sobre la unidad de masa es debida a cuatro fuerzas: gradiente
de presion (—a'Vp), gravedad aparente (—V¢), rozamiento (F') y Coriolis
(—2Q x v).

Por tanto, resumiendo lo anterior, se tienen siete ecuaciones y siete incognitas:

v = (u,v,w), T, p, p = 1/a y q, que gobiernan la dindmica a gran escala de la

atmosfera:

dv

o = —aVp-Vo+F - 20xwv (2.10)
dp

- _Vv. 2.11
5 V- (pv) (2.11)
pa = RT (2.12)

dT dp

Y (2.13)
0
% = —V.-(pvq)+p(E-C) (2.14)

Considerando que el objetivo de la prediccion numérica del tiempo es obtener
el estado de la circulacién atmosférica en un tiempo futuro a partir de la condicion
inicial, es necesario disponer de un modelo numérico capaz de integrar las ecuaciones
y que incluya los intercambios energéticos (principalmente en la capa limite) més
importantes (radiacién, turbulencia, calor latente, etc.); dada la no linealidad y com-
plejidad de las ecuaciones, en la practica se suele recurrir a distintas aproximaciones
simplificadoras. Las simplificaciones méas elementales de las ecuaciones anteriores
ayudan a aislar y entender las caracteristicas de los diferentes tipos de ondas basicos
presentes en la atmosfera que, por supuesto, también aparecen en las soluciones més

generales. Por ejemplo, considerando un flujo inicial zonal (v = w = 0) y un campo
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uniforme de densidad, cualquier perturbacion al flujo zonal supone un cambio de
latitud y por tanto un cambio en la fuerza de Coriolis, que siempre actia tratando
de restaurar el flujo zonal produciendo las llamadas ondas de Rossby que se propa-
gan alrededor del globo con un periodo de desarrollo de varios dias a una semana y

con una longitud de onda del orden de 3000 km para latitudes medias (¢ = 45°).

Por tanto, los modelos operativos utilizados en la predicciéon numérica del tiempo

son aproximaciones mas o menos completas de las ecuaciones de la atmosfera.

2.1.2. Escalas de la Atmosfera

Los fenémenos de la atmosfera ocurren a distintas escalas espacio-temporales, de-
pendiendo de la homogeneidad e intensidad de las fuerzas participantes. Por ejemplo,
cuando las fuerzas del gradiente de presion son homogéneas en el espacio y el tiempo,
la fuerza de Coriolis produce un equilibrio originando los grandes sistemas de circu-
lacién de escala sinéptica, como las ondas de Rossby, anticiclones y borrascas (estos
dos tltimos contando también con la fuerza de rozamiento), con longitudes de onda
en torno a 3000km y periodos entorno a 5 dias. Cuando las fuerzas del gradiente
de presién no son homogéneas en el espacio y el tiempo (debido principalmente a la
interaccién entre calentamientos diferenciales, al ciclo diurno y a las inhomogenei-
dades en superficie) no pueden ser estabilizadas por la fuerza de Coriolis, provocando
fluctuaciones mesoescalares en la circulacion sindptica, con longitudes de onda tipi-
cas de 200km, para una descripcién detallada ver Orlanski (1975) o Jansad (1990).
En la figura 2.3 se muestra la clasificacion de Orlanski de las diferentes escalas
meteoroldgicas.

Estas distintas escalas espaciales y temporales que componen la dindmica at-
mosférica han de ser tenidas en cuenta en el proceso de resolucion numérica para
considerar sélo aquellos factores relevantes a la escala que se desee analizar. En
general, interesa que las soluciones obtenidas para la circulacion de la atmosfera en
un problema operativo muestren el comportamiento de interés meteorolégico, por
lo que es deseable eliminar algunas de las ondas bésicas que no intervienen en esta
dindmica (por ser de menor magnitud y/o distinta escala temporal), pero que pueden
producir inestabilidades en el modelo numérico al ser propagadas (esto ocurre, por
ejemplo con las ondas sonoras y gravitatorias). Este procedimiento de seleccién de
tipos de ondas se denomina filtrado y consiste en eliminar parcialmente las fuerzas
restauradoras que originan la onda que se desea filtrar. Por ejemplo, la aproximacion
hidrostatica impide la propagacién vertical de las ondas sonoras.
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Figura 2.3: Escalas meteoroldgicas; adaptado de Orlanski (1975).

2.1.3. No Linealidad y Caos

El comportamiento colectivo de la atmésfera tiene como consecuencia que todas
las escalas son dependientes entre si, siendo el estado de las escalas grandes (lentas)
dependiente del estado de las escalas pequenas (rdpidas) y viceversa. Esto supone
un reto anadido para los modelos de circulacién atmosférica (ACMs, segun sus siglas
en Inglés) pues no sélo deben ser capaces de reproducir los patrones y la variabilidad
caracteristicos de cada escala sino que ademas han de ser capaces de tener en cuenta
la interaccion entre las escalas.

Este aspecto esta contemplado en los términos no lineales que contienen los
modelos de circulacién atmosférica y, lejos de suponer una ventaja, introducen una
gran sensibilidad a pequenas perturbaciones en el sistema, es decir, cualquier error
crecerd exponencialmente en el tiempo acotando el horizonte de predecibilidad de
los ACMs. Este comportamiento es conocido como caos determinista, e impone una
limitacién tedrica al horizonte de predecibilidad de la circulacion atmosférica, segiun
el tipo de aproximaciones fisicas y escalas que se consideren en el modelo; para
una introduccién a los sistemas no lineales, ver Strogatz (2001) o Kalnay (2003).
Otro hecho destacable es que la dinamica cadtica se desarrolla sobre un soporte
fractal en el espacio de fases, llamado atractor (Grassberger and Procaccia, 1983).
Asi, geometria fractal y dindmica cadtica estan intimamente ligados (Mandelbrot,
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2004).

El caos fue analizado por primera vez en el siguientes sistema de ecuaciones:

t=o(y—x)
y=rr—y—zxz , (2.15)
z=xy—>bz

propuesto por Lorenz (1963) mientras estudiaba la posibilidad de predecir estruc-
turas convectivas, tan frecuentes en la naturaleza y en tan diversas escalas. Para
ello tom6 como punto de partida las formaciones convectivas hidrodinamicas de
Rayleigh-Bénard, por ser faciles de generar y reproducir en el laboratorio. Basta
con calentar por debajo una capa muy fina de un fluido viscoso, como la gliceri-
na. El fluido caliente formado en la parte baja tiende a elevarse creando corrientes
convectivas en un proceso parecido a lo que sucede en la atmésfera. Para un calen-
tamiento suficientemente intenso la evolucion temporal de estas corrientes convec-
tivas tiene un comportamiento cadtico; es decir, pequenas perturbaciones producen
cambios impredecibles en su dindmica tras un tiempo suficiente. Las ecuaciones que
describen este experimento tienen en cuenta los tres efectos mas importantes que
aparecen: La fuerza debida al gradiente térmico, la viscosidad y la difusién térmica.
Lorenz propuso una simplificaciéon de este problema, suponiendo que el campo de
velocidades era el gradiente de una funcion ¥ y que existian simetrias espaciales.
El modelo resultante (2.15) presenta dindmicas cadticas para ciertos valores de los
parametros (para otros valores su comportamiento es periddico). Por ejemplo, para
los valores de los pardmetros o = 10, b = 8/3, y r = 28, el sistema presenta una
dindmica caética. Partiendo de la condicién inicial (z(0),y(0), z2(0)) = (=10, —5, 35)
y utilizando un método de integraciéon de Runge-Kutta de cuarto orden y paso de
integracion At = 1072 se obtiene la evolucién del sistema en el espacio de fases que
se encuentra dibujado en la Fig. 2.4(a); las Fig. 2.4(b)-(d) muestran la evolucién
en el tiempo de las tres variables. Por otra parte, la Fig. 2.5 ilustra la sensibilidad
de este sistema a las perturbaciones, que se manifiesta de manera distinta segtn la
posicién en el atractor del mismo: en la figura izquierda, las condiciones iniciales
dentro de una bola de error se mantienen agrupadas a lo largo de la evolucion del
sistema, mientras que en la parte derecha vemos que otras condiciones iniciales en
una bola de error similar presentan un comportamiento notablemente divergente
para el mismo sistema.

El principal problema de este simple y pedagdgico sistema de Lorenz es que no
tiene en cuenta la componente espacial y, por tanto, ilustra sélo parcialmente el

problema real que ocurre en la circulacién atmosférica y en otros sistemas espacio-
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Figura 2.4: (a) Atractor del sistema de Lorenz. (b)-(d) Orbitas descritas por cada una de
las tres variables del sistema.
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Figura 2.5: Ejemplo de sensibilidad a las condiciones iniciales. Fuente ECMWF.

temporales, y que responde a leyes de crecimiento més complejas debidas a la inter-
accién de las componentes espacial y temporal de la dindmica (ver Gutiérrez et al.,
2008; Primo et al., 2007, para una descripcién méas detallada de este problema).

2.2. Prediccion Numérica

A nivel operativo, las ecuaciones mostradas en la Sec. 2.1.1 se integran numéri-
camente discretizando el espacio y el tiempo, partiendo de una condicién inicial.
Por ejemplo, en coordenadas cartesianas se considera una rejilla 4D sobre la que
se aplican técnicas de diferencias y elementos finitos, mientras que en coordenadas
esféricas se considera un numero finito de arménicos esféricos para la descripcion
del sistema (para una introduccién a estos métodos ver Kalnay, 2003). La Fig. 2.6

ilustra esquematicamente este proceso.
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Figura 2.6: Esquema bésico de un modelo global de predicciéon numérica. Se muestran
Unicamente los procesos fundamentales de la inicializacién, a partir de un conjunto de
observaciones, y la prediccion resultante de la integracién.

Dependiendo de su resolucion y alcance, una prediccion esta afectada en may-
or o menor medida por la no linealidad de la atmosfera, que impone un horizonte
a la prediccién determinista y hace necesario plantear la prediccion en términos
probabilisticos. La no linealidad también limita la resolucién espacial con que puede
obtenerse una prediccién para un alcance dado (a medida que aumenta el alcance,
decrece la resolucion espacial de los fendmenos que se pueden predecir). La Figura
2.7 ilustra estas relaciones y detalla el tipo de prediccién (determinista o probabilisti-
ca) adecuada para cada uno de los alcances (ver Sec. 2.2.3 para més detalles). La
prediccién en términos probabilisticos también puede ser una eleccién, por ejemplo

en el corto plazo, para cuantificar la incertidumbre de las predicciones.

Tradicionalmente, las predicciones se han obtenido integrando un tinico modelo
numeérico a partir de una condicién inicial dada. Sin embargo, en la década de los
noventa, tras el descubrimiento del caos determinista, las técnicas de prediccién por
conjuntos han permitido considerar los efectos causados por las distintas fuentes de
incertidumbre en la evolucion del modelo, y producir predicciones probabilisticas.
Hoy dia se utilizan en la predicciéon operativa distintos esquemas de prediccion por
conjuntos que perturban las condiciones iniciales, o combinan las salidas de distin-
tos modelos (multi-modelo), para obtener un conjunto de predicciones con el que
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Figura 2.7: Relacion entre el alcance de las predicciones, la escala espacial considerada y
algunas de sus caracteristicas fundamentales.

anticipar la evolucién de la atmésfera (ver mas detalles en Sec. 2.2.2).

Las predicciones operativas que se realizan en la Agencia Estatal de Meteorologia
(AEMET, www.aemet . es) y en otros centros meteorolégicos europeos (MeteoFrance,
UK MetOffice, etc.) se basan en este esquema de modelos numéricos y técnicas de
prediccién por conjuntos, que constituyen actualmente las herramientas fundamen-
tales para la prediccién meteoroldgica.

2.2.1. Asimilacion de Datos

La prediccién numérica es un problema de condicionas iniciales: dada una esti-
macién actual del estado de la atmodsfera, un modelo numérico simula su evolucién
para obtener una prediccién. Esta condicion inicial se establece a partir de la in-
terpolacion y adaptacion dindmica de las observaciones disponibles a los puntos de
rejilla del modelo, y el proceso de obtencion es denominado asimilacion. Hay que
tener en cuenta que la distribuciéon espacial y temporal de las observaciones no es
uniforme, y que la cantidad de observaciones disponibles no es suficiente para definir
una condicion inicial del modelo en todos sus grados de libertad.

Para compatibilizar dindmicamente las observaciones con las ecuaciones del ACM,
se suele usar informacion a priori (first-guess) proporcionada por una prediccién a
corto plazo realizada en los ciclos de asimilacion. Estos ciclos de asimilacién son
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interpolaciones, cada vez mas refinadas, donde la matriz de pesos se determina min-
imizando los errores en cada punto de rejilla. Otros métodos modernos de asimilacion
utilizan técnicas variacionales 4D, que tienen en cuenta la dinamica espacial y tem-
poral del sistema para lograr dinamicamente un estado asimilado que pase lo mas
cerca posible de las observaciones (ver Kalnay, 2003, para una introduccién moderna
al problema de asimilacién). Este problema es tan complejo que supone una gran

parte del tiempo computacional requerido en la prediccion operativa.

2.2.2.  Tratamiento de la incertidumbre

Como se ha visto en la Sec. 2.1.3, la no linealidad de los modelos numéricos
de circulacién atmosférica plantea un problema de predecibilidad, ya que cualquier
incertidumbre o error introducido en el sistema crece exponencialmente en el tiempo.
Por lo tanto, para caracterizar correctamente el espacio de posibles estados futuros,
la prediccién debe considerar la incertidumbre real inicial.

Analizado de forma general, el origen de las fluctuaciones en estos modelos puede
provenir de errores en la condicion inicial o de errores en la modelizacion del sis-
tema. La dispersién producida por los errores en la condicién inicial se suele analizar
realizando conjuntos de predicciones a partir de diferentes condiciones iniciales per-
turbadas. Esta técnica se denomina prediccion por conjuntos o EPS (Ensemble Pre-
diction System). Estos conjuntos se pueden formar de muy diversas formas, siendo
el método de vectores singulares (Buizza and Palmer, 1995) o el método de breeding
(Pu et al., 1997) los més utilizados para la generacion de las diferentes predicciones,
denominadas miembros, a partir de perturbaciones especificas de las condiciones
iniciales (ver Gutiérrez et al., 2004b, para més detalles). El método de vectores sin-
gulares ha sido adoptado por el ECMWFEF y el método de breeding por el NCEP. Por
ejemplo, la Fig. 2.8 representa un esquema de la evolucion de predicciones obtenidas
a partir de condiciones iniciales perturbadas y la correspondiente trayectoria de
control obtenida de las condiciones iniciales sin perturbar.

Para tener en cuenta los errores en la modelizacién del sistema, también se
pueden aplicar técnicas de prediccion por conjuntos; en este caso se consideran
distintos modelos (o perturbaciones de un mismo modelo) para generar cada uno
de los miembros, y por ello es conocida como ensemble multimodelo. Estas técnicas
han mostrado su eficacia en distintos proyectos, como el proyecto DEMETER, para
prediccién estacional (Palmer et al., 2004). La Figura 2.9, muestra el caso en el
que la incertidumbre la aporta el modelo y, por tanto, cada uno de los miembros del
conjunto de predicciones esta obtenido utilizando un modelo de circulacién diferente
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Figura 2.8: Evolucién de un conjunto de dos predicciones obtenidas a partir de condiciones
iniciales perturbadas.

(alternativa a considerar pequenas perturbaciones de un mismo modelo).
Las distintas técnicas de prediccion por conjuntos son complementarias, por lo
que pueden ser combinadas entre si dando lugar a toda una bateria de posibilidades

aun por explorar.

2.2.3. Tipos de Predicciones

La estabilidad numérica de los métodos de integracién obliga a mantener un
compromiso entre la resolucién espacial y temporal. Esto es debido a que los pro-
cesos locales (nubes, precipitacién, transferencia de calor en régimen turbulento,
humedad, radiacion, etc.) ocurren en escalas de tiempo méas pequenas (es decir, su
ciclo de vida es méas corto) que los globales. Por tanto, resolucién espacial y tem-
poral estdn intimamente ligadas, de manera que para duplicar la resolucién en el
espacio tridimensional, también hay que reducir a la mitad el paso de tiempo para
lograr un esquema numérico estable; asi, el coste computacional total de duplicar
la resolucién crece con un factor de 2* = 16. Las integraciones con gran resolucién
espacial requieren un paso de integracién pequeno limitando el alcance operativo de
las mismas a unos pocos dias, mientras que las integraciones de modelos de baja res-
olucién pueden prolongarse en el tiempo hasta escalas estacionales o climaticas. Asi,
cada modelo debe caracterizar los fenémenos propios de su escala de operacion, des-
de fenémenos sinopticos de miles de kilometros y periodos de dias, hasta fendmenos
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Figura 2.9: Evolucién de un conjunto de predicciones obtenidas con distintos modelos
aplicados a la misma condicién inicial.

mesoescalares con tamanos de kilémetros y periodos de horas (ver Fig. 2.3). Este he-
cho ha motivado que operativamente se consideren distintas configuraciones o tipos

de modelos numéricos segun el alcance y resolucion de la prediccién deseada.

Vigilancia y Prediccion Inmediata: Nowcasting

El nowcasting es la prediccién de plazo mds corto (minutos/horas) en el cual
las labores de vigilancia sobre las estaciones automaticas, el radar, las imagenes de
satélite, etc., llevadas a cabo por observadores y predictores humanos desempenan el
papel principal, relegando a los modelos numéricos a un segundo plano. El objetivo
principal de este tipo de prediccién es actualizar las predicciones con la informacion
que se recibe continuamente, e incluso estimar la intensidad de eventos extremos
(fuertes tormentas, etc.), asi como la localizacién geogréfica de los mismos. Aunque
este tipo de predicciones es relativamente reciente, ya existen algunos modelos sen-
cillos, que se basan en datos de teledetecciéon, para prediccion de fenémenos severos,
ver http://www.eumetsat.de/en/area4/saf/internet/index.html.

Cuando a principios de los anos noventa EUMETSAT, la Organizacién que
gestiona los satélites meteorolégicos europeos, estaba preparando el programa de
satélites Meteosat de Segunda Generacién (MSG), se acordé crear centros de apli-
caciones de los datos producidos en los satélites para su utilizacién en diferentes
campos de Meteorologia y climatologia. Estos centros serian adjudicados a diversos
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Servicios Meteoroldgicos Nacionales de Europa con el nombre de SAF (Satellite Ap-
plication Facilities). La AEMET dispone actualmente de un SAF para nowcasting,
que ayuda a los meteordlogos a predecir los fenémenos atmosféricos inusuales y de
aparicion repentina con mas precisiéon y mayor anticipacién que antes. El denomi-
nado Centro de Aplicaciones de Satélite para el apoyo a la Prediccién inmediata y a
Muy Corto Plazo, ha sido concebido gracias al iltimo satélite meteorolégico europeo,
el Meteosat-8. Este satélite es el primero de una serie de satélites meteorologicos muy
avanzados dentro del Programa Meteosat de Segunda Generacién (MSG). El satélite
comenzd sus operaciones en enero de 2004 y esta operado por EUMETSAT, la Or-
ganizacion Europea para la Explotacion de los Satélites Meteorolégicos, con sede en
Darmstadt, Alemania.

Entre los usuarios de la prediccién inmediata y a muy corto plazo se incluyen
la agricultura, la construccion, la energia, el transporte y diversos sectores publi-
cos. La prediccion, por ejemplo, de la velocidad y direccién del viento ayuda a los
agricultores a realizar de manera efectiva la siembra desde aviones. Los trabajadores
de la construccion usan la informacién para evitar danos a elementos de obras sin
terminar como el cemento. Los usuarios del sector energético pueden optimizar la
distribucion de electricidad y gas natural. En el transporte la informacion sobre fac-
tores como la formacién de hielo, el techo de nubes y la visibilidad pueden usarse
para minimizar riesgos e incrementar la eficiencia de decisiones previas al vuelo o en
ruta.

El software y los productos del SAF permitiran a los meteorélogos, independi-
entemente del lugar de Europa donde trabajen, disponer de los siguientes datos y
productos:

» Madscara nubosa y cuantificacién de nubes (incluyendo niebla).
= Temperatura y altitud del tope de las nubes.

» Tasa de lluvia.

= Humedad atmosférica.

= Contenido de agua en las nubes.

» Estabilidad termodinamica.

= Direccion y velocidad del viento.

En la figura 2.10 se muestra, a modo de ejemplo, el producto Cloud Type recien-
temente introducido en el SAF de prediccion de la AEMET.
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Figura 2.10: Producto de tipo de nubes (Cloud Type) generado en el AEMET dentro del
SAFNWC. Las nubes observadas por el satélite con sus diferentes canales son clasificadas
segln la escala y realce de la derecha. FUENTE: AEMET.

Prediccion a Corto Plazo

Es la mas popular y antigua de todas las predicciones y se refiere al rango entre
1y 3 dias de alcance. Aunque la resolucién de los modelos globales que se utilizan en
este tipo de prediccion aumenta de ano en ano, actualmente la resolucién horizontal
media de los modelos operativos estd en 0.5° (aproximadamente 50 kilémetros). Por
ejemplo, el ECMWF proporciona salidas cada 6 horas sobre todo el globo con 0.6°
a partir de un modelo de circulacion general T511. Las salidas de los modelos del
ECMWEF se utilizan en distintos servicios meteorolégicos europeos como condiciones
de contorno para modelos regionales de mayor resolucién. Por ejemplo, la actual
prediccién operativa a corto plazo, generada por el AEMET para Espana, se obtiene
aplicando el modelo regional HIRLAM, con una resolucién espacial de 0.2°, a las
salidas del ECMWE. De forma andloga, en EEUU el NCEP (National Center for
Environmental Prediction, www.ncep.noaa.gov) realiza una prediccién global que
distribuye libremente a través de Internet, y que es luego utilizada por distintos
centros regionales en diversas aplicaciones. Por ejemplo la Fig. 2.11 muestra el campo
de precipitacion estimado por el modelo del NCEP y los campos estimados por el
modelo regional MM5 utilizado en Meteo Galicia meteo.usc.es con 30 y 10 km de
resolucion.

En Espana, son numerosos los grupos de investigaciéon que llevan a cabo inte-
graciones a corto plazo sobre regiones concretas de nuestra geografia. Por ejemplo
la red Ibérica MM5 redibericammb.uib.es aglutina a los grupos de investigacion
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Figura 2.11: Campos de precipitacién previstos para D+1 por (a) el modelo AVN del
NCEP; y el modelo MM5 utilizado por Meteo Galicia con (b) 30 y (c¢) 10 km de resulucién.
(FUENTE: Pdgina web de Meteo Galicia).

que utilizan en modelo MM5 para distintos estudios de modelizacion y prediccion.

Prediccion a Medio Plazo

Es la realizada entre los 4 y 15 dias de alcance y, debido a la no linealidad
de la atmoésfera, la incertidumbre en la predicciéon determinista es tan alta que
resulta mas adecuado formular la misma en términos probabilisticos, utilizando las
citadas técnicas de prediccién por conjuntos (Ensemble Prediction Systems, EPS)
que generan un conjunto de campos previstos para un mismo alcance.

En cuanto a los sistemas operativos globales de prediccién por conjuntos, sélo
los grandes centros de predicciéon numérica tienen la capacidad de calculo necesaria
para llevar a cabo las costosas integraciones. Por una parte, desde Noviembre de
2000, el ECMWF ha puesto en marcha un modelo de predicciéon por conjuntos a
plazo medio (con alcance de 10 dias) basado en 50 integraciones con condiciones
iniciales perturbadas y una integracion con condiciones sin perturbar de un modelo
T255L40 (aprox. 80 km de resolucién en latitudes medias). En este caso, las per-
turbaciones se obtienen con el método de vectores singulares (Buizza and Palmer,
1995). Por ejemplo, la Fig. 2.12 muestra el agrupamiento de los miembros previstos
para el 01/07/2007. En este ejemplo se pueden apreciar sutiles diferencias entre unos
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ECMWF Ensemble Operational Forecast Cluster 1: 32 Forecast(s)
Forecast Clusters in cluster 1 Cluster 2: 19 Forecast(s)
Cluster 3: 0 Forecasi(s)
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Figura 2.12: Agrupamiento de los miembros de la prediccién por conjuntos del ECMWE.
Se muestra el geopotencial en 500HPa. (FUENTE: ECMWF).

miembros y otros. Por otra parte, la Fig. 2.13 muestra la prediccién probabilistica
obtenida a partir del EPS, que resume el efecto de la incertidumbre sobre los distin-
tos patrones de circulacién atmosférica previstos; en (Eckert et al., 1996) se estudian
algunos aspectos relacionados con la clasificacién de estos patrones.

Por otra parte, el NCEP también produce de forma operativa predicciones por
conjuntos a medio plazo (hasta 15 dias) utilizando el Global Forecast System model
(GFS) (ver www.nco.ncep.noaa.gov/pmb/products/).

Prediccion Estacional

Continuando con los distintos sistemas de predicciéon en orden creciente de al-
cance, la siguiente es la prediccion estacional. Este tipo de prediccién hace referencia
a alcances superiores a un mes e inferiores a un ano. A diferencia de las predicciones
de plazos méas cortos, no se trata de predecir valores instantaneos, sino valores es-
tadisticos agregados por meses o trimestres del estado de la atmésfera. La principal
fuente de incertidumbre para este tipo de predicciones procede de las condiciones
iniciales y la evolucién del océano, quedando la incertidumbre procedente de las

condiciones iniciales en la componente atmosférica relegada a un segundo plano.
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Figura 2.13: Prediccién probabilistica del evento prec. > 1mm/24h obtenida con los 50
miembros del EPS (FUENTE: ECMWEF).

Por tanto, los modelos numéricos apropiados para este tipo de prediccion son mode-
los numéricos acoplados atmoésfera-océano; en algunos casos, también se consideran
modelos atmosféricos que tienen forzadas las temperaturas del agua del mar. Un
ejemplo operativo de este tipo de predicciones es el System?2 del ECMWEF, que in-
tegra mensualmente un modelo de predicciéon por conjuntos, con un horizonte de
prediccién hasta 180 dias (desde hace unos meses ya esta operativo el System3, nue-
va versién operativa de este sistema). Este tipo de modelos de prediccién estacional
son fruto de la experiencia llevada a cabo en distintos proyectos, como PROVOST y
DEMETER; en este ultimo se empled, por primera vez, la prediccion multi-modelo,
utilizando siete modelos globales de prediccién por conjuntos con distintos esquemas
de perturbacién (Palmer et al., 2004).

El paradigma de la prediccién estacional es el fenémeno de El Nino; en concreto,
la zona Nino-3 comprende un area del Océano Pacifico entre la latitudes 5N - 5S y
longitudes 90W - 150W. El promedio de la temperatura del agua del mar en esta
regiéon se suele utilizar como indicador de la actividad de El Nino y las anomalias
positivas y negativas de la temperatura en esta zona (ver Fig. 2.14) son indicadores
de una actividad anémala del océano que implica una serie de efectos derivados en
las condiciones meteorolégicas de distintas zonas del globo (ver Philander, 1990,
para mas detalles).

La figura 2.15 ilustra las ventajas de una prediccién por conjuntos frente a la
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Figura 2.14: Esquema del fenémeno de El Nino en sus dos fases extremas (FUENTE:

NOAA).

prediccién determinista tradicional para este problema. La gran incertidumbre de

las predicciones a escala estacional requiere disponer de alguna estimacién de la

confianza que se tiene en las predicciones

realizadas, ya que en muchos casos las

predicciones no seran fiables. Por otra parte, en la Fig. 2.16, se muestra el formato de

la prediccién estacional en la que se predicen las anomalias y su magnitud; también se

suelen emitir mapas con las probabilidades

de exceder los terciles superior e inferior.
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Figura 2.15: Prediccién por conjuntos del fenémeno de El Nifio con un conjunto de 51

miembros.(FUENTE: ECWMF).

Prediccion Climatica

Del mismo modo que los modelos descritos anteriormente, los modelos climéaticos

se basan en leyes fisicas, representadas por ecuaciones matematicas, que se resuelven
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Figura 2.16: Ejemplo de prediccién de la anomalia de temperatura media a 2m.(FUENTE:
ECWMF).

utilizando una rejilla tridimensional sobre el globo terraqueo. El clima de un sistema
es una sintesis estadistica de los principales procesos que ocurren en su seno, sin em-
bargo, a causa de su caracter acoplado, para simular el clima, es necesario tener en
cuenta todos y cada uno de los componentes del sistema climéatico (la atmésfera, el
océano, la superficie terrestre, la criosfera y la biosfera), junto con los procesos y
retro-alimentaciones que ocurren entre ellos !. En los actuales modelos climéticos,
cada componente es introducido de forma aislada con sus propias ecuaciones; en el
modulo atmosférico, por ejemplo, se resuelven las ecuaciones que describen la evolu-
cién a gran escala del impulso, el calor y la humedad, descritas en la Sec. 2.1.1, siendo
similares las ecuaciones que se aplican con respecto al océano. Para considerar el
comportamiento conjunto del sistema, todos los componentes estan acoplados entre
si mediante médulos de acoplamiento que introducen los intercambios de materia y
energia entre los diferentes subsistemas. Esta interactividad obliga a que, a pesar de
ser modelos de alcance decadal o secular, el paso de tiempo no pueda ser arbitrari-
amente largo, de manera que las ecuaciones han de ser resueltas aproximadamente
cada media hora, durante décadas, siglos o milenios. Por su gran complejidad, estos
modelos tienen fuertemente limitada su resolucion, por ejemplo, para el médulo at-
mosférico, es del orden de 250 km en horizontal y de 1 km en vertical, y del orden
de 150 km en horizontal y 300 m en vertical para el oceanico.

Esta complejidad influye ademas, en la manera en la que se formulan las predi-

LAl contrario que en otros tipos de modelos, los climéaticos no pueden ignorar ningtin proceso,
por pequenio que este sea, ya que realizan cientos de miles de pasos de integracion en los cuales se
van acumulando errores que acaban dejando al sistema fuera de control.
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Figura 2.17: Proyecciones de temperatura en distintos escenarios de forzamiento futuro
(FUENTE: IPCC).

ciones de estos modelos. Hemos visto que los modelos de corto plazo son los mas
sencillos, donde basta con explicar la componente atmosférica para obtener predic-
ciones fiables que asocian estados de la atmdsfera con instantes futuros, de forma
determinista o probabilistica a escala diaria e incluso horaria. En los modelos de
medio plazo y estacionales esta asociaciéon estado de la atmésfera con instante de
tiempo se va diluyendo paulatinamente de forma que los modelos estacionales sélo
formulan predicciones probabilisticas, en términos de anomalias sobre periodos de
tiempo de escala decenal y mensual. Los modelos climaticos ocupan el escalén mas
alto en cuanto a complejidad y alcance de sus predicciones, y al mismo tiempo, el mas
bajo en cuanto a la formulaciéon de las mismas, siendo tinicamente capaces de ofre-
cer una caracterizacion estadistica para periodos decadales y seculares, perdiéndose

definitivamente la asociacion estado del sistema con cierto periodo de tiempo futuro.

Este tipo de modelos, si bien inicialmente fueron concebidos para caracterizar
y simular el clima, actualmente son utilizados para simular escenarios de clima fu-

turo asociados con forzamientos o perturbaciones en el comportamiento del sistema
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Figura 2.18: Proyecciones de temperatura para Cantabria obtenidas con distintos modelos
(FUENTE: Primer Informe de Escenarios Reginoalizados en Espana, AEMET).

climatico. Concretamente, se estudian los efectos derivados del forzamiento radiati-
vo del sistema, provocado por el cambio en la capacidad calorifica de la atmosfera,
inducido a su vez, por los cambios en su composicién (incremento antropogénico de
C'Oy, etc.). Por ejemplo, en la Fig. 2.17, se muestra una tipica salida de un modelo
climatico, donde se puede ver el periodo de calibracion: 1900-2000, y el de proyeccion:
2001-2100. Estas predicciones llevan asociada una componente de incertidumbre que,
a estas escalas, puede ser tanto o méas importante que la propia proyeccion. Las mas
importantes proceden de inexactitudes tanto en los modelos climéticos, como en la
magnitud del forzamiento, y son estimadas realizando simulaciones perturbadas. Por
ejemplo, en la Fig. 2.17, se muestra el calentamiento global estimado bajo diferentes
supuestos de forzamiento (A1, B1, A2, B2, etc.). Por otra parte, la incertidumbre
procedente de los modelos climdticos se muestrea utilizando diferentes modelos?; por
ejemplo, en la Fig. 2.18, se pueden ver los resultados obtenidos utilizando diferentes
modelos climaticos, sobre la region de Cantabria. Como es 16gico suponer, los efectos
del calentamiento global y la vulnerabilidad a los mismos, tienen una variabilidad

espacial muy superior a la que son capaces de resolver los modelos climaticos, por

2En los modelos climdticos, la incertidumbre asociada a las condiciones iniciales es irrelevante.
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Figura 2.19: (FUENTE: Informe preliminar del Proyecto: Escenarios Regionales de Cam-
bio Climdtico en Cantabria, Universidad de Cantabria).

lo que es necesario emplear métodos de regionalizacion para obtener estimaciones
mas precisas de su distribucién espacial. Esto introduce una nueva fuente de incer-
tidumbre, procedente de la técnica de regionalizacién utilizada. En la Fig. 2.19, se
pueden ver los resultados obtenidos por diferentes métodos de regionalizacion para

el Aeropuerto de Santander (Parayas).

2.3.  Series de Observaciones y Simulaciones

Los registros histéricos de observaciones son esenciales tanto en el pre- como en
el post-proceso de la prediccion numérica del tiempo. Las observaciones rutinarias
de la atmdsfera (en especial en superficie) han ido extendiéndose de forma continua
desde la creacion de la OMM en 1950, propiciando el marco intergubernamental
para el establecimiento de redes internacionales de observacion.

Para que las series de observaciones meteoroldgicas sean representativas de las
caracteristicas locales del clima, deben tener unos periodos minimos que, dependi-
endo del elemento climatico observado y de su entorno geografico, oscilan entre 25 y
50 anos para la precipitacion y entre 10 y 25 anos para la temperatura, aunque por
conveniencia se suele fijar un periodo de referencia climatolégico en 30 anos (para
més detalles ver Jagannathan and Arlqy, 1967). Ademds, este aspecto relativo a la
variabilidad temporal debe ser combinado con una variabilidad espacial adecuada.
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Figura 2.20: Observaciones utilizadas en la asimilacién de datos del modelo numérico del
ECMWF. (FUENTE. Pagina Web del ECMWEF).

Por ejemplos, las nuevas redes de observacion que se instalan en distintas regiones
suelen presentar una excelente resolucion espacial, pero son demasiado cortas para
ser utiles para los modelos estadisticos pues no abarcan un periodo climatolégico
adecuado. Estas condiciones son todavia mas estrictas cuando se trata de predecir

eventos extremos.

2.3.1. Redes Globales de Observacion

El GCOS (Global Climate Observing System) es el sistema coordinado que re-
copila y comprueba las observaciones de variables atmosféricas y ocednicas (en su-
perficie) a nivel global. El nicleo de las observaciones superficiales consta de aproxi-
madamente 10000 observatorios que realizan observaciones al menos cada seis horas,
y a menudo horariamente. Las variables observadas son: presion atmosférica, viento,
temperatura del aire, precipitacion y humedad relativa. Ademds existen unas 1000
estaciones de radiosonda y mas de 3000 aviones que realizan observaciones en varios
niveles de la atmosfera. Unos 7300 barcos, 600 boyas a la deriva, 300 boyas fijas y
600 plataformas proporcionan observaciones en los océanos. Estos datos son utiliza-
dos diariamente por los modelos numéricos de circulaciéon atmosférica, asimilando
el estado de la atmoésfera inicial en base a un conjunto de estas observaciones. Por
ejemplo, la Figura 2.20 muestra las observaciones utilizadas un dia particular en el
ECMWEF para el proceso de asimilacién (inicializacién) de su modelo operativo.

La longitud de las series de datos almacenadas es muy variable y oscila entre un
par de cientos de afos (para estaciones histéricas), hasta unos pocos anos, o meses.
La informacién de un subconjunto de estas estaciones de superficie (GSN, GCOS
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Surface Network) puede consultarse directamente en
(www.gosic.org/ios/GCOS-main-page.htm).

El GCOS también dispone de un subsistema espacial de observacién, integrado
por cuatro satélites en 6rbita polar y cinco geoestacionarios, con el objetivo principal
de completar la cobertura de las observaciones de la red en superficie. El papel de las
observaciones procedentes de satélites es cada vez mas importante y la asimilacién

de estos datos en los modelos numéricos es un area de intensa investigacion.

2.3.2. La Red de Observacion de la AEMET

En este apartado se describe la red de observacién de la Agencia Estatal de
Meteorologia (AEMET), cuyos datos se utilizaran en diferentes aplicaciones de esta
Tesis, considerando subconjuntos especificos de la misma dependiendo de la resolu-
cion deseada.

Los distintos servicios meteorolégicos nacionales disponen de su propia red de
observacién (algunas de cuyas estaciones se integran en el GCOS). Estas redes, mu-
cho mas densas, abarcan gran variedad de variables meteorolégicas. Por ejemplo,
AEMET dispone de una red de observatorios que abarca mas de 6000 puntos ge-
ograficos en las distintas cuencas hidrograficas Espanolas, como se muestra en la
Fig. 2.21(d). En estos observatorios, se realizan mediciones diarias de precipitacién
y meteoros (tormenta, nieve, granizo, niebla, lluvia, calima, rocio y escarcha) que
basicamente abarcan el periodo 1900-2000. Aunque las series tienen longitudes vari-
ables y contienen lagunas, en promedio se dispone de mas de 30 anos de informacion.
Las temperaturas maxima y minima se observan en un subconjunto de 2281 pun-
tos. Ademas de la red secundaria, existen algunas estaciones en las que se realizan
observaciones por parte de personal cualificado. Estas estaciones corresponden a la
red principal y en la actualidad consta de 225 puntos de observacién ver panel (c)
de la Fig. 2.21(c), en los que se mide insolacién, evaporacién, recorrido, direccién y
racha maxima de viento, temperaturas medias, y otras variables. Las observaciones
se realizan diariamente, aunque en la red principal se realizan observaciones con
mayor frecuencia (cada 10 min, cuatro veces al dia, etc.). En total se tiene un gran
volumen de informaciéon que es necesario tratar de forma eficiente.

A continuacion se detallan las observaciones disponibles; salvo indicacién ex-
presa, las observaciones son diarias y hacen referencia a un periodo de 24 horas
comprendidas de 07 UTC a 07 UTC del dia siguiente:

» Observaciones en la red secundaria (Fig. 2.21(d)):
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Figura 2.21: (a) Orografia de Espana peninsular y Baleares y sus (b) cuencas hidro-
graficas principales. (c¢) Red principal de estaciones de la AEMET, (d) red secundaria
(pluviométrica y termopluviométrica).

1. Temperaturas extremas maxima y minima a 2m del suelo (en °C'), en un

subconjunto de 2281 puntos.
2. Precipitacidén diaria acumulada (en mm = ['m™2).

3. Ocurrencia de meteoros: niebla, tormenta, granizo, nieve, escarcha y rocio.

» Observaciones en la red principal (Fig. 2.21(c)). Ademas de incluir las obser-

vaciones anteriores, posee una serie adicional de mediciones:

1. Racha mdzima de viento, medida de 0 a 24 horas a 10m del suelo (en
km h~'). La direccién de la racha maxima se mide en grados (tomando

como origen el Norte).

2. Insolacion medida de 0 a 24 horas (en horas diarias de sol). Si es relativa

se mide en % respecto a la méxima tedrica del dia.
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Figura 2.22: Ejemplo de rejilla realizada a 0.2° de resolucién para precipitacién y tem-
peraturas extremas.

3. FEvaporacion potencial, considerada como la méxima evaporacion posible,
medida de 0 a 24 horas (en mm) (existen algunas medidas en la red

secundaria).

4. En la red principal existen otras muchas variables que se podrian in-
cluir entre las observaciones. Algunas de ellas son: Intensidad maxima y
duracion de precipitacion, recorrido del viento, cantidad y tipo de nubosi-
dad, humedad media, y visibilidad.

También se han elaborado bases de datos de observaciones sin lagunas y homo-
geneizadas sobre rejillas de observaciones interpoladas. Por ejemplo, (Chen et al.,
2002) describe la elaboracién de una base de datos con medias mensuales de pre-
cipitaciéon en superficie para una rejilla de 2.5° de resolucion sobre el globo. Por
otra parte, Herrera et al. (2007) han elaborado recientemente una rejilla sobre Es-
pana con resolucién 0.2° para precipitacion y temperaturas extremas (ver Fig. 2.22).
Aunque las rejillas de observaciones interpoladas eliminan algunos de los problemas
que surgen al tratar con datos de observaciones, introducen un elemento artificial
en el proceso que, en la medida de los posible, es aconsejable evitar. Las técnicas
de mineria de datos que se utilizan en esta Tesis estdan preparadas para trabajar
con lagunas, etc., por lo que en esta Tesis se abordaran los problemas considerando
observaciones locales, evitando utilizar rejillas interpoladas de observaciones.
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2.4. Simulaciones de Modelos Numéricos: Reanalisis

Del mismo modo que existen series de observaciones de la fenomenologia meteo-
rolégica, interesa disponer de informacion paralela referente al estado de la atmosfera
simulado por los modelos numéricos del Tiempo y el Clima (recordemos que estos
modelos son los que proporcionan capacidad predictiva futura). Para este cometi-
do, los proyectos de reandlisis (andlisis retrospectivos) han permitido reconstruir el
estado de la atmodsfera en tiempos pasados asimilando toda la informacion obser-
vacional disponible a través de un modelo numérico. Los campos resultantes de la
asimilacién, y en algunos casos prediccion, caracterizan el estado de la atmosfera
sobre la rejilla del modelo considerado.

Hasta la fecha se han realizado varios proyectos de reandlisis que, salvo excep-
ciones, estan disponibles para la comunidad investigadora. Por ejemplo, el primer
proyecto de reandlisis global llevado a cabo en el ECMWEF se denominé ERA-15 y
proporciona los campos de andlisis y las predicciones a corto plazo cada seis horas
obtenidas con un modelo 7106 L31 (1.75 grados de resolucién) para el periodo com-
prendido entre Diciembre 1978 y Febrero 1994. Recientemente, este proyecto ha sido
extendido y ya se dispone de informaciéon para el periodo Septiembre 1957 - Agosto
2002 (ERA-40) obtenida con un modelo de mayor resolucién (7'159L60, aprox. 1.125
grados). Esta base de datos dispone de variables en superficie y en altura, ademds de
otras variables derivadas (que no son integradas directamente en el modelo). Estos
datos, suponen un enorme volumen de informacién. El NCEP también dispone de
un reanalisis llevado a cabo con un modelo 762128 (2.5 grados de resolucion) para el
periodo 1958 hasta la actualidad (Kalnay et al., 1996); para méas informacién sobre
actualizaciones del reandlisis consultar wesley.wwb.noaa.gov/reanalysis?2.

La lista completa de variables disponibles para el proyecto ERA puede consul-
tarse en www.ecmwf .org/research/era, mientras que en el caso del NCEP puede
consultarse www.cpc.ncep.noaa.gov/products/wesley/. Aunque no se utilizaran
en esta Tesis, existen ademas reconstrucciones histéricas de otras variables como
SST (Sea Surface Temperature) (Smith et al., 1996), la cubierta de hielo marino
(Rayner et al., 1996), etc.
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CAPITULO 3

Mineria de Datos. Redes Bayesianas

En las tdltimas décadas se han desarrollado numerosas técnicas de analisis y
modelizacién de datos en distintas areas de la estadistica y la inteligencia artificial
(Duda et al., 2000; Bishop, 2006). La Minerfa de Datos (MD) es un drea moderna
interdisciplinar que engloba a aquellas técnicas que operan de forma automatica
(requieren de la minima intervencién humana) y, ademds, son eficientes para tra-
bajar con las grandes cantidades de informacion disponibles en las bases de datos
de numerosos problemas practicos. Estas técnicas permiten extraer conocimiento
util (asociaciones entre variables, reglas, patrones, etc.) a partir de la informacién
cruda almacenada, permitiendo asi un mejor andlisis y comprension del problema.
En algunos casos, este conocimiento puede ser también post-procesado de forma au-
tomatica permitiendo obtener conclusiones, e incluso tomar decisiones de forma casi
automadtica, en situaciones préacticas concretas (sistemas inteligentes). La aplicacién
practica de estas disciplinas se extiende a numerosos ambitos comerciales y de inves-
tigacion en problemas de prediccién, clasificacion o diagnosis (ver Witten and Frank,
2005; Cios et al., 2007, para una introduccién tedrica y practica a esta disciplina).

La creciente disponibilidad de informacién meteorolégica y climatica (registros
histdricos, simulaciones, etc.; ver Sec. 2.3) hacen de las Ciencias Atmosféricas un area
idonea para la mineria de datos. En concreto, la mineria de datos permite tratar
de forma eficiente la gran redundancia espacial y temporal existente en los datos
disponibles, asi como obtener las distintas asociaciones y dependencias existentes
entre las distintas variables observadas y simuladas en un problema practico (ver
Gutiérrez et al., 2004b, para mas detalles). Sin embargo, la aplicacién de la mineria

o1
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de datos en este ambito no ha sido tan profusa como en otras disciplinas, como la
biologia (Wong and Li, 2006), economia (Kovalerchuk and Vityaev, 2003), etc.

Entre las diferentes técnicas disponibles en mineria de datos, en esta Tesis se
utilizan las redes probabilisticas, que permiten modelizar de forma conjunta toda
la informacion relevante para un problema dado, utilizando posteriormente mecan-
ismos de inferencia probabilistica para obtener conclusiones en base a la evidencia
disponible (Pearl, 1988; Castillo et al., 1997). Como veremos en los capitulos pos-
teriores, estos modelos se adaptan de forma natural a la concepciéon probabilistica
y local actual de la modelizacion en Meteorologia y climatologia. En particular, en
esta tesis se describe, por primera vez, la aplicacion de estas técnicas a la prediccién
probabilistica local.

La organizacion del capitulo es la siguiente. En Sec. 3.1, se describe el esquema
general, los elementos y el funcionamiento de un sistema experto. En la Sec. 3.3,
se introducen las redes probabilisticas, destacando aspectos como la codificacién de
dependencias y los criterios de separacion, para expresar la distribucion de probabil-
idad conjunta de un sistema de manera tratable. En la Sec. 3.4, se motivan y definen
las RBs, describiendo el proceso de inferencia probabilistica, cuya utilidad consiste
en hallar de forma eficiente, la probabilidad de cualquier nodo (o conjunto de nodos),
dada una cierta informacién (evidencia). En la Sec. 3.5, se trata el importante prob-
lema del aprendizaje automatico, que es donde se disena la topologia de dependencia
de las diferentes variables que componen el modelo probabilistico (en este caso la
RB), y se describen los dos tipos principales de algoritmos de aprendizaje a partir de
datos como son: los basados en test de independencia y los basados en bisqueda. En
la Sec. 3.6 se comentan algunas de las muchas estrategias de aprendizaje especificas
para clasificadores por ser el tipo de RB maés estudiado por la comunidad cientifica.
Finalmente, la Sec. 3.7 describe un importante aspecto con incidencia en la practica

como es el sobreajuste.

3.1. Sistemas Inteligentes

En la Fig. 3.1, se muestra el esquema general de un Sistema Inteligente (SI) con
sus dos elementos principales: la base de conocimiento y el motor de inferencia o
modulo de razonamiento. La base de conocimiento almacena de forma estructurada
(utilizando algun patrén de conocimiento adecuado, como reglas, grafos, etc.) la in-
formacion relevante para un problema dado. En los antiguos Sls, este conocimiento
era obtenido de un experto humano, mientras que en los modernos se extrae direc-

tamente de los datos utilizando algoritmos de aprendizaje automatico y mineria de
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aprendizaje

datos N base de expertos
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motor de
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Figura 3.1: Esquema de un sistema inteligente, con sus elementos principales.

datos.

Una vez adquirido el conocimiento, el médulo de razonamiento ha de ser capaz
de generar conclusiones acerca del estado del sistema a partir de una evidencia conc-
reta. Por ejemplo, en el problema de la prediccién meteoroldgica local, si se dispone
de evidencia sobre la precipitacién en un subconjunto de estaciones (estéd lloviendo
en Santander y Bilbao), entonces el médulo de razonamiento tendra que ser ca-
paz de formular conclusiones sobre el estado de la precipitacién en cualquier otra
estacion del sistema. En una aplicacion practica concreta, la evidencia es el subcon-
junto de variables de estado del sistema cuyo valor es conocido, y el mecanismo de
razonamiento, inferencia o propagacion de evidencia es el procedimiento que esti-
ma el valor del resto de variables utilizando la base de conocimiento y la evidencia

disponibles.

El médulo de razonamiento estd disenado en funciéon del tipo de patron de
conocimiento empleado en el sistema y, por tanto, la forma de obtener conclusiones
serd distinta en cada caso. Por ejemplo, un sistema basado en reglas tiene un médulo
de razonamiento que consiste en ejecutar aquellas reglas cuya premisa se conozca
(es decir, forme parte de la evidencia), proponiendo aquellas conclusiones obtenidas
de aplicar las reglas ejecutadas; las conclusiones, a su vez pasaran a formar parte
de la evidencia para tratar de seguir ejecutando reglas. Otros SIs mas modernos
utilizan patrones de conocimiento mas abstractos, con lo cual el proceso de razon-
amiento es mas complicado y menos intuitivo. Dos ejemplos notables de estas nuevas
metodologias son los algoritmos inspirados en la Biologia, como las em redes neu-
ronales, y los algoritmos de aprendizaje estadistico, como las redes probabilisticas:
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s Las Redes Neuronales se inspiran en la Biologia para definir un patrén de
conocimiento que simule la estructura de un cerebro, considerando un gran
nimero de unidades de proceso simples (o neuronas) conectadas entre si. En
este caso, la base de conocimiento es abstracta, pues viene dada por los pesos
de las conexiones que se establecen entre las neuronas. La forma de aprender
estos pesos a partir de un conjunto de datos sigue diversas analogias con la
Biologia, como las técnicas de aprendizaje no supervisado basadas en el cortex
visual. Por otra parte, en este caso el médulo de razonamiento es simple y se
basa en la propagacion por las distintas capas de neuronas de un conjunto de
datos de entrada, hasta una capa final que proporciona la salida.

s Las Redes Probabilisticas automatizan el proceso de modelizacién probabilisti-
ca utilizando la expresividad de los grafos. Los modelos resultantes combinan
resultados de la teoria de grafos (para representar las relaciones de dependencia
e independencia del conjunto de variables) y de la probabilidad (para cuan-
tificar estas relaciones). Esta unién permite realizar de forma eficiente tanto el
aprendizaje automatico del modelo, como la inferencia a partir de la evidencia
disponible. La base de conocimiento de estos sistemas es una estimacién de la
funcion de probabilidad conjunta de todas las variables del modelo, mientras
que el médulo de razonamiento es donde se hace el calculo de probabilidades
condicionadas. Por ejemplo, una red probabilistica permite definir un modelo
conjunto para la precipitacién en las estaciones de la red secundaria (miles de

variables).

El estudio de estas dos técnicas proporciona una buena perspectiva global del
problema del aprendizaje estadistico y la mineria de datos, y permite entender mejor
otras técnicas alternativas (Hastie et al., 2001; Duda et al., 2000).

En esta Tesis se consideran tinicamente las redes probabilisticas, ya que se adap-
tan de forma natural al actual tratamiento probabilistico y discreto de muchos de
los sistemas objeto de las Ciencias de la Atmdsfera. Ademds, estas técnicas de-
finen un unico modelo global que permite propagar cualquier evidencia en el mod-
elo (por ejemplo: esté lloviendo en Santander y Bilbao), obteniendo las probabili-
dades condicionadas de precipitacion en el resto de estaciones; este ultimo aspecto
supone una notable diferencia respecto de las redes neuronales, ya que estas tulti-
mas plantean un modelo especifico para cada conjunto de variables evidenciales. La
potencia de las redes probabilisticas viene de su capacidad para codificar las depen-
dencias/independencias relevantes para un problema dado, considerando no sélo las

dependencias marginales, sino también las dependencias condicionadas entre con-
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juntos de variables.

3.2. Dependencia e Independencia de Variables

El concepto de probabilidad condicionada proporciona la forma de definir la
dependencia estadistica de dos conjuntos de variables aleatorias. Si X e Y son dos
subconjuntos disjuntos de variables aleatorias, se dice que X es independiente de Y
(que denotaremos (X,Y’)) si y solamente si

p(zly) = p(z) < p(z,y) = p(z)p(y), (3.1)

para todos los valores posibles z e y de X e Y, respectivamente; en otro caso, X
se dice dependiente de Y (y se denota D(X,Y)). Esta ecuacién indica que si X es
independiente de Y, entonces la funciéon de probabilidad conjunta de X e Y es igual
al producto de sus marginales.

Los conceptos de dependencia e independencia se refieren a dos subconjuntos de
variables, pero se puede generalizar el concepto cuando hay implicados mas de dos
conjuntos. Si X, Y y Z son tres conjuntos disjuntos de variables, entonces X se dice

condicionalmente independiente de Y dado Z, I(X,Y|Z), si y sélo si

p(x|z,y) = p(z|2) & p(z,ylz) = p(z]2)p(y|2), (3.2)

para todos los valores posibles z, y, z. En otro caso X e Y se dicen condicionalmente
dependientes dado Z, D(X,Y|Z).

El concepto de independencia condicional (X, Y|Z) lleva en si la idea de que
una vez que es conocida Z, el conocimiento de Y no altera la probabilidad de X.
En otras palabras, si Z ya es conocida, el conocimiento de Y no anade informacion

alguna sobre X.

3.3. Redes Probabilisticas

Las redes probabilisticas se desarrollaron hace dos décadas (Pearl, 1988) para
poder tratar probabilisticamente la incertidumbre en problemas que involucran un
numero elevado de variables X1, ..., X,,. Una red probabilistica es capaz de especi-
ficar una probabilidad conjunta para el problema a partir de las relaciones de depen-
dencia relevantes existentes entre las variables del mismo, de forma que permite cal-
cular probabilidades marginales de forma eficiente y actualizar éstas (probabilidades
condicionadas) cuando se dispone de nueva informacién o evidencia. Considerando
una red probabilistica como un sistema inteligente, sus dos elementos principales

serian:
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= La base de conocimiento, dada en términos probabilisticos mediante la Funcion
de Probabilidad Conjunta (FPC) p(xy,...,x,) que cuantifica las relaciones de
dependencia existentes entre las variables del problema (de hecho la distribu-
ciéon conjunta se define factorizadamente a través de distribuciones locales,

obtenidas de las dependencias existentes).

» El motor de inferencia, constituido por los algoritmos de calculo de probabili-
dades condicionadas, que permite obtener conclusiones a partir de informacién

particular (o evidencia) conocida en un instante concreto.

Salvo en casos muy concretos, hallar una factorizacién apropiada de la FPC
que exprese exclusivamente todas y cada una de las relaciones de independencia
requeridas para un cierto problema es una tarea compleja. Es decir, dado un conjunto
de variables y un conjunto de relaciones de independencia definidas sobre ellas, no
es trivial hallar un modelo probabilistico que incluya estas relaciones y sélo requiera
especificar los parametros libres del modelo.

Sin necesidad de que el nimero de variables de estado del sistema sea muy el-
evado, el nimero de parametros necesario para definir un un modelo multinomial
puede resultar astronémico. Por ejemplo, el niimero de parametros necesario para
definir una FPC de 50 variables binarias es 2°° > 10', lo cual ademas de resul-
tar computacionalmente prohibitivo, requiere un conjunto de entrenamiento enorme
para estimar los parametros. Por ello, en sistemas con muchas variables, un modelo
global con todas las dependencias posibles que se podrian dar entre las variables,
no resulta ni practico ni fiable, siendo preceptivo simplificar su descripcién, para
reducir el nimero de parametros, generando un modelo que ademads de ser eficiente,
conserve las propiedades del sistema en la medida de lo posible.

Para resolver este problema, los primeros Sistemas Inteligentes, basados en prob-
abilidad, utilizaban distintas soluciones. Cada uno de estos modelos asumia distin-
tas hipétesis de independencia entre las variables para simplificar la FPC y, asi, el
nimero de parametros. Por ejemplo, el modelo més simple se obtendria suponien-
do que todas las variables son independientes entre si. Por tanto, se tendria que la
FPC se podria expresar como: p(x1,...,2,) = [Ii-, p(z;); en este caso, el nimero
de pardmetros necesarios en un problema con 10 variables binarias se reduciria a
10, en contraposicién a los 219 = 1024 necesarios en el caso general, que incluye to-
das las posibles dependencias entre las variables. Sin embargo, el modelo global de
independencia es de muy poca utilidad, pues no permite expresar ninguna relacion
de dependencia entre las variables. también se pueden utilizar modelos intermedios
que asumen ciertas hipotesis de independencia entre las variables, sin embargo es-
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tos modelos son sélo validos en problemas concretos que se adectian a las hipdtesis
impuestas, pero no permiten construir modelos probabilisticos para un problema
general.

Las redes probabilisticas fueron introducidas para resolver este problema, con-
siderando grafos para codificar un cierto conjunto de relaciones de dependencia; los
nodos del grafo representan a las variables y las aristas del grafo representan las
relaciones de dependencia entre ellas. El grafo es una representacién visual e intuiti-
va de las relaciones importantes entre las variables del problema. El grafo también
proporciona un criterio para factorizar la FPC acorde a las relaciones indicadas en
el mismo, incluyendo el minimo nimero de parametros necesarios. Por tanto, el
grafo proporciona la descripcion cualitativa del problema, mientras que la factor-
izacion de la probabilidad resultante proporciona la descripcion cuantitativa, que
permite propagar evidencia y obtener conclusiones utilizando la probabilidad como
mecanismo de inferencia.

Existen distintos tipos de redes probabilisticas, dependiendo del tipo de grafo
utilizado (dirigido, no dirigido, mixto), y de la forma de codificar las relaciones de
dependencia en el mismo. Las méas famosas son las Redes Bayesianas (RBs), dadas
por grafos dirigidos aciclicos, y las redes de Markov, dados por grafos no dirigidos;
esta tesis se centra bédsicamente en el primer tipo de modelos (ver Castillo et al.,
1997; Gutiérrez et al., 2004b, para mas detalles). Tanto la estructura grafica como
las probabilidades pueden ser aprendidas directamente de los datos con algoritmos
de aprendizaje apropiados, y sin necesidad de supervision humana. Por tanto, pese a
su complejidad tedrica, estos modelos son bastante intuitivos y faciles de aplicar en
situaciones practicas por lo que actualmente son utilizadas como técnicas de mineria
de datos en numerosos problemas.

Llegado este punto, cabe preguntarse como se codifican las relaciones de depen-

dencia expresadas en el grafo. En la siguiente seccion se analiza este problema.

3.3.1. Codificacion de Dependencias. Criterios de Separacion

Los criterios que permiten conocer si una cierta relacion de dependencia o in-
dependencia condicional se cumple en un grafo son conocidos como criterios de
separacién. El caso mas simple es el de los grafos no dirigidos, donde las aristas
entre nodos denotan dependencias y, por tanto, el criterio de separacién mas simple
consiste en que dos nodos (o conjuntos de nodos) son independientes si no existe
ningiin camino que los une en el grafo, y son independientes dado un tercero si todos
los caminos que los unen pasan por el tercer nodo. Por ejemplo, en el grafo de la
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Figura 3.2: Posibles grafos no dirigidos para tres variables.

Fig. 3.2(a) se dan todas las posibles dependencias entre nodos. En el grafo de la Fig.
3.2(b) se expresa que D(humedad, viento), y que ademas I (humedad, viento|niebla);
es decir, la humedad y la velocidad del viento son dependientes, pero son condicional-
mente independientes dada la niebla. Sin embargo, en Meteorologia se sabe que la
humedad es practicamente independiente de la velocidad del viento, mientras que
si hay niebla, hay mucha humedad y poco viento, es decir son condicionalmente de-
pendientes. El problema de los grafos no dirigidos es que no son capaces de expresar
este tipo de relaciones: I(humedad,viento) junto con D(humedad,viento|niebla).
Es decir, la capacidad expresiva de los grafos no dirigidos es limitada.

El criterio de separacion para gafos dirigidos es mas complejo, pero a la vez mas
potente, dando cabida a relaciones de dependencia méas generales (como las que se
cumplen realmente en el ejemplo anterior). El sentido de las aristas proporciona un
grado de libertad mas para definir el criterio de separacion; por ejemplo, los vecinos
de un nodo se dividen en padres (de los que sale una arista que confluye en el nodo) e
hijos (a los que llega una arista desde el nodo). Los nodos que se alcanzan corriente
arriba de uno dado son sus ancestros: padres, abuelos, etc; y todos los nodos que se
encuentran corriente abajo son sus descendientes: hijos, nietos, etc.

En un grafo dirigido, dos nodos son dependientes si existe un camino que los
une en el subgrafo ancestral moralizado (el subgrafo que sélo contiene a los nodos
ancestrales de ellos en el cual, ademas, se han anadido enlaces adicionales entre



3.3. REDES PROBABILISTICAS 59

Figura 3.3: Tres grafos dirigidos definidos a partir del mismo grafo no dirigido.

padres con hijos comunes); de acuerdo con esto, en el grafo de la Fig. 3.3(c) todos
los nodos son dependientes entre si. Expresado de forma equivalente, dos nodos son
condicionalmente dependientes dado un tercero si existe algin camino que los una
y que no contenga al tercero, o que lo contenga en el vértice de una v-estructura
(una v-estructura es un camino de la forma A — C < B, donde C es el vértice).
Por tanto, las v-estructuras cumplen la mision de codificar relaciones de la forma:
I(A, B|0), D(A, B|C), donde C es el vértice de una v-estructura entre A y B. Este
tipo de relaciones se denominan transitivas y son importantes en la practica. El
criterio de separacién en grafos dirigidos (denominado d-separacién) fue definido de
esa forma para incluir este tipo de relaciones (ver Castillo et al., 1997, para més
detalles).

El nimero de grafos dirigidos se incrementa con respecto al de no dirigidos.
Por ejemplo, la Fig. 3.3 muestra tres grafos dirigidos distintos asociados al mismo
grafo no dirigido. En el grafo (a) se tiene que I(humedad,viento) (pues no exis-
ten ancestros de ambos), pero D(humedad, viento|niebla) (pues existe el camino
humedad — niebla «— viento). Este es el modelo que mejor refleja la realidad. Los
otros dos grafos (b)-(c) cumplen D(humedad,viento), I(humedad,viento|niebla);
en realidad, ambos grafos son equivalentes, es decir, definen el mismo conjunto de
relaciones de dependencia (en general, dos grafos son equivalentes si tienen asoci-
ado el mismo grafo no dirigido y poseen las mismas v-estructuras). En realidad,
las v-estructuras son los elementos clave en un grafo dirigido que le confieren su
capacidad para codificar modelos de dependencia con propiedades convenientes (ver
Castillo et al., 1997, Cap. 4).

3.3.2.  Factorizacion de la Probabilidad

Ademas del grafo, que representa la parte cualitativa del modelo, codificando las
relaciones de dependencia relevantes para un problema dado, una red probabilistica
estd compuesta por un modelo probabilistico (una FPC), que contenga las mismas
dependencias/independencias que el grafo, con el criterio de separacién correspondi-
ente. El problema de construir esta FPC no es trivial ya que el conjunto de modelos
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de dependencia asociados a una FPC no tiene porqué ser el mismo que el que se
puede representar mediante un grafo, dirigido o no dirigido. Por tanto, en general, es
posible que el modelo de dependencia asociado a un grafo no tenga una correspon-
dencia exacta con el derivado de la FPC (en caso afirmativo el grafo se denomina
un mapa perfecto); el problema consiste en hallar una factorizaciéon de la FPC que
tenga todas las dependencias que contiene el grafo y quizas alguna adicional, lo
que implica algin parametro extra, pero no una pérdida de generalidad; estos mo-
delos se denominan I-mapas. Las redes de Markov son los I-mapas de los modelos
probabilisticos asociados a grafos no dirigidos, donde la FPC se factoriza en base a
funciones locales definidas sobre conjuntos de nodos que se obtienen manipulando
el grafo. La factorizacion dada por un grafo dirigido es mucho més intuitiva y los
modelos resultantes se denominan redes Bayesianas.

En el siguiente ejemplo se ilustra la forma de construir un modelo probabilistico
simplificado (factorizado) que contenga un conjunto de relaciones de independencia

arbitrario.

Ejemplo 3.1 Modelo Probabilistico Factorizado.

Considérese un problema definido con cuatro variables binarias { X1, Xo, X3, X4},
con un total de 16 estados distintos. Si no se conoce ninguna relacion de indepen-
dencia, tendrd 15 pardmetros libres. Supongase que se sabe que las variables del

problema cumplen:

I(Xs3, X1 Xo) y 1( Xy, {X1, X3} X2).

Estas relaciones de dependencia implican:

P(ﬂfz‘iﬁl,flfz) = p(%‘xz), p(x4|x1,x2,x3) = p(%‘l’z)%

por tanto, los pardmetros de la FPC del modelo resultante mo son libres, sino que
estdn sujetos a las restricciones anteriores. Seria deseable encontrar una forma de
expresar la FPC con un numero reducido de parametros que fuesen libres para este
problema (de esta manera, ademds de reducir el nimero de pardmetros, se eliminaria
redundancia y posibles fuentes de error). En este ejemplo, la regla de la cadena
proporciona una solucion simple. La regla de la cadena indica que una FPC siempre

se puede factorizar de la siguiente forma

p(21, 2, T3, 4) = p(x1)p(T2|21)p(23|T1, T2)P(T4| 21, T2, X3).

En este caso concreto, las condiciones anteriores permiten sustituir alguna de estas

funciones, resultando:

p(%, X2, T3, $4) = p(ml)p(xz|$1)p($3|$2)p(1‘4|$2);
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que es la expresion general de las funciones de probabilidad que cumplen las rela-

ciones de independencia anteriores (los pardmetros libres se reducen de 15 a 7).

Sin embargo, en general no es tan simple hallar una factorizacién apropiada
de la FPC que contenga las condiciones de dependencia requeridas para un prob-
lema dado. Es decir, dado un conjunto de variables y un conjunto de relaciones
de dependencia definidas sobre ellas, no es trivial hallar un modelo probabilistico
(una factorizacién de la FPC) que incluya estas relaciones y sélo requiera especi-
ficar los parametros libres del modelo. Las redes probabilisticas facilitan este proceso
proporcionando mecanismos sencillos de factorizacion de la FPC que incluyen las

dependencias representadas por el grafo.

3.4. Redes Bayesianas. Definicion y Tipos

Las Redes Bayesianas (RBs) son los modelos de redes probabilisticas méds pop-
ulares y estan definidas por grafos dirigidos aciclicos (DAGs) que codifican las rela-
ciones de dependencia/independencia segin el criterio para separaciéon de grafos
dirigidos definido en la Sec. 3.3.1. Estos grafos definen un modelo probabilistico con
las mismas dependencias a través de un factorizacién mediante el producto de varias
funciones de probabilidad condicionada:

n

p(T1, T2, ..., Ty) = Hp(a:i]m;), (3.3)
i=1
donde II; es el conjunto de los padres del nodo X; en el grafo.
A través de esta factorizacién, las independencias del grafo son inmediatamente

traducidas al modelo probabilistico de una manera muy practica.

3.4.1. Tipos de Redes Bayesianas

Dependiendo del cardcter discreto o continuo de las variables, las funciones de
probabilidad (3.3) son familias paramétricas especificas. Fundamentalmente hay tres
tipos de RBs (en esta Tesis se considerard inicamente el primer caso):

s RBs Multinomiales. En una RB multinomial se considera que todas las vari-
ables son discretas, es decir, cada variable tiene un ntimero finito de posibles
estados. Asimismo se considera que la funcién de probabilidad de cada vari-
able condicionada a sus padres es multinomial y por tanto, queda especificada
por la tabla de probabilidades correspondientes a las diferentes combinaciones
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de estados entre las variables implicadas. Nétese que el nimero de paramet-
ros requeridos para especificar la FPC en el caso de dependencia total en el
término de la izquierda de (3.3) es m™, siendo n el nimero de variables y m
el nimero de estados, mientras que la factorizacién definida por la RB sélo

requiere o(nm*), donde k es el maximo nimero de padres en el grafo.

RBs Gaussianas. En una RB Gaussiana se considera que las variables tienen
una distribucién normal multivariante, N (u, ), cuya funcién de densidad con-
junta viene dada por

flx) = 2m) 28 exp {-1/2(z — )"S M@ — )}, (34)

donde p es el vector de medias n-dimensional, 3 es la matriz de covarianzas
n x n, |X| es el determinante de X, y u” denota la traspuesta de u. En una

RB Gaussiana esta FPC se especifica como en (3.3) por:
i—1
flailm) ~ N\ i+ By — 1), vi | (3.5)
j=1

donde f(3;; es el coeficiente de regresion de X; en la regresién de X; sobre los
padres de X;, II;, y v; = X; — EmiEﬁilEgﬁi es la varianza condicional de X;,
dados II; = 7;, donde %; es la varianza incondicional de X;, 25, es el vector de
covarianzas entre X; y las variables en II;, y Xy, es la matriz de covarianza de
IT;. Nétese que 3;; mide el grado de relaciéon entre X; y X;. Si 3;; = 0, entonces
X, no es padre de X;. Asi, la RB Gaussiana estd definida por un conjunto
de pardametros {fu, ..., tn}, {v1,..., 0}, y {Bij|J < i}, como se mostrd en
(3.5). Més detalles, con aplicaciones acerca de este tema se encuentran en
Geiger and Heckerman (1994).

RBs Mixtas. En general, el problema de definir modelos de RBs que incluyan
variables discretas y continuas al mismo tiempo es complicado. Un caso par-
ticular lo constituyen los modelos Gaussianos condicionados, donde se permite
que una variable continua tenga padres discretos, pero no al contrario (Jordan,
1998b). También existen otras variantes que se han aplicado a ejemplos con-
cretos. Por ejemplo, (Castillo et al., 1998) describen una aplicacién de modelos

mixtos con variables discretas y Beta.

En lo que resta de Tesis nos centraremos exclusivamente en las RBs multino-

miales, de las cuales a continuacion se describe un sencillo ejemplo ilustrativo, que

serd utilizado a lo largo de este capitulo.
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Ejemplo 3.2 (Ejemplo de Red Bayesiana Multinomial) Aunque este ejemp-
lo tiene unas dimensiones mucho mds reducidas que los modelos operativos, serd uti-
lizado para representar a pequena escala las caracteristicas fundamentales de la es-
cala real. En este caso construimos un modelo que trata de explicar las relaciones
entre diferentes fenomenos meteoroldgicos en el observatorio de Parayas (Aerop-
uerto de Santander): lluvia, rocio, tormenta, granizo, nieve, escarcha, y niebla, a
partir de una base de datos binaria con las ocurrencias diarias de estos fenomenos
durante el periodo 1992 — 1995. El numero de estados posibles de este sistema es
27 = 128, resultando, al igual que ocurre en la escala real, demasiado elevado como
para plantear un modelo general de dependencia, dado el nimero de observaciones
disponible *.

En la Fig. 3.4, se muestra una RB sencilla, realizada manualmente, donde solo
se representan las relaciones de dependencia relevantes, definiendo un modelo prob-
abilistico a través de una factorizacion dada por 7 funciones de probabilidad condi-
cionada, una para cada variable, condicionadas al conjunto de sus padres. En la
Tabla 3.2, se muestra la tabla de probabilidad correspondiente al nodo tormenta dado
su unico padre lluvia: p(tormentallluvia). Los valores de la tabla han sido estimados

a partir de los datos.

MDL = 25891

Figura 3.4: Grafo dirigido realizado manualmente que representa relaciones ’logicas’ ex-
istentes entre las variables, en el que se muestran las probabilidades de los diferentes
meteoros cuando hay tormenta.

'En un caso real, el ntimero de estados es del orden de 2'%° > 10%°, y el niimero de observaciones
diarias es del orden de 15.000.
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tormenta
T St no

lluvia=si | 0.0264 0.4061
lluvia=no | 0.0082 0.5593

Tabla 3.1: Tabla de probabilidad para el nodo tormenta, dados sus padres II = {lluvia}.

3.4.2. Razonamiento Probabilistico. Inferencia

Una vez especificado el modelo completo (grafo + FPC + pardmetros), la prin-
cipal utilidad de las RBs consiste en hallar de forma eficiente la probabilidad de
cualquier nodo (o conjunto de nodos), dada una cierta informacién (evidencia).
Este proceso de razonamiento probabilistico permite cuantificar la incertidumbre
de las distintas variables y eventos del problema a medida que se va teniendo nue-
va informaciéon, o evidencia. Por ejemplo, el grafo de la Fig. 3.4 define las rela-
ciones entre los meteoros asociados a una estacién (Parayas, Aeropuerto de San-
tander). Si la variable de interés es la lluvia, entonces la probabilidad p(lluvia)
proporciona informacion sobre su estado inicial, y la probabilidad condicionada
p(lluviale) proporciona informacién actualizada cuando se conoce que ha ocurri-
do cualquier evento e. En general, el calculo de estas probabilidades es computa-
cionalmente intratable para problemas con muchas variables; sin embargo, existen
métodos eficientes de propagacién de evidencia que utilizan la estructura de depen-
dencia del grafo para realizar esta tarea (ver Castillo et al., 1997, Caps. 6 y 7). Asi se
pueden obtener las probabilidades marginales o condicionadas de cada uno de los
nodos; por ejemplo, utilizando el grafo de la Fig. 3.4, y la tabla 3.2, tendriamos:
p(lluvialtormenta) = p(lluvia&tormenta)/p(tormenta) = 0.0264/0.0346 = 0.763.

Conviene resaltar la dificultad de establecer, atin por personal experto, un con-
junto apropiado de relaciones relevantes en un problema préactico dado. Cuando el
modelo es elaborado por un experto humano, se pone de manifiesto la dificultad de
establecer relaciones de dependencia que no se basen en asociaciones directas causa-
efecto concebidas fundamentalmente a través de la experiencia y/o el conocimiento
de las leyes fisicas que interrelacionan las diferentes variables. Esto dificulta, o an-
ula, la posibilidad de tener en cuenta dependencias condicionadas, derivadas de la
accion combinada de varias variables sobre otra u otras diferentes. En la Sec. 3.5.2
se ofrecen algunos resultados que dan una idea del alcance de estas limitaciones en
un caso real.

Un algoritmo de aprendizaje automatico permite construir una solucién de for-
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ma relativamente réapida y simple, por lo que muchos elementos importantes del
modelo (factorizacién de la FPC, tablas de probabilidad, etc.) permanecen ocultos
durante el proceso, de manera que el usuario obtiene un modelo tipo “caja negra”
como respuesta a su problema. Este hecho es muy comin en otras técnicas de apren-
dizaje automatico; sin embargo, en este caso, es posible analizar el modelo una vez
obtenido, y elaborar una explicacién fisica o estadistica de la solucion. Con otras
técnicas (como las redes neuronales), esta interpretacion a posteriori es mas compli-
cada (o incluso imposible) pues los patrones de conocimiento que emplean son mas
abstractos. En las siguientes secciones se describen con mas detalle las estrategias de
aprendizaje automatico estandar para obtener estos modelos directamente a partir
de un conjunto de datos.

3.5.  Algoritmos de Aprendizaje Automatico

Para definir una RB es necesario especificar una estructura grafica (un DAG)
y una funcién de probabilidad conjunta definida por el producto de las probabili-
dades de cada nodo dados sus padres. Sin embargo, en muchos problemas practicos
no se conoce ni la estructura del grafo ni las probabilidades resultantes necesarias.
Debido a este problema, se han desarrollado diferentes métodos de aprendizaje au-
tomético para obtener una RB a partir de un conjunto de datos observados (una
base de datos). Estos métodos, como es légico, se encuentran en continua revisién,
con numerosas adaptaciones para cada problema especifico. Por ello, en este capitulo
nos limitaremos a dar una panoramica actual de los métodos estandar mas utiliza-
dos, con la excepciéon de un apartado final donde se describen algunos métodos
especificos para problemas de clasificacion. Para ampliar informacién sobre métodos
“clasicos” de aprendizaje, se pueden consultar algunas recopilaciones en Buntine
(1996), Sanguesa and Cortes (1997) o Krause (1999); y para descripciones mas de-
talladas se puede ver Neapolitan (2003), Jordan (1998a), o Heckerman (1996).

El aprendizaje automéatico de RBs se puede dividir en dos tareas distintas:

= Aprendizaje estructural, donde se establecen las relaciones de dependencia en-
tre las variables del modelo a partir de un conjunto de datos, obteniendo el

grafo que mejor los represente.

El aprendizaje estructural es el mas complejo de los dos y es el auténtico
“cuello de botella” en el desarrollo y operatividad de las RBs aplicadas a las
Ciencias Atmosféricas. La busqueda de la estructura que mejor representa el
conjunto de datos es un problema NP-completo (lo cual lo hace computa-
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cionalmente intratable a partir de unas pocas variables) y requiere algoritmos
eficientes que, aunque no garanticen la optimalidad, la aproximen con un coste
computacional acotado (ver, por ejemplo, Neapolitan, 2003). La complejidad
del aprendizaje estructural se deriva de la enorme cantidad de DAGs distin-
tos para un determinado nimero de variables. Por ejemplo, para 3 variables
existen 12, para 4 variables 543, y el nimero crece de forma combinatoria con
el nimero de variables. Queda patente que este problema es especialmente
critico en Meteorologia, ya que cualquier aplicaciéon practica, por simple y
concreta que sea, involucra un gran numero de variables, lo que dificulta la
definicion del modelo grafico méas conveniente. Por tanto, la aplicacién de las
RBs en sistemas atmosféricos depende de la disponibilidad de procedimientos
de aprendizaje automatico para inferir, a partir de los datos disponibles, una

estructura grafica conveniente.

» Aprendizaje paramétrico, donde se calculan los parametros de acuerdo con la
estructura del grafo, el tipo de RB elegida y la base de datos disponible. El
aprendizaje paramétrico consiste en estimar los parametros estadisticos nece-
sarios (tablas de probabilidad, medias, varianzas, etc.) a partir de los datos,
para lo que se utilizan diferentes estimadores estadisticos; en la actualidad ex-
isten numerosos algoritmos computacionalmente baratos y fiables por lo que en
esta Tesis inicamente se dan las descripciones elementales refiriendo al lector

a documentos mas exhaustivos sobre el tema (ver, por ejemplo, Castillo et al.,

1997).

Los métodos de aprendizaje estructural se pueden clasificar basicamente en dos
tipos. Por un lado, estan los métodos que utilizan métricas de complejidad-bondad
de ajuste y algoritmos de busqueda, en los cuales la métrica define la calidad de una
red en funcién de los datos disponibles y el algoritmo de bisqueda explora el conjunto
de todas las posibles redes tratando de maximizar la medida de calidad; dependiendo
de la medida y la técnica de buisqueda empleadas, surge toda una gama de algoritmos
de aprendizaje, desde métodos voraces simples (Cooper and Herskovitz, 1992) hasta
métodos que emplean algoritmos genéticos (Larranaga et al., 1996b).

Por otra parte, tenemos los métodos basados en la deteccion de independencias.
En este caso, a partir de unos datos dados, se aplican tests estadisticos para deter-
minar las relaciones de independencia condicionales mas importantes que se derivan
de dichos datos. Finalmente se trata de obtener la RB que mejor se ajusta a es-
tas relaciones de independencia, tratando de representar de forma fiable el mayor

numero posible de las mismas. Aunque son algo més eficientes, son al mismo tiempo
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mas sensibles a fallos en el test, especialmente cuando se trata con muchas variables
(Friedman et al., 1999), por lo que en esta tesis tinicamente se utilizaran algoritmos
de busqueda, sin que ello suponga que se descarta el uso de otro tipo de algoritmos.

También han sido disenados métodos hibridos, mezclando las dos estrategias
bésicas con el fin de optimizar la busqueda (ver, por ejemplo de Campos, 2006); sin
embargo, estos métodos no se describen en esta Tesis.

3.5.1. Algoritmos Basados en Test de Independencia

Estos algoritmos realizan de forma eficiente la comprobacién de las distintas de-
pendencias condicionales que se pueden formar combinando las variables del proble-
ma (se suelen considerar conjuntos reducidos de variables). Finalmente, las depen-
dencias halladas se expresan de forma conjunta mediante un grafo. Aunque, como
ya hemos mencionado, esta tésis se centra en los algoritmos de bisqueda, a contin-
uacion y como ejemplo ilustrativo, se ofrece una breve descripcion del algoritmo PC,
por ser uno de los métodos estandar en esta categoria.

Descripcion del Algoritmo PC

La idea basica de este algoritmo es deducir el conjunto de independencias exis-
tentes en un problema dado a partir de una base de datos caracteristica del mismo.
Dichas independencias se representan en un grafo dirigido y constituyen la base
estructural de la red Bayesiana.

El algoritmo PC se basa en la realizacién de tests de hipédtesis I(X,Y|Z), para
distintas combinaciones de X, Y y Z. Para ello se utiliza la Ec. (3.2) para determinar
si la dependencia se cumple con una confianza dada a partir de la muestra disponible
en una base de datos. La medida utilizada en el algoritmo PC es la informacién
mutua, concepto que deriva de la entropia y proporciona un criterio de medida de
dependencia a partir de la cantidad de informacion que una variable contiene sobre
otra.

La expresion matematica de la informaciéon mutua entre dos variables X e Y,
condicionada a una tercera Z es:

MI(X,Y|Z) = Zp(z) Zp(x, y|z)logm,

(3.6)
donde las probabilidades se estiman tomando las frecuencias relativas observadas en
la base de datos, que son los estimadores de maxima verosimilitud de la probabilidad.
Una vez establecida la medida de referencia, la hipdtesis I(X,Y|Z) se comprueba
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utilizando el estadistico:
G=2NMI(X,Y|Z), (3.7)

donde N es el tamafio de la muestra. Este estadistico posee una distribucién y?
bajo la hipétesis de independencia, con gl = (r, — 1)(r, — 1)r, grados de libertad
donde r,, r, y r, representan la cardinalidad de cada variable (la Fig. 3.5 muestra la
distribucién x? para diferentes grados de libertad). Fijando el nivel de significacién
« el test queda finalmente determinado por la regién de aceptacion {z|Fyzg)(z) <=
1—a}; es decir, si el estadistico G queda queda en la cola de la distribucién, fuera de
la region de aceptacion, se rechaza la hipdtesis de independencia con la significacion
dada. Por ejemplo, en la Fig. 3.5 se muestra en azul la regién de rechazo para el
caso de 15 grados de libertad con una significacién del 5% (confianza del 95 %).

0.251

/ 3 grados de libertad

0.15

o1k 15 grados de libertad

0.05

Figura 3.5: Aspecto de la distribucién y? para diferentes grados de libertad. Se han
resaltado las distribuciones para 3 y 15 grados de libertad simplemente por marcar
referencias visuales; también se muestra la regiéon de rechazo para el caso de 15
grados de libertad.

Existen dos versiones de este algoritmo, una de ellas parte de un grafo completo
no dirigido y la otra de un grafo completamente disconexo. Si se parte de un grafo
completo, el algoritmo PC examina primero cada pareja de variables para comprobar
si son incondicionalmente independientes, en cuyo caso se elimina la arista corre-
spondiente. A continuacién, vuelve a examinar cada par de variables para verificar
si son condicionalmente independientes dada una tercera variable (que forma parte
del conjunto de nodos adyacentes a alguno de los que se esta comprobando); si es
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asi, se elimina la arista correspondiente, y asi sucesivamente. Una vez completado
el grafo, se procede a dar la direccién a cada una de sus aristas. Para ello, primero
se consideran todas las ternas de nodos, A, B y C tales que D(A, B), D(B,C) e
I(A,C|B), y si B no forma parte del conjunto que las separa, entonces se asigna
la estructura A — B « () las aristas restantes se dirigen de forma que no creen
nuevas v-estructuras. La otra alternativa es partir de un grafo disconexo. En este
caso, el funcionamiento es similar, pero en lugar de quitar enlaces, se van anadiendo
en base a las pruebas realizadas.

Al igual que el resto de algoritmos basados en la deteccion de independencias,
el algoritmo PC tiene un elevado coste computacional, dependiendo del niimero
maximo de nodos que se considere en cada uno de los conjuntos del test.

Bisqueda de Independencias Especificas. CSI.

Entre las numerosas variaciones de los algoritmos de biisqueda de independencias
se describe en esta seccién el concepto de independencia especifica de contexto (CSI,
de las siglas en inglés Context-Specific Independence) por considerarlo de gran interés
en el contexto del a Meteorologia; para més detalles consultar Boutilier et al. (1996)
y otros trabajos mas recientes con ideas como la modularidad o la particién de los
datos (Neil et al., 2000).

Formalmente decimos que D y B son contextualmente independientes dado C en

el contexto A=a, si se cumple que:
p(Dla, B,C) = p(Dla, C) (3.8)

Por ejemplo, en una red donde la variable D tiene tres padres A, B y C' y presenta
la siguiente tabla de probabilidades:

ATB[CpDA B,C)
11111 .95
110 95
1]0]1 20
100 05
011711 .00
0/1]0 00
001 00
0/0]0 00

se ve claramente que cuando se produce el evento A = 0, la probabilidad de D =1

es nula, independientemente de los valores que tomen las restantes variables.
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De esta manera, el concepto CSI permite poner de manifiesto dependencias o
independencias que existen solo en ciertos contextos y que quedan ocultas al tratar
el problema de forma global. Por ejemplo, en Meteorologia existen distintas situa-
ciones atmosféricas (o contextos) que pueden desencadenar distintas relaciones de
dependencia entre las variables. El principal inconveniente de esta metodologia es
su elevado coste computacional, que no permite abordar de forma automatica en
un tiempo razonable problemas practicos reales. Notese que en este caso es nece-
sario combinar los valores de cuatro conjuntos de variables distintos (los tres de la
dependencia mas el contexto).

3.5.2. Algoritmos de Evaluacion y Bisqueda

Otra categoria de métodos de aprendizaje estructural son los algoritmos de eval-
uaciéon y busqueda, que se componen de dos partes:

1. Una medida de calidad, usada para evaluar la calidad de cada red candidata.
Esta medida es global y mide simultaneamente tanto la calidad de la estructura
grafica y del modelo probabilistico resultante.

2. Un algoritmo de biusqueda, utilizado para explorar el espacio de grafos posi-
bles de manera eficiente, y asi encontrar de forma iterativa una RB de buena
calidad.

Medidas de Calidad

Existen diferentes medidas de calidad propuestas en la literatura para favorecer
aquellas redes que mejor representan a los datos (término de bondad de ajuste) y
penalizar al mismo tiempo las més complejas (término de penalizacién). Para ello, a
cada red B = (M, ), con estructura (grafo dirigido) M y pardmetros 6, se le asigna
una medida de calidad que es funcién de su probabilidad a posteriori dados los datos
D. Esta distribucién de probabilidad a posteriori p(B|D) representa el término de
bondad de ajuste y se calcula como sigue:

p(M,0,D)

p(BID) = p(01,61D) = "0

o p(M)p(O)M)p(D|M,0),  (39)

Por ejemplo, en el caso de RBs multinomiales, asumiendo ciertas hipétesis acerca
de las distribuciones a priori de los pardmetros y una probabilidad inicial uniforme
para todos los modelos, se puede obtener la siguiente medida de calidad Bayesiana
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basada en el logaritmo de la verosimilitud, incluyendo un término de penalizacién
(ver, por ejemplo, Heckerman, 1996):

Q(B|D) = log p(D) — ;Dz’m(B) log N (3.10)

n o ri S Nz 1 .
L oy Dim(B)log N,

i=1j=1k=1

donde N es el tamano de la muestra, n es el nimero de variables, r; es el cardinal
de la i-th variable, s; el nimero de estados del conjunto de padres II;, IV;; es el
niumero de realizaciones en la base de datos que son consistentes con y; = j y m; = k,
y Ni el numero de aquellas consistente con m; = k. Dim(B) denota la dimensién de
la red, que es el nimero de parametros libres necesarios para definir la FPC. Todos
los parametros de (3.10) se pueden obtener facilmente a partir de los datos. Una
de las principales ventajas de esta medida de calidad es que se puede factorizar de
acuerdo con la estructura de la red; de esta manera, cada vez que se modifica un
enlace en el proceso de aprendizaje, solo es necesario recalcular un término de esta
ecuacion, lo cual supone una ventaja en términos de eficiencia.

Continuando con las redes multinomiales, otra medida de calidad muy utiliza-
da, es MDL(Minimum Description Length), descrita en Lam and Bacchus (1994),
donde para cada modelo de red B, se evalian simultdneamente la simplicidad y la

verosimilitud de los N datos de entrenamiento D, maximizando:

MDL(B|D) = Zlong(D) —rp *log(N/2), (3.11)

donde rg, es el nimero de parametros libres asociados a la FPC. No es dificil com-
probar que 3.10 y 3.11 son equivalentes (Castillo et al., 1997), y por lo tanto, en lo
sucesivo consideraremos tinicamente MDL.

Existen otras medidas de calidad, como las basadas en la teoria de la informacion
(Cheng et al., 1997), o medidas de calidad adaptadas al objetivo de la red (apren-
dizaje discriminativo); entre estas tltimas, las mas conocidas son las que maximizan
la verosimilitud condicional, aunque presentan graves problemas de eficiencia com-
putacional (Grossman and Domingos, 2004; Jing et al., 2005), y por el momento
solo son aplicables en sistemas de baja dimensionalidad. Posteriormente, en la Sec.
8.2, se volvera sobre este importante tema.

En el caso de RBs Gaussianas, se obtiene una medida de calidad muy similar
considerando que la distribucién de los parametros es de tipo normal-Wishart (ver
Geiger and Heckerman, 1994, para una descripcién detallada).
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Algoritmos de Biisqueda

En cuanto a los algoritmos de busqueda en el espacio de las posibles redes
Bayesianas, existen numerosos métodos y la bibliografia al respecto es muy extensa
(ver Blanco et al., 2003; Neapolitan, 2003, y las referencias contenidas). Los més
simples de estos métodos aplican técnicas voraces para explorar, de forma iterativa
(por ejemplo, anadiendo enlaces a un grafo inicialmente disconexo), el espacio de
RBs, sin reconsiderar ninguno de los pasos dados (a continuacién se describen los
algoritmos K2 y B). Otros métodos més sofisticados como hill-climbing, simulated
annealing, etc., anaden una componente probabilistica a la busqueda permitien-
do evitar 6ptimos locales del problema (Mohamadi et al., 2008). Por otra parte,
los algoritmos bio-inspirados, como los algoritmos genéticos (P. Larra et al., 1999),
evolutivos (Galea et al., 2004), colonias de hormigas (Middendorf et al., 2002), etc.,
evolucionan conjuntos de soluciones candidatas que van mejorando generacion tras
generacion.

En la practica los métodos voraces son muy utilizados en problemas con un gran
numero de variables y datos. Aunque estos métodos pueden converger a soluciones
locales no 6ptimas, la complejidad del problema de bisqueda hace que otras opciones
més generales para lograr un éptimo resulten excesivamente costosas (desde el punto

de vista computacional).

Descripcion del algoritmo k2

El algoritmo k2 realiza una busqueda voraz muy eficaz para encontrar una red
de calidad en un tiempo razonable (Cooper and Herskovitz, 1992). Este algoritmo
ordena previamente los nodos para evitar la generacién de ciclos y comienza con un
grafo vacio. A continuacién, para cada variable Y;, siguiendo el orden establecido, el
algoritmo anade a su conjunto actual de padres II; (vacio inicialmente) aquel nodo
cuyo orden es anterior al suyo propio y que ademas produce un mayor incremento
en la medida de calidad de entre aquellos que mejoran la calidad del grafo previo.
Este proceso se repite para cada nodo, mientras el incremento de calidad supere un
cierto umbral preestablecido. También se puede limitar el nimero maximo de padres
de cada variable en el proceso de busqueda.

Considerando la descomponibilidad de la red, la contribucién de la variable Y;
con padres II; a la calidad de la red viene dada por

S35 Ny log ik (3.12)
Nix

j=1k=1
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por lo que cada iteracién del algoritmo k2 afecta a uno sélo de los términos del
sumando en (3.10), reduciendo un orden la complejidad del algoritmo. Esto lleva a
un algoritmo de aprendizaje iterativo muy simple de complejidad o(n?).

Esto lleva a un algoritmo de aprendizaje iterativo muy simple, cuyo pseudo-

codigo es el siguiente:

Algorithm 1 Algoritmo K2 para aprendizaje estructural de RBs.
Require: Una muestra de datos de un conjunto previamente ordenado de nodos
D = {Xj,...,X,} vy un grafo disconexo B.

1: fort=1:n—1do
2: S =score(D, B);
33 fork=i+1:ndo
4: M = score(D, BU{i — k});
5: if M > S then
S =M;B(i,k) =1,
6: end if
7. end for
8: end for

Ensure: Un grafo dirigido aciclico B y su medida de calidad S.

Por ejemplo, el grafo de la Fig. 3.6 ha sido obtenido aplicando este algoritmo
de aprendizaje automatico al mismo problema descrito en el Ejemplo 3.4, donde la
estructura fué obtenida subjetivamente; se puede ver que la calidad obtenida con k2
(MDL=-25773), es ligeramente superior a la del grafo subjetivo (MDL=-25891).

Una de las criticas més importantes a este algoritmo es la necesidad de ordenar
previamente los nodos; en muchos problemas practicos esta tarea es subjetiva y, por
tanto, complica la aplicacién del algoritmo, aunque existen algunos trabajos que
facilitan la obtencién automatica de “buenas” ordenaciones de los nodos (ver, por
ejemplo, Larranaga et al., 1996a). En el Cap. 8 se analiza este problema en més
detalle.

Descripcion del algoritmo de aprendizaje B

El algoritmo B elimina el problema de la dependencia de la ordenacién previa
de los nodos, a costa de incrementar la complejidad del algoritmo (Buntine, 1991).
Al igual que el algoritmo k2, se inicia con conjuntos de padres vacios y en cada
etapa se anade aquel enlace que maximiza el incremento de calidad, eliminando
aquellos enlaces que originen ciclos. Este proceso se itera hasta que no se consigue
un incremento de calidad, o bien se obtiene una red completa.
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MDL = 25773

Figura 3.6: Grafo obtenido aplicando k2 al Ejemplo 3.4.

La complejidad de este algoritmo es o(n?), por lo que su aplicacién directa en
problemas meteorolégicos que incluyen gran cantidad de variables es muy limitada,
quedando restringido a sistemas con muy pocas variables y estados. En el Cap. 8
se presenta una adaptacion relativamente sencilla de este algoritmo que reduce su
complejidad a cuadratica, haciéndolo 1til para problemas con muchas variables. El

pseudo-codigo es el siguiente:

Algorithm 2 Algoritmo B para aprendizaje estructural de RBs.
Require: Una muestra de datos de un conjunto de nodos D = {X;,...,X,} y un
grafo disconexo B.
1: fortr=1:n—-1do

2: S =score(D, B);

3 fork=1:ndo

4: M = score(D, BU{i — k});

5: if M > S Aacyclic(BU{i — k}) then
S =M;B(i,k) =1,

6: end if

7. end for

8: end for

Ensure: Un grafo dirigido aciclico B y su medida de calidad S.

En la Fig. 3.7, se puede ver el grafo resultante de aplicar el algoritmo B que
légicamente obtiene el mayor valor de MDL.
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MDL = 25541
0.052

Figura 3.7: Grafo obtenido aplicando B al Ejemplo 3.4.

L1 Nv Gr Ro Es
Pmanual(2]TT) 763 | .011 | .171 | .103 | .020

pe(x|Tr) 763 | .001 | .171 | .078 | .013
Prmanual(T| Nb) 401 | .003 | .015 | .299 | .019
pe(z|Nb) 401 | .003 | .013 | .299 | .020

Pmanuat(|Tr, Nb) | 739 | .011 | 171 | .242 | .019
pe(z|Tr,Nb) | 767 | .001 | .156 | .191 | .013

Tabla 3.2: Probabilidades obtenidas con dos RBs distintas para el mismo problema.

Hombre vs Maquina

A continuacién se muestra un ejemplo donde se pone de manifiesto la limitacién
del razonamiento humano, incluso en un sistema sencillo, para definir un grafo que
represente tanto las dependencias incondicionales, como las condicionales de un mod-
elo. La Tabla 3.5.2 muestra las probabilidades de ocurrencia para algunas variables,
dadas distintas evidencias. ppenua denota las probabilidades obtenidas a partir del
modelo generado por un experto humano, concretamente el definido por el grafo
de la Fig. 3.4 y pp las del automdtico definido en la Fig. 3.7. Se han resaltado en
negrita aquellos valores sensiblemente discrepantes del modelo humano respecto del

automatico 2.

2Este es un caso muy sencillo en el que un modelo humano compite relativamente bien con
modelos automaticos, pero cuando se consideran modelos mas complejos, el disefio manual es, por
lo general, muy inferior al automaético.
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3.6. Aprendizaje de Clasificadores

Los problemas de clasificacion constituyen una tipologia muy particular y exten-
dida en la mineria de datos, para la que se han desarrollado numerosos algoritmos
especificos (Duda et al., 2000). En estos problemas, el conjunto de variables se de-
scompone en una variable clase discreta C' y un conjunto de atributos Xy, ..., X,
y el objetivo es hallar el estado de la clase para una combinacién de atributos dada.
Dentro de los métodos probabilisticos, el esquema de clasificador mas simple es el
denominado clasificador Ingenuo de Bayes (IB) (en Inglés Naive Bayes), en el cual
se asume la hipdtesis de que los atributos son condicionalmente independientes entre
si dada la clase:

Este modelo probabilistico puede ser expresado por una RB donde la variable clase
es el uinico padre de todos los atributos, como se muestra en la Fig. 3.8. Esta red de-
termina la siguiente factorizacion de la FPC, que caracteriza el modelo probabilistico

conjunto asociado a este clasificador:

n

p(z1, ..., T, c) = P(c) H P(z;lc). (3.14)

=1

Figura 3.8: Grafo dirigido correspondiente a un modelo ingenuo de Bayes con una variable
clase C' y n atributos.

Este esquema de red tan sencillo ha resultado ser muy eficiente en numerosos
problemas practicos (incluso en problemas donde claramente se violan las hip6tesis
anteriores), obteniendo resultados similares a otros esquemas mas complejos (ver,
por ejemplo, Tsagalidis et al., 2008, para una aplicacién en Meteorologia). Por tanto,
han sido numerosas las extensiones publicadas en la literatura para mejorar los
resultados de este método, entre ellas cabe destacar dos grupos, el dedicado a los
clasificadores ingenuos extendidos y, més reciente, el dedicado a los clasificadores

ingenuos jerarquicos.
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s Clasificadores Ingenuos Extendidos. Existe toda una familia de algoritmos de
aprendizaje especificos para obtener clasificadores ingenuos extendidos (aug-
mented nawe classifiers). El més sencillo de todos es el TAN (tree-augmented
naive), descrito en Friedman and Goldszmidt (1996), donde se eliminan la
hipdtesis (3.13) considerando dependencias entre atributos en forma de drbol,
que pueden ser aprendidas de forma muy eficiente; ver, por ejemplo, para una

introduccién a clasificadores extendidos Friedman et al. (1997).

Un algoritmo extendido mas complejo es el denominado HCS (hill-climbing

search), que consiste en:

1 Se inicia con un clasificador ingenuo y se evalta.

2 Se considera cada enlace legal, segun las condiciones particulares, y se evalia

el nuevo clasificador.

3 Si no hay mejora se elimina el enlace y se vuelve a 2.

La complejidad de estos algoritmos sin restricciones es O(n?), resultando bas-
tante ineficientes en sistemas de elevada dimensionalidad. Entre las numerosas
estrategias para mejorar su eficiencia, el algoritmo SP (Super-Parent) de Keogh
and Pazzani (1999), es particularmente interesante, y consiste en dividir los
nodos en dos grupos: denominados superpadres y huérfanos. De esta manera,
la busqueda se divide en dos etapas, con lo que se consigue que el algoritmo SP
tenga una complejidad O(N?) y una calidad similar a la del algoritmo HCS.

» Clasificadores Ingenuos Jerdrquicos. Los Hierarchical Naive Bayes (HBN) de-
scritos en Zhang (2002) y Langseth and Nielsen (2002), son una alternativa
a los clasificadores extendidos descritos anteriormente, en los cuales se in-
troducen variables latentes para relajar las hipotesis de independencia entre
atributos, y asi evitar el doble recuento por redundancia (double-counting) en
la clasificacion, ver Fig. 3.9.

El algoritmo principal para el aprendizaje de HBN, se describe en Zhang (2002)
y tiene las siguientes caracteristicas:

e Realiza una busqueda voraz, sobre una estructura de arbol.

e Las variables latentes son introducidas considerando la dependencia condi-
cional entre los atributos dada la clase, seleccionando la pareja de atrib-
utos con mayor informacién mitua; para n atributos hay (n? — n)/2
posibilidades.
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Figura 3.9: Ejemplo de HBN, tomado de Langseth and Nielsen (2002), donde C es el
clasificador, A; son los atributos y L; son las variables latentes.

e Se determina la cardinalidad de la variable latente seleccionada, colapsan-
do estados y evaluando la ganancia; se evalia con un MDL condicionado.

e El proceso se repite hasta que no se aceptan mas candidatos.

Existen también otros algoritmos que imponen ciertas restricciones estructurales
derivadas, por ejemplo, del conocimiento previo, como pueden ser la presencia/ausencia
de determinados enlaces o el orden de las variables (de Campos and Castellano,
2007), o considerando clases equivalentes (no solo en términos de independencia
condicional sino en términos de clasificacién) para reducir el espacio de busqueda
(Acid et al., 2005). También existe una profusa literatura sobre mezclas o comités de
expertos, que combinan los resultados de distintos clasificadores (ver, por ejemplo,
Langseth and Nielsen, 2006; Webb et al., 2005).

Por otra parte, si se emplea una medida de calidad adaptada especificamente al
problema de interés, aunque se pierde capacidad descriptiva del conjunto de datos, se
puede mejorar la calidad clasificadora del modelo. En Bradley (1997), se demuestra
que AUC (Area Under ROC Curve) es una medida de calidad apropiada y sencilla
para medir la calidad de un clasificador; se pueden encontrar ejemplos de su utilidad
en Grossman and Domingos (2004), o en el Full Bayesian network Classifier (FBC)
de Su and Zhang (2006), entre otros.

Para terminar, en Larranaga et al. (2005), se puede encontrar un compendio de
articulos ofreciendo una vision actual y completa del problema del aprendizaje de
clasificadores, y en Larranaga et al. (2003) se pueden descargar algunos articulos

recientes on-line.



3.7. SOBREAJUSTE 79

3.7. Sobreajuste

Después de describir las redes Bayesianas y la forma en la que pueden constru-
irse a partir de los datos, conviene hacer mencién al problema del sobreajuste que es
critico para el uso correcto de esta metodologia en problemas practicos, sobre todo
cuando se tienen muchas variables y se dispone de pocos datos (que es una situacién
comun en Meteorologia). Incluso aunque la mayoria de los métodos de aprendizaje
automatico incluyen términos de penalizacién para evitar este problema, es nece-
sario adoptar una serie de medidas de sentido comun para tratar de adaptar la
dimensionalidad del problema de aprendizaje que se plantee al tamano del a mues-
tra disponible. En general, hay tres formas de reducir el nimero de parametros para
evitar el sobreajuste:

1. Eliminando relaciones de dependencia poco relevantes. Esto se con-
sigue limitando el nimero total de enlaces y el nimero méximo de padres por
nodo en los métodos de aprendizaje estructural, estableciendo inicamente las
dependencias més relevantes; asi se obtiene una FPC en la que no figuran
todos y cada uno de los estados posibles del sistema.

2. Reduciendo dimensiones. Las variables que definen el estado de la atmosfera,
presentan un elevado grado de dependencia que puede ser utilizada para rep-
resentar dicho estado por un ntimero menor de variables independientes. El
andlisis de Componentes Principales (CPs), también conocido en las Ciencias
Atmosféricas como andlisis de Funciones Ortogonales Empiricas (EOF), es
una técnica estandar para eliminar la informacion redundante con la minima

pérdida de variabilidad.

3. Reduciendo el nimero de estados. También se puede reducir el nimero
de parametros en las RB Multinomiales, restringiendo el nimero de estados
de cada variable. En nuestro caso, es necesario reducir al maximo el niimero
de parametros, por lo que nos centraremos en el caso de predicciones proba-
bilisticas de variables binarias; de hecho esto resta poca utilidad a los modelos
ya que actualmente en Meteorologia es muy comun formular las predicciones
en estos términos. Para ello, basta con transformar las variables en binarias,
en base a un cierto umbral critico de su rango (por ejemplo precip > 10 mm,
viento < 50 km/h, etc.). Estos recursos se utilizan con mucha frecuencia para
simplificar la prediccién y la verificacion y desde luego también seran emplea-
dos en este trabajo. Lo mismo se puede decir para la variable estado de la
atmosfera, ver Sec. 5.3.
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CAPITULO 4

Medidas de Verificacion de Predicciones
Probabilisticas

Existen numerosas medidas y métodos de verificacion diferentes, que se utilizan
en funcién del tipo de variable a predecir y del método de prediccion empleado. En
este capitulo nos centraremos en las predicciones de tipo probabilistico en las cuales el
predictando se estima mediante una distribucién de probabilidad sobre un rango de
valores o categorias del mismo. La forma especifica de esta distribuciéon vendra dada
por las caracteristicas de la variable analizada, que puede ser continua, discreta, o
mixta; por ejemplo, la temperatura sigue aproximadamente una distribucién normal
y, por tanto, para especificar su distribucién de probabilidad prevista bastara con
estimar la media y la varianza; en otros casos, como el de la precipitacion, la situacion
es mas complicada pues la naturaleza de la variable es mixta con caracter discreto
(lluvia/no lluvia) y continuo (cantidad de lluvia). En estos casos, se suele discretizar
la variable en todo su rango para considerar una prediccién categérica (ver, por
ejemplo, Fig. 4.1). También es comun considerar eventos binarios asociados a la
superacién o no de un cierto umbral (ver, por ejemplo, Fig. 4.2). Estos eventos
binarios también surgen de forma natural cuando se estudia la ocurrencia de los
diferentes meteoros, puesto que al no ser facilmente cuantificables, directamente
suelen ser observados como eventos binarios (niebla, tormenta, granizo, nieve, etc.).

En este capitulo se analizan las diferentes medidas de validacion relacionadas
con la prediccion probabilistica de variables categdricas, especialmente las referidas a
eventos binarios, algunas de las cuales se utilizaran asiduamente a lo largo de la Tesis.

81
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Probabilidad

A ‘ 1 ‘ 0
0 5 10 15 20 25 30 0,1 [1,5) [5 15) >15mm
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Figura 4.1: Prediccién probabilistica de la cantidad de lluvia, considerada como variable
(a) continua y (b) discretizada.
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Figura 4.2: Funciones de densidad y distribucién de la variable cantidad de lluvia. La
probabilidad de que la precipitacién supere un umbral (e.g. 15 mm) se obtiene facilmente
a partir de la funcién de distribucion.

A modo de referencia sobre la que relativizar las medidas de calidad, se suelen utilizar
sistemas de prediccion probabilistica elementales, como la persistencia, donde la
prediccién de la variable para el instante ¢ viene dada por el valor observado en
(t — 1), o la climatologia (que puede ser estacional, mensual, diaria, etc.), donde la
distribucién para el instante ¢ viene dada por un estadistico de los valores ocurridos
en un cierto subconjunto del registro histérico. De esta manera, cualquier sistema

de prediccion puede ser verificado respecto a estos sistemas de referencia.

La organizacién del capitulo es la siguiente. En primer lugar, en la Sec. 4.1, se
definen los diferentes aspectos a tener en cuenta a la hora de evaluar la calidad
de una prediccion, y en la Sec. 4.2, se describen algunas de las medidas mas uti-
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lizadas actualmente. En Jolliffe and Stephenson (2003) y en Gutiérrez et al. (2004b)
se pueden encontrar descripciones completas de diferentes métodos de verificacion
utilizados actualmente en Meteorologia y mineria de datos.

4.1. Aspectos de la Calidad de una Prediccion

En general, para evaluar la calidad de una prediccion no basta con medir el error
cometido, ya que existen aspectos, como por ejemplo la fiabilidad o la resolucién, que
también deben ser tenidos en cuenta, especialmente en los sistemas de prediccion
probabilistica. Por este motivo, no hay una tinica medida capaz de proporcionar una
informacion completa de la calidad del sistema, de forma que existen diversos indices
de validacion que se utilizan para describir diferentes atributos de la relacion entre
observaciones y predicciones. Algunos de estos atributos caracterizan a un tnico
sistema, mientras que otros son comparativos e indican la diferencia entre sistemas
de prediccién distintos (o entre un sistema y otro sistema de referencia como la
climatologia o la persistencia).

Murphy and Winkler (1987) establece que toda la informacién de una validacién
estd contenida en la distribucién conjunta P(o,6) de predicciones o y observaciones
0. En el caso particular de variables discretas (con estados o categorias Cy, ..., Cy),
esta informacién se puede representar mediante una tabla de contingencia:

Observacion
C(] Cl . Cd
Co| Poo P ... Pu
Prediccion Cl Pw PH e Pld
Ca| Py Pu ... Puy

que permite obtener distintos indices de validacion en base a la informacion condi-
cional o marginal asociada a la misma: P(0|6), P(0|o), P(0), P(0); a pesar de las
relaciones obvias que existen entre estas probabilidades, su interpretacion y utilidad
meteorolégica es muy distinta y, por ello, cada indice aporta informacion interesante
desde un punto de vista diferente.

Una vez que se tiene la distribuciéon conjunta formada por las predicciones y las
observaciones P(o, 6), se pueden examinar sus caracteristicas de varias formas: (mds

detalles en Wilson, 2001):

= Se pueden analizar globalmente las correspondencias entre pares de obser-
vacién-prediccion; es decir, se analiza la distribuciéon conjunta total. El Brier
Score pertenece a este grupo.



84 4. MEDIDAS DE VERIFICACION DE PREDICCIONES PROBABILISTICAS

= Se puede condicionar el andlisis a valores concretos de la prediccion. La fiabil-

1dad, la resolucion y la definicion pertenecen a este grupo.

P(0,6) = P(0|6)P(6). (4.1)

= Se puede condicionar el andlisis a valores concretos de la observacion. La dis-
criminacion (area ROC, etc.) es de este tipo.

P(06,0) = P(0|o)P(0). (4.2)

Estos tres tipos de andlisis de la distribucién conjunta permiten examinar difer-
entes aspectos de la calidad de las predicciones, llamados atributos de la prediccion.
Murphy (1993), identifica una serie de atributos importantes para una prediccién

sea determinista o probabilistica:

» Sesgo o desviacién sistematica (bias): Referido a la concordancia entre la
prediccién media y la observacién media; un sesgo positivo indica una sobrees-
timacion del valor a predecir, mientras un sesgo negativo indica una subesti-
macién (por ejemplo, se predice menos cantidad de lluvia de la que realmente

ocurre).

= Asociacion: Indica el grado de relacion lineal entre observacién y prediccion.

La covarianza y la correlacién, son medidas de asociacion.

» Precisién(accuracy): Relativa a la concordancia entre el valor previsto y el
observado realmente, promediada sobre una muestra de parejas individuales de
predicciones y observaciones. Medidas de precisién son, por ejemplo, el error

absoluto medio, el error cuadratico medio y el Brier Score (BS).

» Habilidad(skill) o precision relativa: Es la precisién de un sistema respecto a
la obtenida con otro de referencia (por ejemplo, climatologia o persistencia).
Se definen de modo que un valor positivo (negativo) indica que el sistema es
més (menos) preciso que el de referencia. El Brier Skill Score (BSS) es el més
conocido.

» Fiabilidad(reliability) o bias condicional: Para que un sistema sea fiable, la
probabilidad prevista y la observada deben coincidir lo maximo posible en to-
do el rango de probabilidad; cuando no es asi se habla de bias condicionado.
La fiabilidad se refiere a un determinado evento y se representa graficamente
dibujando la curva de probabilidad prevista frente a probabilidad observada
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Figura 4.3: El grafico de la izquierda muestra la fiabilidad para los diferentes umbrales
de probabilidad prevista, marcados con circulos. En la derecha aparece el correspondiente
a la resolucién. Ambos han sido realizados para las 42 estaciones de la mitad oriental de
la Cuenca Norte que aparecen en la tabla 5.1, para el evento prec > 10mm/24h, previsto
con un método de analogos.

(climatoldgica) para intervalos de 5 6 10% (ver parte izquierda de la figu-
ra 4.3). Cuanto mds cerca esté de la diagonal mads fiable serd el sistema de
prediccién probabilistica, mientras que las desviaciones respecto a la diagonal
indican que, para la probabilidad prevista, el sistema sobreestima o subestima
segun se encuentre por debajo o por encima de la diagonal. Es muy importante
estudiar la fiabilidad de los sistemas para diferentes eventos, ya que los even-
tos raros casi nunca se predicen con probabilidades altas, manifestando una
fuerte pérdida de fiabilidad que debe ser corregida. Existen diversas técnicas
para realizar estas correcciones, entre las que se encuentran las de inflado que
béasicamente consisten en hacer un cambio de escala para aumentar la varian-
za estimada hasta su valor real. Existen versiones més sofisticadas, como la
del expanded downscaling, donde la correccion se realiza mediante correlacién
candnica (Burguer, 1996). Estas técnicas paramétricas de inflado tienen como
contrapartida que el error del estimador corregido siempre es mayor que el del
estimador original (ver von Storch, 1999, para mas detalles).

Cuando se analiza la fiabilidad de distintas predicciones (por ejemplo, distintos
observatorios), utilizar el promedio es un concepto relativamente enganoso, ya
que las fiabilidades individuales generalmente son peores, como ocurre cuan-
do se promedian errores. La fiabilidad media tnicamente indica si el sistema
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subestima o sobreestima en promedio. En la Fig. 4.3 se muestran las fiabili-
dades obtenidas al aplicar un método de prediccion local a 42 estaciones de
la mitad oriental de la Cuenca Norte que aparecen en la tabla 5.1. Las dos
figuras estan asociadas al evento precip > 10mm/24h, y las predicciones han

sido realizadas con el método de andlogos.

Resolucién: Es la distribucion de las probabilidades predichas. La resolucion
se representa mediante un histograma que representa las frecuencias de las
probabilidades previstas. Es deseable que el histograma tenga forma de "U’ de
manera que prediga pocas veces valores ambiguos en torno a 0.5. (ver parte
derecha de la figura 4.3).

4.2. Medidas Estandar de Validacidn

Si se tiene un conjunto de observaciones o1, 09, ..., 0,, sobre las que se realizan las

predicciones 01, 09, ..., 0, los indices de validacién mas habituales son los de precision

y habilidad, ya que proporcionan una medida numérica de la calidad de la prediccién

realizada. De todos ellos tinicamente describiremos el Brier Score(BS), remitiendo al
lector a Jolliffe and Stephenson (2003) y Gutiérrez et al. (2004b), para méas detalles
acerca de estas y otras medidas.

» Brier Score (BS): El BS fue introducido por Brier (1950), y es una medida

clasica de calidad en términos de precision de una predicciéon probabilisti-
ca para una variable discreta. En realidad esta medida corresponde al error
cuadratico medido en unidades de probabilidad para la ocurrencia de las dis-
tintas categorias de la variable.

BS =< (pi — Oi)2 >4, (4.3)

donde p; = P(6; = 1), y 0; es 1 si ocurre el evento y 0 en caso contrario. El

valor de BS es nulo para una prediccién perfecta.

Es muy usual utilizar la descomposicién del BS como suma de tres compo-
nentes; para realizar la descomposicion se utiliza el siguiente argumento (véase
Murphy, 1973):

(pi — ) = filpi = 1)* + (1 = fo)p}, (4.4)

donde f; = p(0; = 1|p;) es el niimero de casos observados de entre los previstos
con probabilidad p;. Por tanto,
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BS = BSy — BS, + 1, (4.5)
donde BSy es la componente de fiabilidad cuya expresion es:

BSy =< (pi — fi)* > (4.6)
BS, es la componente de resolucion cuya expresion es:

BS, =< (f; —p.)* > (4.7)

pe €s la probabilidad climética del evento. Por tltimo I es la componente de

incertidumbre cuya expresion es:

I = Lé(ﬁc—%y :Pc(l_Pc)' (48)

I es el Brier Score de un sistema de prediccién climatolégico.

El BS da una idea del error cometido en una prediccién, pero no dice nada
acerca de la dificultad de dicha prediccién. La dificultad de una prediccion
estd muy asociada con su probabilidad climatoldgica, cuanto mas infrecuente
sea, es mas dificil de predecir; por ejemplo, es mucho mas dificil predecir lluvia
en Almeria que en Santander. Por otra parte, si el evento es muy raro, como
por ejemplo la lluvia en Almerfa, un sistema sin utilidad que siempre diga
que no va a llover (como la climatologia o la persistencia) tendria un Brier
Score casi nulo por lo que seria casi imposible de superar por un sistema de
mayor utilidad. Es decir, cuando estan muy descompensadas las frecuencias de
ocurrencia y de no ocurrencia, el Brier Score solo es representativo del evento

mas frecuente.

= Brier Skill Score: El BS da una idea muy particular del comportamiento
de un sistema de prediccion ya que depende fuertemente de la frecuencia del
evento, de la localidad donde se aplica y de la serie utilizada. Por tanto, si se
quiere conocer correctamente la calidad del sistema, se tendrian que especificar
todos y cada uno de los valores del BS para cada localidad y para cada evento,
resultando una matriz de datos diferente para cada periodo considerado. Para
evitar este problema se puede obtener una medida de validacion relativa, en
lugar de absoluta, considerando un sistema de prediccién de referencia (como
la climatologia o la persistencia) (Talagrand, 1997). A estas medidas relativas
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se las denomina 7ndices de pericia (Skill Scores, SS) y se calculan de la siguiente

forma:

P(o=1|p) — P(o = 1|p.)
- P(O = 1|pc)

donde p es el sistema de prediccién que se desea validar, p. es el sistema de

SS = (4.9)

referencia, y P(o = 1|p) es la probabilidad de que se produzca el evento dado

que el sistema lo predice con probabilidad p.

Teniendo en cuenta que el Brier Score es equivalente a 1 — P(o = 1|p), se
puede obtener un indice de pericia a partir de (4.9). Este indice se denomina

Brier Skill Score (BSS):
BS,

BS.’
donde BS, es el BS del sistema de prediccion y BS, el BS de la climatologia (u

BSS=1-

(4.10)

otro sistema de referencia). La interpretacion es sencilla: Si BSS > 0, entonces
el sistema de prediccién es mejor que el climatolégico; en cambio, si BSS < 0
el sistema no mejora la climatologia. En el caso de que BSS = 1 se tendria

una prediccién perfecta.

Como se ve en la Fig.4.4, el Brier Skill Score disminuye casi linealmente con
la probabilidad climatolégica del evento, de manera que a medida que el er-
ror es inferior al error climatolégico el BS'S aumenta, obteniendo sus valores

maximos cuando p. = 0.5.

4.2.1. Medidas de Validacion de Predicciones Categdricas

Cuando la prediccién probabilistica se refiere a la ocurrencia o no-ocurrencia de
las categorias de una variable discreta, se habla de predicciones categoricas. Estas
se verifican mediante tablas de contingencia, que se construyen combinando todas
las posibilidades entre categoria prevista y categoria observada. Las predicciones
categoricas son también una de las principales tareas de la mineria de datos, conc-
retamente en el caso particular de la clasificacién, razén por la que ambas areas
comparten algunas medidas de validacion.

El caso mas sencillo y utilizado corresponde al caso de variables binarias, ya que
basta un tnico umbral de probabilidad w, para determinar la ocurrencia del evento
(cuando P(prec > O0mm/24h) > u,) y la no ocurrencia en caso contrario. En el caso
binario, las tablas de contingencia estan determinadas por cuatro parametros:
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Figura 4.4: Brier Skill Scores para las 42 estaciones de la mitad oriental de la Cuenca
Norte que aparecen en la tabla 5.1, para el evento prec > 10mm/24h, previsto con un
método de analogos.

Observado

Si No

Previsto | Si | « I}
No | ~ o

donde evidentemente, «, (3, v y 6 dependen de w,.

Cuando se toman decisiones, se pueden cometer dos tipos de errores: falso posi-
tivo y falso negativo, también conocidos como errores de Tipo I y Tipo II respectiva-
mente. Generalmente se considera que el falso negativo es un error mas grave que el
falso positivo, aunque la importancia relativa de estos dos errores es diferente para
diferentes usuarios. Por ello, hay que tener en cuenta los requerimientos especificos
del usuario a quien va dirigida la prediccion; en este caso, las medidas globales como
el BSS pueden inducir a equivocaciones a la hora de elegir el mejor sistema.

A continuacion se describen algunas de las medidas mas empleadas. Para indicar
su rango de valores y el valor éptimo, se utilizara la notacién: [a, b] donde se indica

el rango y el valor éptimo (en negrita).

» Precisién [0, 1]:

a+9
ACC = ——MM— 4.11
a+B+y+0 ( )
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Realmente mide la proporcién de aciertos, y puede ser maximizada prediciendo
siempre la categoria méas comtun. En regiones donde el evento es muy raro, se
hace practicamente la unidad debido al gran nimero de aciertos negativos (no
aporta informacién para eventos raros). La precisién de un sistema que nunca
predice el evento es:

ACCyy = 0 — 1y, (4.12)
Y

+0
Como ocurria con el BSS, este indice queda fuertemente sesgado en favor de
las regiones donde el evento es mas raro, por lo que el empleo de éste indice
no es aconsejable para ello.

Critical Success Index 6 Threat Score [0, 1]:

a
CSl = —— 4.13
a+ B+ (4.13)

Es similar a la precisién, pero se han quitando los aciertos negativos. Aunque es
mas equilibrado que el AC'C', sus mayores valores se dan en aquellas localidades
donde el evento es méas comun. El C'ST de un sistema que nunca predice el

evento es nulo, mientras que el C'SI de un sistema que siempre lo predice es:

«

CSly = —— =p, 4.14
57 (4.14)
Al igual que la precisién, es muy inestable para eventos raros.
Hit Rate(HIR) [0,1]:
o
HIR(u,) = P(p>uylo=1) = 4.15
() = Plp > wylo = 1) = S (1.15)

Es una medida de precision, que mide la probabilidad de deteccion; es decir,

de predecir eventos que realmente se han observado.
False Alarm Rate(FAR) [0, 1]:

g

FAR(up) = P(p > uylo=0) = ﬂ

(4.16)
También es una medida de precision, que mide la proporcién de fallos cuan-
do se predice positivamente un evento. Obsérvese que el concepto habitual de
falsa alarma es un suceso que se ha predicho, pero luego no ha ocurrido; sin
embargo, en este caso, el evento que condiciona es la no ocurrencia del even-

to. Con este cambio se consigue que cualquier usuario tendra un criterio de
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comparacion referido siempre a la incertidumbre climatolégica del evento, que
es un invariante estadistico independiente del tipo de sistema de prediccién
empleado.

» Curvas ROC (Relative Operating Characteristics)

También denominadas Receiver Operating Characteristics, se crearon para
evaluar radares en la II guerra mundial, posteriormente en diagnéstico médi-
co y en la actualidad son muy populares en mineria de datos. Las Curvas
ROC permiten validar de forma uniforme los sistemas de predicciéon categori-
cos basados en umbrales de probabilidad. Se obtienen representando los valores
FAR frente a los HIR para diferentes umbrales de probabilidad u,. Sobre ellas
se pueden comparar dos sistemas diferentes, bien globalmente o bien para de-
terminados niveles relativos de falsas alarmas y omisiones que més convengan

al usuario, concretando un umbral de prediccion u,.

Cuando se opera con un umbral inferior a la probabilidad climatolégica, el
sistema comete mas falsas alarmas que aciertos, ya que la pendiente de la curva
ROC se hace menor que la diagonal, por ello en todos los sistemas de prediccién
existe un valor de u, = p. (donde la pendiente de la curva ROC es la unidad)
para el cual las prestaciones del sistema son maximas, ver Gutiérrez et al.
(2004b) para mas detalles. En la Fig. 4.5 se muestran dos ejemplos de curvas
ROC para dos eventos de probabilidad muy diferente; en la misma se muestran
los valores de w, utilizados para construir la curva, asi como el valor minimo de
dicho umbral por debajo del cual no existe suficiente informacion estadistica en
el conjunto de entrenamiento (en la figura lo denominamos limite operativo),
a partir del cual la curva es interpolada en linea recta hasta el valor tedrico
[1,1].

Cuando se comparan dos sistemas de prediccién diferentes para un mismo
evento mediante las curvas ROC, se observa que para cada umbral de proba-
bilidad, el mejor sistema sera aquel cuya tasa HIR sea més alta para un mismo
nivel de FAR. El criterio més empleado es el del area bajo la curva ROC (Area
Under Curve, AUC), de forma que es mejor aquel sistema que mayor area
cubre bajo su curva ROC. En realidad la medida de calidad AUC, como me-
dida global, evaltia la capacidad del sistema para ordenar correctamente las
probabilidades previstas.

Por ejemplo, la Fig. 4.6 muestra los valores de AUC para eventos de diferente
probabilidad climatoldgica, constatando que no es tan sensible a la probabili-
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Evento: P recipitacion> 0.1 mm Evento: P recipitacion > 20.0 mm
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Figura 4.5: Dos ejemplos de curvas ROC para diferentes eventos.

dad climatologica del evento como lo es el indice BSS, excepto para los casos
mas extremos, que corresponden a la parte inferior de la figura, por este motivo
serd la medida que mas se utilizard a lo largo de esta Tesis.

AUC también es una medida muy utilizada en la evaluacion de clasificadores
en mineria de datos, donde también es preferida a las medidas de precision por
motivos similares a los aqui expuestos, ver Bradley (1997) para mas detalles.
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Figura 4.6: Valores de AUC frente a la frecuencia climatolégica para diferentes eventos
de precipitacion, previstos con un método de andlogos en varias localidades de la Cuenca
Norte. RocSkillArea =2 AUC — 1
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CAPITULO 5

Dominios de Estudio y Datos Utilizados

Antes de entrar de lleno en las aportaciones de esta Tesis, y dado que muchas
de ellas se apoyan en aplicaciones sobre ejemplos practicos, se comienza esta parte
dedicando un capitulo a la descripcién de las dreas de estudio y de los datos que se
utilizaran en dichos ejemplos. En primer lugar se describen los registros historicos
utilizados de observaciones en superficie, principalmente de precipitacién, que es la
variable de interés en esta Tesis (Sec. 5.1); a continuacién, se describen los datos
procedentes de modelos numéricos de simulacion de la atmésfera, en particular datos
de reandlisis (Sec. 5.3). En la mayor parte de la Tesis, los primeros datos se con-
sideraran predictandos (desconocidos), mientras que los tltimos seran predictores
(conocidos, habitualmente proporcionados por algiin modelo numérico operativo;
ver Sec. 2.2.3).

5.1. Areas de Estudio y Observaciones

El area de estudio considerada en esta Tesis es la Peninsula Ibérica y Baleares,
mostrada en la Fig. 5.1(a). Sobre esta region se consideran los datos diarios de
precipitacién en una red de 100 observatorios (indicados por las cruces de la Fig.
5.1b) suministrada por la Agencia Estatal de Meteorologia, AEMET. Los datos
cubren el periodo 1957—2002 y son representativos de la climatologia global de dicha
region. Estas 100 estaciones han sido elegidas aplicando criterios de homogeneidad
(todas las estaciones son homogéneas, segun el test de Alexandersson, 1986, con un
nivel de confianza del 95 %), y poseen un minimo del 90 % de observaciones validas

97
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(es decir, tienen menos de un 10% de lagunas en el periodo total de la serie).
Debido al coste computacional de los algoritmos de aprendizaje automatico de redes
Bayesianas para series incompletas, se ha optado por utilizar series completas. Para
ello, se han filtrado los dias (realizaciones) para los cuales falta la observacién de
alguna de las estaciones, resultando un periodo comtun de 7654 dias no consecutivos
comprendidos entre el 1/1/1961 y el 30/6/2000 (ver Fig. 5.2).

Figura 5.1: Arriba. Orografia del dominio de baja resolucién cubriendo la Peninsula
Ibérica. Abajo. Estaciones (cruces) y puntos de rejilla del reandlisis (puntos) en la
region.

En algunos experimentos se considera la sub-regién de alta resolucién correspon-
diente a la Cornisa Cantabrica, mostrada en la Fig. 5.3, sobre la que se dispone de
observaciones de precipitacién para 42 observatorios (ver Tabla 5.1). Estas estaciones
fueron elegidas aplicando filtros de homogeneidad y cantidad de datos a las 16435
realizaciones (dfas) del periodo 1957-2002, sobre las 625 estaciones disponibles de la
red pluviométrica de la AEMET en la zona (ver Fig. 5.3b), resultando finalmente
42 estaciones homogéneas, con 4816 dias sin lagunas que corresponden al periodo
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Figura 5.2: Inventario de observaciones para las 100 estaciones en el periodo 1/9/1957 al
30/8/2002. En gris se muestran las fechas con observaciones disponibles (para los distintos
observatorios), mientras que en blanco se muestran los datos faltantes. Las lineas negras
indican las fechas para las cuales se dipone de datos en todos los observatorios.

comprendido entre el 1/1/1974 y el 31/12/1991 (ver Fig. 5.4). En la Tabla 5.1, se
ofrecen algunos datos geograficos y climatolégicos basicos sobre las 42 estaciones
seleccionadas.

En esta region también se analiza el caso de conjuntos de datos inhomogéneos
(Capitulo 10). Para ello, se consideran 12 estaciones “histéricas” con series de datos
més largas (en particular las 12 primeras estaciones de la lista, mostradas en rojo en
la Fig. 5.3b), que poseen 9860 datos completos, y 30 estaciones “nuevas” (mostradas
en azul en la Fig. 5.3b) que disponen de 4816 datos completos (aunque se consider-
aran numeros inferiores, hasta un ano, para recrear escenarios con distintos niveles

de inhomogeneidad).

5.2.  Predictandos: Observaciones en Superficie

Como se ha visto en la Sec. 2.3.2, existen algunos fenémenos meteorolégicos
que por sus especiales caracteristicas no pueden ser cuantificados de forma estandar
y, por ello, su observacién se limita a cifrar su ocurrencia, o no. Tal es el caso
de ciertos meteoros como las tormentas, nieblas, heladas, escarcha, etc. Asimismo,

cualquier fenémeno que se pueda cuantificar de forma continua, como por ejemplo
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Algunos datos geograficos y climatolégicos basicos sobre las 42 estaciones seleccionadas
en el dominio de alta resolucién. Las primeras 12 corresponden a las estaciones con series
largas, que aparecen en color rojo en la figura 5.3, y el resto corresponden a las
estaciones con series cortas, que aparecen en azul en la misma figura. La tabla muestra la

probabilidad de que la variable precipitacion supere ciertos umbrales u en cada estacion.
] Localidad lalt [ lon | lat [u=0[u=10]

FUENTERRABIA "AEROPUERTO’ | 8 |-1.79(43.35| 0.47 | 0.165
SAN SEBASTIAN 'IGUELDO’ 252(-2.03|43.30{ 0.5 | 0.15
ELDUAYEN 256(-2.00{43.13| 0.38 | 0.18
AMURRIO ’INSTITUTO’ 219|-3.00{43.05| 0.32 | 0.1
BILBAO ’AEROPUERTO’ 39 1-2.90|43.29| 0.46 | 0.11
EL MERCADILLO DE LIERGANES| 90 |-3.74|43.34| 0.45 | 0.14
VILLACARRIEDO 212|-3.80(43.23| 0.39 | 0.14
ROZADIO 210{-4.38|43.22| 0.43 | 0.09
RANON "AEROP. DE ASTURIAS’ |127(-6.03]43.56| 0.46 | 0.1
RIOSECO DE SOBRESCOBIO  |390(-5.45|43.22| 0.37 | 0.13
OVIEDO ’EL CRISTO’ 336(-5.8743.35| 0.44 | 0.08
ZARDAIN 410|-6.55|43.39| 0.46 | 0.11
SAN SEBASTIAN "ATEGORRIETA’| 8 |-1.95{43.32| 0.49 | 0.16
LASARTE MICHELIN 85 |-2.02(43.27| 0.44 | 0.16
EIBAR BANCO DE PRUEBAS |121]-2.47|43.18| 0.46 | 0.14
ECHEVARRIA 100{-2.47(43.25| 0.47 | 0.14
ABADIANO "MENDIOLA’ 160(-2.61|43.14| 0.44 | 0.14
DURANGO VIVERO 280(-2.64|43.15| 0.37 | 0.13
GURIEZO 'G.C’ 771-3.32|143.35| 0.36 | 0.14
CARRANZA 220/-3.35|43.22| 0.36 | 0.12
COTERILLO DE AMPUERO 251-3.43|43.33| 0.43 | 0.13
MIRONES 200{-3.70{43.29| 0.49 | 0.18
SANTANDER 'CENTRO’ 64 |-3.81|43.46| 0.46 | 0.11
ESCOBEDO DE VILLAFUFRE [180(-3.91|43.26| 0.37 | 0.13
TORRELAVEGA *SNIACE’ 70 -4.03|43.36| 0.41 | 0.11
CELIS 100|-4.43(43.28| 0.43 | 0.1
CAMIJANES 115]-4.48|43.32| 0.42 | 0.11
ESPINAMA 877|-4.77|43.13| 0.33 | 0.09
TAMA 270(-4.59|43.18| 0.3 | 0.05
AMIEVA 'RESTANO’ 700|-5.02143.22| 0.42 | 0.16
CANGAS DE ONIS 80 |-5.12|43.35| 0.36 | 0.09
RIBADESELLA "FARO’ 117|-5.08(43.47| 0.4 0.1
GIJON 3 [-5.64(43.53| 0.44 | 0.08
BEZANES 654(-5.29(43.15| 0.31 | 0.13
SOTO DE RIBERA 127(-5.87(43.31| 0.38 | 0.09
MERES DE SIERO 180(-5.73(43.38| 0.43 | 0.09
GRADO 60 |-6.06(43.38| 0.4 | 0.09
GENESTAZA 680(-6.35|43.20| 0.38 | 0.13
SOTO DE LA BARCA 213|-6.39|43.29| 0.34 | 0.08
PRESA DE LA BARCA 214|-6.30{43.31| 0.41 | 0.09
SOTO DE LOS INFANTES 127]-6.27|43.35| 0.41 | 0.11
CUEVAS DE ALTAMIRA 161]-4.11|43.37| 0.42 | 0.11
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Figura 5.3: (a) Orograffa del dominio de alta resolucién cubriendo la Cornisa
Cantdbrica de la Peninsula Ibérica. (b) Estaciones de la red pluviométrica en la
regiéon (puntos verdes) y conjunto de 42 estaciones elegidas para el estudio (pun-
tos rojos y azules); también se muestran los puntos de rejilla del reandlisis (puntos
amarillos) en la regién.

la temperatura y la precipitacién, también es susceptible de ser tratado como una
variable binaria sin méas que considerar un umbral apropiado u, dando lugar a dos

posibles valores: precip < u y precip > u.

En esta Tesis se analiza el problema de la predicciéon local de precipitacién.
Por tanto, se han considerado dos umbrales representativos de la variabilidad de
la precipitacién en condiciones no extremas (ver Tabla. 5.1): prec > Omm/24h y
prec > 10mm/24h; por tanto, cada evento es una variable binaria con los estados
{0=no ocurrencia, 1=ocurrencia}. Esta cuantizaciéon binaria de las observaciones,
ademds de reducir notablemente el niimero de pardmetros en los modelos, resulta
muy apropiada para la prediccién probabilistica de numerosos eventos. Como se vio
en el Cap. 4, estas variables son de uso comin en prediccion probabilistica, existiendo
numerosas medidas de validacién para este tipo de predicciones.
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Figura 5.4: Inventario de observaciones para las 100 estaciones en el periodo 1/9/1957 al
30/8/2002. En gris se muestran las fechas con observaciones disponibles (para los distintos
observatorios), mientras que en blanco se muestran los datos faltantes. Las lineas negras
indican las fechas para las cuales se dipone de datos en todos los observatorios. El orden
es el mismo en el que aparecen en la Tabla 5.1.

5.3.  Predictores: Patrones Atmosféricos

Ademas de las observaciones de precipitacion en superficie, que son los predic-
tandos a predecir en esta Tesis, también se consideran como predictores los patrones
del estado de la atmédsfera, dados por modelos numéricos que simulan la dindmica
atmosférica sobre una rejilla 3D que cubre el globo (con resoluciones tipicas como las
mostradas en la rejilla de la Fig. 5.1). En particular los proyectos de reanélisis, como
ERA-40 (ver 2.4), proporcionan una serie histérica de estados de la atmésfera (asimi-
lados a la rejilla de un modelo numérico), caracterizados por el valor del geopotencial
(Z), temperatura (1), direccién U y V' del viento y humedad (H), principalmente,
sobre la rejilla del modelo; estas variables son responsable de la dinamica de la

atmésfera y, por tanto, caracterizan su estado, de forma genérica, para una fecha
dada.

Dado que en esta Tesis se consideran exclusivamente fenémenos cuya escala de
agregacion temporal es diaria (de 07 a 07 horas), los patrones atmosféricos deben
representar este rango horario. Por tanto, se consideran los valores del reandlisis

entre las 06 y 30 horas (que son las mas cercanas a las dos horas de medida, ya que
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se dispone de datos de reandlisis de cada 6 horas). De acuerdo con esto, dependien-
do de la escala espacial del problema, se pueden plantear diferentes patrones para
caracterizar el estado de la atmosfera sobre la regién de interés:

= Patron 1: Rejilla de 2.5° x 2.5° de longitud y latitud mostrada en la Figura
5.5(a) y que corresponde a la zona del Atlantico Norte, que influencia en
gran medida el clima en la Peninsula. En este caso, los patrones se obtienen
combinado los campos T, H, Z, U y V a las 12h en los niveles 1000mb, 925mb,
850mb, 700mb, 500mb y 300mb:

_ (771000 300 771000 300 1000 300
ciz= (T, ..., Ty Hig ... Hyy s - 2 s Vi), (5.1)

Y ]

donde €7 denota el campo de la variable C' a la hora i en el nivel j. Evi-
dentemente este patréon no estd orientado a predictandos de alta resolucién
espacial.

» Patron 2: Rejilla de 1.0° x 1.0° mostrada en la Figura 5.5(b), cubriendo la
zona de estudio. En este caso, se consideran las mismas variables y niveles
de presién (altura), pero incluyendo una componente temporal (se toman los
campos a las 06h y las 30h). Esta componente temporal compensa la reduccion
de escala de la rejilla teniendo en cuenta efectos de borde y de contorno que

podrian alcanzar la zona de la rejilla durante el periodo de interés.

¢ = (Coo, C30)- (5.2)

Este patrén esta orientado a predictandos de baja resolucién como, por ejem-
plo, las estaciones de la red principal mostradas en la Fig. 5.1b.

» Patron 3: Rejilla de 1.0° x 1.0° mostrada en la Figura 5.5(c). En este caso se
considera un patron atmosférico concreto para cada una de las doce cuencas
hidrograficas espanolas. Para ello se combinan los campos anteriores en un
dominio temporal de mayor resolucion: 06, 12, 18, 24, y 30 UTC. En este caso
se cubre el periodo de prediccién con toda la informacion disponible:

c= (C067 C12,C18,Ca4, C30)~ (5-3)

Este es el patron especificamente orientado a predictandos de alta resolucién
como, por ejemplo, las estaciones de la red secundaria mostradas en la Fig.
5.3b.
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Figura 5.5: Distintas areas que cubren la peninsula Ibérica: (a) Rejilla de escala (macro-3)
de 2.5°x2.5° de latitud y longitud correspondiente al Atldntico Norte; (b) rejilla peninsular
(meso-) 1° x 1° de latitud y longitud; (c) rejilla meso-/3 1° x 1° para la cuenca Norte de
la Pensinsula Ibérica (cada una de las doce cuencas tendria su propia rejilla en este caso).
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Teniendo en cuenta que esta Tesis estd orientada a la prediccion local, sélo se
utilizaran los patrones correspondientes a los Patrones 2 y 3, ya que el primer patron
resulté ser muy ineficiente para este problema (ver Gutiérrez et al., 2004a, para
una evaluacién detallada de los patrones para el problema de la prediccion local).
También se han realizado experimentos con patrones especificos en los que se han
seleccionado tinicamente variables relevantes para precipitacion, pero en esta Tesis
se ha optado por mantener un patrén atmosférico genérico.

Concretamente, el Patrén 2 se utilizara para la region y observaciones mostradas
en la Fig. 5.1, mientras que el Patréon 3 se utilizara para las observaciones de alta

resolucion mostradas en la Fig. 5.3.

Discretizacion en Tipos de Tiempo

Los patrones presentados en la seccion anterior tienen un elevado ntimero de di-
mensiones, lo que, en ocasiones, dificulta el tratamiento de los mismos. Por ejemplo,
el estado de la atmdsfera generado por el Patrén 2 seria un vector con 9x 15 (grid) x6
(niveles) x5 (variables) = 4050 dimensiones. Sin embargo, estos patrones presentan
un elevado grado de dependencia espacial y temporal, que puede ser utilizada para
representar dicho estado por un niimero menor de variables independientes, puesto
que su dimensién efectiva es mucho menor. Para ello pueden aplicarse técnicas de
reduccién de dimensionalidad, como la popular técnica de Componentes Principales
(ver, por ejemplo, Gutiérrez et al., 2004b), o técnicas de cuantizacién o agrupacion,
que proporcionan un conjunto representativo reducido de patrones (tipos de tiem-
po, o weather types, en inglés) que proporcionan una tnica variable discreta C' que
caracteriza la configuracién atmosférica de forma cuantizada, pudiendo tomar sélo
un numero predefinido de valores 1, ..., k, cada uno de las cuales corresponde a una
clase o tipo de tiempo (ver, por ejemplo, Gutiérrez et al., 2004b, Cap. 2 para més
detalles).

Esta discretizacion se suele realizar mediante técnicas de agrupamiento, que son
utilizadas en numerosas disciplinas para dividir o segmentar un conjunto de datos
en subconjuntos homogéneos siguiendo algin criterio de similitud (ver Anderberg,
1973, para una descripcién detallada de estos métodos). El método mas comin es
el algoritmo de las k-medias (ver, por ejemplo, Gutiérrez et al., 2004b) en el cual,
dado un grupo de vectores o patrones reales d-dimensionales X = {x1,...,X,},
y un nuimero predefinido de grupos k, se calculan un conjunto de prototipos d-
dimensionales, {vy,..., vk}, o centroides, cada uno de ellos caracterizando a un

grupo de datos C; C X formado por los vectores para los cuales v; es el prototipo
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mas cercano, segun alguna métrica elegida (normalmente la distancia euclidea). Esta
tarea es realizada siguiendo un procedimiento iterativo, el cual comienza con un con-
junto inicial de centroides v¥, ..., v elegidos aleatoriamente (ver Pena et al., 1999,
para una descripcién y comparacion de diferentes procedimientos de inicializacién).

El objetivo del algoritmo es minimizar globalmente la distancia intra-grupos

2
> 2 Ik =il (5.4)

iZl,...,T)’LXjECZ'
Como una busqueda exhaustiva del minimo es prohibitiva, se calcula un minimo
local mediante un ajuste iterativo de los centroides de los grupos, re-asignando cada
patrén al centroide mas cercano. En la iteracién (r + 1)-ésima, cada uno de los

C

vectores x; es asignado al grupo i-ésimo, donde i = argmin, || x; — v{ ||, v los

prototipos son actualizados por medio de los correspondientes patrones:

V:+1 = Z xj/#cia

Xj eC;

donde #C; denota el niimero de elementos en C;. Bajo ciertas condiciones, el proceso
R

iterativo anterior converge después de R iteraciones, y los centros finales v;* son
los prototipos (centroides). Cada uno de los centroides v; representa un grupo C;
formado por los patrones mds cercanos a v que a cualquier otro centroide; este
grupo caracteriza un “tipo de tiempo” dado. El algoritmo de k-medias consiste en

los siguientes pasos:

1. Seleccionar el numero de grupos deseados k.
2. Inicializar los centroides de los grupos (p.e. aleatoriamente).
3. Repetir:

a) Asignar cada vector (patrén atmosférico) al grupo més cercano.

b) Re-calcular los centroides de cada grupo, para que sean la media de los

patrones asignados a ese grupo.

Por lo tanto se puede describir el estado de la atmédsfera mediante un escalar
discreto C* obtenido clasificando los patrones en k clases, utilizando el algoritmo k-
medias, descrito anteriormente. En las figuras 5.6(a) y (b) se muestran dos ejemplos
de la agrupacién del estado de la atmosfera en 100 clases, correspondientes a los
Patrones 1 y 3, mostrados en la Figura 5.5(a) y (d), respectivamente. En la primera

de estas figuras se puede observar claramente la circulacién de verano e invierno
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asociada a ondas largas diferenciadas en la parte izquierda y derecha de la figura.
Este ejemplo ilustra la resolucién espacial de estas variables de estado C*.

Hay que tener en cuenta que el nimero de estados k£ deberia de estar asociado
con la variabilidad espacial que es capaz de resolver el modelo numérico para el
patrén considerado; este aspecto se analizard en el Capitulo 7 comparando, para un
mismo dominio, los resultados obtenidos con dos patrones distintos, C1° y C1% con
10 y 100 estados, respectivamente.

En algunos experimentos aislados se utilizaran los datos del patron atmosférico
en los distintos puntos de rejilla, pero en la mayor parte de la Tesis se considerara el
estado de la atmdsfera mediante las variables discretas C'° o C'%) caracterizando

un numero discreto de tipos de tiempo.
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PC2

PC1

PC2

PC1
Figura 5.6: Agrupamiento del reandlisis ERA-40 con el algoritmo de k-medias consideran-
do 100 grupos para (a): Patrén 1 y (b): Patrén 3. El grafo muestra los patrones diarios y
los centroides proyectados en el espacio de las dos primeras componentes principales. Las

lineas de separacién entre diferentes grupos corresponden al diagrama de Voronoi asociado
a los centroides.



CAPITULO 6

Aplicaciones de las Redes Bayesianas en
Meteorologia

En los dltimos afios las redes Bayesianas (RBs) se han aplicado con éxito en dis-
tintos campos, como la genémica (Friedman et al., 2000), economia (Jangmin et al.,
2004), ingenieria (Nadi et al., 1991), ecologia (McCann et al., 2006), diagndstico
médico (Nikovski, 2000), etc. (ver Mittal and Kassim, 2007; Pourret et al., 2008,
para una descripcién més detallada de aplicaciones en distintos ambitos). Es de
destacar, en el campo de la hidrologia, la Tesis presentada por Mediero Orduna
(2007), en la que se describe un sistema de prediccién donde se combinan un mod-
elo para simular el comportamiento hidrolégico de una cuenca fluvial, y una red
Bayesiana (aprendida con datos sintéticos) para capturar la variabilidad e incer-
tidumbre de los procesos hidrolégicos desde un punto de vista probabilistico. Sin
embargo, las aplicaciones de estos modelos en Meteorologia son relativamente es-
casas, con numerosos casos de estudio similares al mostrado en el Ejemplo 3.2. Por
ejemplo, Abramson et al. (1996) describen el sistema Hailfinder para la prediccién
de granizo, Kennett et al. (2001) describen un modelo para la prediccién de brisa
marina, y Hruschka and Ebecken (2005) presentan un sistema para la predicciéon de
niebla.

Por tanto, un primer objetivo en el desarrollo esta Tesis fue realizar un anélisis
de las aplicaciones potenciales de las RBs en este campo, explorando distintos prob-
lemas meteorolégicos de interés en los que esta técnica de mineria de datos podria

ofrecer ventajas frente a otras metodologias. En este capitulo no se realizara ninguin

109
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desarrollo tedrico en el area de las RBs, sino que se utilizaran los algoritmos estandar
de aprendizaje y propagacién de evidencia descritos en el capitulo 3 como una aproxi-
macién inicial a la Meteorologia. Parte de los resultados que aparecen en este capitulo
se encuentran en una publicacién que describe, desde un punto de vista genérico,
las posibles aplicaciones de las RBs en Meterorologia (Cano et al., 2004). Como her-
ramienta de trabajo, se ha utilizado la toolbox de RBs para Matlab (Murphy, 2001),
cuyos detalles se encuentran en http://bnt.sourceforge.net/.

Este capitulo esta dividido en tres secciones con sendas aplicaciones bésicas de
las RBs, planteadas sobre problemas de Meteorologia que se adectian al tratamiento
probabilistico. En cada una de ellas, primero se introduce el problema meteorologi-
co, después se establecen las limitaciones de la metodologia al uso y finalmente se
proponen las soluciones (siempre ilustradas con un sencillo ejemplo de aplicacién),
con el tnico fin de poner de manifiesto las ventajas de las RBs cuando se aplican
en dichos problemas. En la Sec. 6.1, se desarrolla un modelo de RB para caracteri-
zar la distribucion espacial de precipitacion, constatando la dificultad existente para
modelizar las relaciones espaciales de dependencia entre distintos observatorios (o
localidades), y demostrando que las RBs proporcionan un modelo capaz de carac-
terizar conjuntamente las relaciones a priori y condicionales mas relevantes en un
unico modelo conjunto. En la Sec. 6.2, se analizan los generadores de tiempo para
la simulacion estocéastica de fenémenos meteorolégicos, mostrando que las RBs son
capaces de considerar el comportamiento colectivo, obteniendo realizaciones espa-
cialmente consistentes. En la Sec. 6.3, se trata la prediccion local de precipitacion
utilizando la aproximacién mas inmediata, que consiste en relacionar las predic-
ciones de los modelos numéricos de circulacién atmosférica (ver Sec. 2.2) con las
observaciones. Los resultados obtenidos en este caso son prometedores, pero manifi-
estamente mejorables, dando pie a a las aportaciones que se muestran posteriormente

en la Tesis.

6.1. Estructura Espacial de la Precipitacion

La estructura espacial de la precipitaciéon es un caso paradigmatico de las com-
plejas relaciones espaciales que presentan, en general, las variables meteorologicas
(sobre todo aquellas més influenciadas por la orografia). Por ello, es un buen ejemplo
que nos va a servir para ilustrar algunas de las principales ventajas de la aplicacion
de las RBs en meteorologia. En este caso el area y los datos utilizados corresponden
al dominio de baja resolucion sobre la Peninsula Ibérica descrito en la Sec. 5.1.

La compleja estructura espacial de la precipitacién se ilustra en la Fig. 6.1, donde
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Figura 6.1: Correlacién entre estaciones en el dominio de baja resolucién. (a) Marginal.
(b) Condicionada al caso Estado de la atmdsfera C=4. (c) Condicionada a Precipitacion
en Munera=0. (d) Condicionada a Precipitacion en Munera=0y C=4.

se muestra la correlacién entre cada par de estaciones para cuatro planteamientos
tipicos de meteorologia, como son: (a) global entre cada par de estaciones, (b) condi-
cionada al estado de la atmésfera, para un tipo de tiempo concreto, (¢) condicionada
al estado de una estacién determinada y (d) condicionada simultdneamente al estado
de la atmésfera y una estacién determinada. Ademads, para una mejor comprension,
se han separado con rectangulos rojos las diferentes cuencas hidrograficas de este
dominio (sélo se muestran las 10 cuencas hidrograficas de la peninsula), que han sido
etiquetadas como C (Catalana), N (Norte), D (Duero), T (Tajo), GN (Guadiana),
G (Guadalquivir), S (Sur), SG( Segura), L (Levante) y E (Ebro). En la Fig. 6.1 (a)
se observa que, en general, las estaciones que corresponden a una misma zona hidro-
grafica presentan una dependencia més fuerte; incluso se pueden llegar a distinguir
diferentes zonas dentro de una misma cuenca como, por ejemplo, la que se observa en
la Cuenca Norte entre la parte derecha (Galicia) y la parte izquierda (Cantébrico).
Ademas de esta relacién a priori (o marginal) de las variables, existen otras depen-
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dencias condicionales que hacen atin mas complicada la visién global del problema
y la comprension de la dependencia espacial, como se puede ver en la Fig. 6.1(b),
donde se muestra el aspecto que tiene la correlacion entre cada pareja de estaciones
cuando el calculo se condiciona a un determinado estado de la atmosfera, mostrando
cambios que pueden ser muy significativos; como ejemplo, se ha buscado un caso
muy diferente respecto a la correlacién a priori, que corresponde al estado C' = 4 (un
tipo de tiempo particular; ver Sec. 5.3). Anédlogamente, en la Fig. 6.1(c), se mues-
tran las correlaciones condicionadas al evento Precipitacion en Munera=0mm/24h
(destacada con un + en rojo); a esta resolucién el impacto de una estaciéon sobre
el resto es muy pequeno debido a la gran variabilidad espacial de la precipitacién,
posteriormente veremos que esto es muy diferente en el dominio de alta resolucién.
Finalmente, la Fig. 6.1(d) muestra las correlaciones condicionadas a los dos eventos
anteriores Precip. Munera=0mm/24h y C=4; en este caso, las correlaciones vuelven
a ser marcadamente diferentes respecto a los casos anteriores. Esta complejidad,
referida a parejas de estaciones, es aiin mayor en el caso de considerar grupos de
estaciones (normalmente una cuenca entera), dejando patente la dificultad existente
para representar y visualizar globalmente las relaciones de dependencia espacial de
ciertas variables, como la precipitacién acumulada diariamente. Como se vera a con-
tinuacion, las RBs proporcionan un modelo capaz de caracterizar conjuntamente
las relaciones a priori y condicionales mas relevantes considerando un tinico modelo

conjunto.

6.1.1. Ejemplo de Aplicacion de Redes Bayesianas

Las redes Bayesianas permiten modelizar las relaciones espaciales de dependen-
cia entre los distintos observatorios a partir del registro histérico de datos observa-
dos. Por ejemplo, la Fig. 6.2 muestra un grafo dirigido aciclico correspondiente a
la precipitacion discretizada de acuerdo con los umbrales establecidos en la seccion
5.1, obtenido con un método de aprendizaje automético esténdar (el algoritmo B),
utilizando el registro histérico disponible, ver seccién 3.5. Las estaciones (nodos)
estan conectadas mediante aristas que representan relaciones de dependencia; de
modo que si exite una arista del nodo 3’ al nodo y*, se dice que ¥’ es un padre
de y*, o que ¥* es un hijo de y’. Por ejemplo, en la Figura 6.2, los nodos Vitoria
y Logrono son ambos hijos de Pamplona y Huesca es padre de Lérida. Como se
vi6 en la secc. 3.3.1, el criterio de d-separacién permite saber si dos estaciones son
o no condicionalmente dependientes dada otra sin més que comprobar los distintos

caminos que unen las dos variables en cuestion en el grafo. Por otra parte, como se
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Figura 6.2: Grafo dirigido aciclico que codifica las relaciones de dependencia entre la
precipitacion entre las estaciones del dominio de baja resolucion utilizado en este ejemplo.
La zona ampliada muestra en detalle los enlaces en las estaciones: A = Vitoria, B =
Logrono, C' = Pamplona, D = Zaragoza, E = Huesca, F = Lérida y G = Soria.

vié en la secc. 3.3.2, el grafo implica una factorizacion de la probabilidad conjunta
(FPC) P(Xy, Xy, ..., X100) mediante el producto de 100 funciones de probabilidad
condicionada (CPDs), una para cada nodo, dados sus padres (por ejemplo, la Tabla
6.1 muestra una de estas probabilidades condicionadas, que han sido estimadas a
partir del registro histérico de datos). El modelo factorizado resultante permite cal-
cular la probabilidad de los distintos estados de precipitacién en cada estacion, y
actualizar estas probabilidades cuando se dispone de evidencia. Por ejemplo, las
probabilidades a priori de las variables se obtienen calculando P(y; = s),s = 0, 1;
i =1,...,100, tal como muestra la Tabla 6.2(a) para algunas de ellas. Esta tabla

Estado de Pontevedra

HPontevedra 0 1 2 3
{0,0} 0.9377 | 0.0552 | 0.0047 | 0.0024
{0,1} 0.5909 | 0.3727 | 0.0273 | 0.0091
{1,0} 0.4026 | 0.4935 | 0.0909 | 0.0130
{1,1} 0.1736 | 0.5069 | 0.2500 | 0.0694
{2,0} 0.0909 | 0.4545 | 0.4545 | 0.0000
{2,1} 0.1429 | 0.3333 | 0.3095 | 0.2143
{3,0} 0.5000 | 0.1000 | 0.4000 | 0.0000
{3,1} 0.0000 | 0.0357 | 0.3929 | 0.5714

Tabla 6.1: Probabilidad del nodo Pontevedra, condicionada a su conjunto de padres II =
{Vigo, Marin}.
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(a) Probabilidad marginal (inicial), P(y")
Estado | Santander | Oviedo | Avilés | Lugo || Coruiia | Santiago | Vigo
0 0.680 0.667 | 0.648 | 0.707 || 0.596 0.545 | 0.570
1 0.320 0.333 | 0.352 | 0.293 || 0.404 0.455 | 0.430

(b) P(y;|Santander = 1)
Estado || Santander | Oviedo | Avilés | Lugo || Coruna | Santiago | Vigo
0 0.000 0.250 | 0.125 | 0.211 || 0.334 0.368 | 0.429
1 1.000 0.750 | 0.875 | 0.789 | 0.666 0.632 | 0.571

(c) P(y*|Santiago = 1)
Estado || Santander | Oviedo | Avilés | Lugo || Coruna | Santiago | Vigo
0 0.556 0.502 | 0.482 | 0.466 | 0.142 0.000 | 0.052
1 0.444 0.498 | 0.518 | 0.534 || 0.858 1.000 | 0.948

(d) P(y*|Santander = 1, Santiago = 0)

Estado || Santander | Oviedo | Avilés | Lugo || Coruna | Santiago | Vigo
0 0.000 0.365 | 0.210 | 0.361 || 0.657 1.000 | 0.894
1 1.000 0.635 | 0.790 | 0.639 || 0.343 0.000 | 0.106

Tabla 6.2: (a) Probabilidades marginales (iniciales) de los nodos; (b)-(d) probabili-
dades condicionadas a la evidencia: e; = {Santander = 1}, eo = {Santiago = 1},
y es = {Santander = 1, Santiago = 0}. La evidencia se indica en negrita y la
probabilidades que mas varian se han subrayado.
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muestra que los regimenes de precipitacién en el area de estudio son similares, da-
do que todas ellas pertenecen a una misma cuenca hidrografica. A continuacién, a
medida que se recibe cierta informacion o evidencia e relevante para el problema se
pueden calcular las nuevas probabilidades P(y;|e) para actualizar el conocimiento.
Por ejemplo, las Tablas 6.2(b)-(d) muestran el efecto producido por distintas evi-
dencias. Comparando estas probabilidades con las probabilidades iniciales se pueden
analizar los efectos de la informacién sobre las relaciones entre las distintas variables,
mostrando que las RBs permiten modelar de forma eficiente, en un tinico modelo, las
relaciones probabilisticas de dependencia espacial existente entre un gran nimero
de estaciones pluviométricas. Estos modelos pueden contribuir en gran medida a
la realizaciéon de estudios estadisticos que requieran una coherencia espacial. Pos-
teriormente mostramos dos ejemplos que utilizan esta idea para desarrollar tanto
generadores estocasticos de tiempo como modelos de prediccién local, conservando

la coherencia espacial.

6.2. Generadores de Tiempo (Weather Generators)

Los generadores de tiempo (en inglés, weather generators) se han utilizado en
distintos ambitos, principalmente en hidrologia y agricultura, para simular series de
datos meteoroldgicos a escala diaria (Wilby and Wilks, 1999; Wilks, 1999a). La sim-
ulacién de una determinada variable se realiza a partir de su funcién de distribucion
o, en su defecto, a partir de algin conjunto de estadisticos representativos que per-
mitan caracterizar ésta; por ejemplo, estos modelos permiten obtener simulaciones
de la precipitacién diaria en una localidad concreta a partir de la media y varianza
anual, o mensual, y la probabilidad de ocurrencia de precipitacion. Estos estadisti-
cos pueden ser estimados a partir de registros histéricos (los denominados valores
normales climatoldgicos), y/o a partir de valores anémalos previstos (por ejemplo, la
precipitacion mensual prevista por una prediccion estacional, o la anomalia de tem-
peratura procedente de una proyeccién regional de cambio climédtico). Por tanto, los
generadores de tiempo pueden considerarse técnicas de desagregacion temporal que
simulan series de tiempo diario respetando las propiedades climatolégicas conocidas
de la variable (distribucién, probabilidades de ocurrencia, etc.).

La precipitacion es una de las variables mas importantes, con enorme influencia
en agricultura, hidrologia, etc., ya que otras variables como la evapotranspiracion,
la radiacién solar y la temperatura dependen de ella. Por tanto, esta variable de-
sempena un papel destacado en los generadores de tiempo que, en su gran mayoria,
estan especificamente adaptados para trabajar con ella. Por ejemplo, Richardson
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(1981) propuso un método que primero simula la precipitacion, y en funcién de ella,
la temperatura y la radiaciéon solar. Una dificultad anadida para trabajar con la
precipitacién es su caracter mixto discreto/continuo, pues sélo el evento prec = 0
tiene probabilidad no nula. Por tanto, se puede distinguir entre una variable bina-
ria ocurrencia de precipitacion y una variable continua cantidad de precipitacion
(condicionada a prec > 0). La mayoria de los generadores de tiempo tratan estas
dos variables de forma separada, desarrollando métodos apropiados para simular
la ocurrencia del evento, por una parte, y su cantidad o intensidad por otra (ver
Gutiérrez et al., 2004b, , Cap. 2, para mas detalles).

En esta seccién unicamente nos referiremos a eventos binarios (ocurrencia de

precipitacién).

6.2.1. Cadenas de Markov

Las cadenas de Markov (ver Fig. 6.3) fueron los primeros modelos aplicados en
la simulacién de series binarias de ocurrencia de precipitacién. Segin este modelo,
la ocurrencia o no de precipitacién para una localidad dada Y; se simula en base a
la probabilidad:

p(yilyi™), (6.1)

donde el nimero de fechas “pasadas” a las que se condiciona constituye el orden
del modelo. Un resultado interesante es que un sencillo modelo de primer orden
(como el mostrado en la ecuacién 6.1) permite simular correctamente la natu-
raleza persistente de la precipitacién diaria, es decir, la autocorrelacién de la serie
(Gabriel and Neumann, 1962). Esto permite considerar generadores de tiempo muy
eficientes para simular series aisladas de ocurrencia de precipitacién, preservando la
correlacion temporal y las propiedades estadisticas del observatorio en estudio. Por
ejemplo, la Fig. 6.4 ilustra la coincidencia de las frecuencias relativas observadas y
simuladas de precipitacion diaria, de longitud 10 anos, en las distintas estaciones
del dominio de alta resolucién considerado en esta Tesis (la Cornisa Cantébrica,
ver Fig. 5.3). Ademads, la Fig. 6.5 muestra que, a pesar de que se tiene informacién
unicamente del dia anterior, el modelo de primer orden también es capaz de simular
adecuadamente las rachas de dias secos y lluviosos.

En este tipo de modelos, la serie de cada observatorio se simula de forma inde-
pendiente y, por tanto, cuando se aplican a un grupo de observatorios de una cierta
region, se generan realizaciones sin coherencia espacial. Sin embargo, como ya se ex-
plico en la Sec. 6.1, aunque la precipitacién presenta una gran variabilidad espacial y

temporal debido a la interaccién atmodsfera-suelo, al mismo tiempo existe una mar-
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Figura 6.3: Esquema de un modelo de Markov de primer orden para un conjunto de

localidades Y7, Y5, . ... La zona sombreada corresponde a valores “pasados”.
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Figura 6.4: Ejemplo de aplicacién del modelo de Markov de primer orden para el evento
ocurrencia de precipitacién sobre los 42 observatorios en la Cornisa Cantéabrica.

cada estructura de dependencia espacial a escala local, como mestra el aspecto de la
matriz de dependencias del conjunto de estaciones mostrada en la Fig. 6.6. Esta dis-
tribucion espacial es relevante en numerosos y variados problemas relacionados con
la meteorologia para los que este tipo de métodos no son apropiados; por ejemplo,
en los modelos hidrolégicos el comportamiento colectivo de toda una cuenca fluvial
es un aspecto critico a la hora de evaluar los impactos potenciales de determinadas
anomalias previstas (ver, por ejemplo, Wood, 2004; Bertacchi Uvo et al., 2001).

Para responder a este problema, recientemente han sido desarrollados algunos
métodos que introducen la variabilidad espacial en el modelo. Por ejemplo, Wilks
(1999b) realiza una simulacién conjunta de series para un grupo de estaciones con-
siderando una distribucion normal conjunta. Por otra parte, se han propuesto mo-
delos con variables ocultas que tienen en cuenta la estructura espacial del problema
(como los modelos ocutos de Markov); estas técnicas parecen ser mas apropiadas
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Figura 6.5: Ejemplo de aplicacién del modelo de Markov de primer orden para la repro-
duccion de rachas de lluvia y sequia.

para este problema.
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Figura 6.6: Matriz de dependencia espacial marginal entre los 42 observatorios de la
Cornisa Cantabrica, donde se aprecian zonas claramente diferenciadas.

6.2.2. Modelos de Markov Ocultos (HMM)

Los Modelos de Markov Ocultos (en inglés Hidden Markov Models, HMM), son
una variante de los modelos de Markov en la cual se introducen variables no observ-
ables que condicionan al conjunto de variables observadas (ver Fig. 6.7), y cuyos
pardametros se infieren a partir de éstas mediante algoritmos iterativos (como el al-
goritmo de Maximizacién de la Esperanza, EM). En estos modelos la probabilidad
de ocurrencia de precipitacion en cada localidad Y; se simula en base a:

p(yilyi=" Hy) = p(y!, Hy). (6.2)
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Estos modelos son muy utilizados en reconocimiento de patrones, ya que obtienen
conocimiento global del sistema codificado en las variables oculatas resultantes del
proceso de aprendizaje, razon por la que su uso estd cada vez mas extendido, con
numerosas aplicaciones en meteorologia, especialmente en la simulacion de la vari-
abilidad espacio-temporal de la precipitacién (Hughes et al., 1999; Sansom, 1999),

y en el estudio de patrones sinopticos (Bellone et al., 2000).

Ht-1 Ht

8 Y+, ) Y,
Y+, Y,

Figura 6.7: Esquema de un modelo de Markov oculto, donde todas las estaciones estdn
condicionadas a la variable oculta H, que conecta el sistema en un instante de tiempo con
el estado anterior.

La capacidad de expresion de la variabilidad espacial de los HMM es relativa-
mente alta respecto del nimero de estados de la variable oculta. Por ejemplo, la
Fig. 6.8 muestra la estructura de dependencia espacial de las series simuladas con
un modelos de Markov con una variable oculta de 8 estados; esta figura reproduce
las estructuas (modos) espaciales de precipitacién de la serie original. Como es légico
suponer, la capacidad de expresion de la variabilidad espacial de los HMM mejora
con el nimero de estados de la variable oculta aunque, por otra parte, no se pueden
utilizar demasiados estados ya que el nimero de parametros crece multiplicativa-
mente, y el modelo se sobreajusta a los datos.

A continuacion se propone una aplicacién de las Redes Bayesianas que permite
mantener la expresividad del modelo utilizando una estructura probabilistica mas

simple, con menos parametros.

6.2.3. Ejemplo de Aplicacion de Redes Bayesianas

Como se vio en la Sec. 6.1, las redes Bayesians (RBs) permiten modelizar de

forma conjunta la funcién de probabilidad de un conjunto de estaciones Y7, ...,Y}:

n

Py, Yn) = Hp(yz‘|7Tz‘)- (6.3)

i=1
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Figura 6.8: Matriz de dependencia espacial entre las 42 estaciones obtenida a partir de
un HMM.

Por tanto, a partir de esta FPC se pueden simular series de precipitacién para
todas las estaciones que serian coherentes, tanto temporal, como espacialmente.
Para ello, se puede utilizar un método de simulacién simple e intuitivo, que consiste
en simular las variables siguiendo un orden ancestral (simulando ordenadamente, de
padres a hijos), de forma que sélo se simula el valor de una variable cuando han
sido simulados todos y cada uno de sus padres (Henrion, 1988; Castillo et al., 1997);
de esa manera, se puede utilizar la probabilidad de la variable en una localidad
concreta, condicionada al valor simulado de los padres, para simular la ocurrencia o
no de precipitacion. Es decir, la ocurrencia o no de precipitaciéon para una variable
concreta Yy, en el instante de tiempo ¢, se simularfa a partir de p(y;|7!), donde =’
es el valor de los padres, para el instante de tiempo ¢, que ya ha sido simulado en

un paso anterior del algoritmo.

Este algoritmo actia como un generador de tiempo con consistencia espacial ya
que, en lugar de realizar simulaciones independientes para cada variable, se tienen
en cuenta todas y cada una de las dependencias espaciales codificadas en el grafo.
Por ejemplo, la Fig. 6.9 muestra el grafo obtenido para el conjunto de datos de la
Cornisa Cantabrica, utilizando los algoritmos de aprendizaje automatico descrito en
la Sec. 3.5 (en particular, este grafo se ha aprendido con el algoritmo local B que se

describe en la Sec. 8.1).

En la Fig. 6.10 se ilustra la diferencia entre una simulacién realizada con un
modelo de Markov (izquierda) frente a una simulacién obtenida a partir de la red
Bayesiana (derecha). Esta figura muestra tanto la probabilidad utilizada para simu-
lar la presencia de lluvia para cada estacién (valores azules o verdes), como los valores
simulados resultantes (rojos). Los valores en rojo simulados a partir de los azules
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Figura 6.9: Grafo dirigido aciclico obtenido a partir de los datos con un algoritmo de
aprendizaje localB.

plantean un modo de precipitacién incoherente; en cambio en la parte derecha, los
valores binarios obtenidos a partir de las probabilidades dadas por la red Bayesiana
de forma secuencial, generan un modo de precipitacién mas realista respecto a la cli-
matologia. Por tanto, mientras el modelo de Markov produciria series simuladas de
precipitacion incorreladas entre unas localidades y otras, la red Bayesiana produciria
series con la estructura espacial propia del problema. En la Fig. 6.11 se muestra la
matriz de dependencia espacial obtenida al simular 10 anos de datos con la red
Bayesiana (observar la similitud con la matriz de correlacién para observaciones,

mostrada en la Fig. 6.6).
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Figura 6.10: Simulacién de una realizacién (un dia) de precipitacién para las 42 estaciones
de la Cuenca Norte, considerando un modelo de Markov (izquierda) y una red Bayesiana
(derecha). Los valores binarios (en rojo) son obtenidos a partir de los probabilisticos (en
azul o verde).

La principal limitacién del modelo basado en redes Bayesianas es que no posee la



122 6. APLICACIONES DE LAS REDES BAYESIANAS EN METEOROLOGIA

o«
T

Figura 6.11: Matriz de dependencia espacial entre las 42 estaciones obtenida a utilizando
la red Bayesiana.

componente de persistencia necesaria para simular las rachas de ausencia o presencia
de lluvias, es decir, le falta la componente de Markov. Para ello, se pueden generalizar
las redes Bayesianas considerando una componente dinamica formada dos grafos
idénticos que representan el valor de las variables en instantes de tiempo t — 1 y
t, respectivamente (ver Fig. 6.12); en esta red se pueden introducir enlaces entre
los dos instantes de tiempo de cada variables (a modo de transiciones de Markov).
El modelo final posee enlaces intra-temporales (mostrados en gris en la figura) y
intertemporales (mostrados en negro). Existen modelos mas complicados, donde se
permite que la estrucutra intra-temporal de la red cambie en el tiempo, pero en esta

seccion se ilustra la aplicacién de los modelos méas sencillos.

Figura 6.12: Estructura esquemaética de la red Bayesiana dindmica utilizada; en gris apare-
cen los enlaces que representan la estructura espacial.

Esta misma idea puede también aplicarse para generalizar los modelos ocultos
de Markov (HMM), considerando una estructura de dependencia espacial entre las
localidades, para representar aquellas dependencias espaciales que no son represen-
tadas de forma apropiada por los estados (modos) de la variable oculta. Esto se lleva
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a cabo planteando modelos HMM extendidos (HMME), de manera que la dependen-
cia espacial dada por una red Bayesiana es anadida a la estructura del HMM, como
se muestra en la Fig. 6.13.

Ht-1 Ht

Y, Y, Yt Y,
\ /¢ Y+, \ /3 Y,
Y+, Y4,

Figura 6.13: Esquema de un HMME, donde se muestran, en gris, los enlaces espaciales
aprendidos con una red Bayesiana.

Para comparar los resultados del modelo extendido, HMME, y el modelo estandar,
HMM, se ha procedido a realizar un agrupamiento de los distintos patrones de pre-
cipitacion sobre la Cornisa Cantabrica, utilizando los registros histéricos disponibles.
Para ello se ha utilizado una red autoorganizativa (en inglés, Self-Organizing Mod-
el, SOM) para obtener 25 tipos o “modos” de precipitacion, representada por los
centroides resultantes del proceso de agrupamiento, que es similar al algoritmo de
k-medias descrito en la Sec. 5.3. La Fig. 6.14 muestra la frecuencia de cada uno
de los 25 tipos de tiempo para las observaciones (izquierda), simulacién con HMM
(central) y simulacién con HMME (derecha), considerando series simuladas de la
misma longitud que las series originales de cada localidad. Esta figura muestra que
los modos simulados por el modelo HMME representan mejor la climatologia de
modos observada que el modelo HMM, ya que este tltimo simula peor los modos de
menor frecuencia debido a la limitacién a 8 estados de la variable oculta.

Obsérvese que a la hora de combinar la variable oculta con las dependencias
espaciales existen distintas alternativas, segin se aprendan primero unos enlaces u
otros; en esta Tesis no se exploran estas posibiliades y se dejan para un trabajo
futuro.

6.3. Prediccion Local

En la actualidad, la principal herramienta para la predicciéon meteoroldgica son
las simulaciones del estado futuro de la atmosfera generadas por los modelos numéri-
cos de circulacién atmosférica, ya sean globales o locales (ver Sec. 2.2.3). Estos mo-
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Figura 6.14: Comparacién entre la simulacién realizada por un HMM y un HMME.

delos deben parametrizar aquellos procesos cuya escala es inferior a la resolucion
utilizada en la simulaciéon y que, generalmente, tienen gran influencia en la variabil-
idad de la fenomenologia en superficie, a escala local (es decir, ademds de la com-
ponente dindmica, todos los modelos incluyen términos empiricos). Esta limitacién
constituye una de las principales razones por la que se han desarrollado técnicas es-
tadisticas de postproceso de las predicciones, combinando esta informacion con las
observaciones de las variables de interés en superficie (temperatura, precipitacion,
etc.), de forma que éstas se puedan infererir a partir de las variables de gran escala
de los modelos, evitando el uso de otras variables que son més dependientes de las
parametrizaciones (como la propia precipitacién simulada por los modelos).

Desde un punto de vista histérico, las primeras técnicas estadisticas de predic-
cién local no utilizaban las salidas de los modelos de circulacién atmosférica, sino
que se basaban en el andlisis de series temporales, que ajustan los parametros del
modelo utilizando tnicamente los registros historicos de observaciones, para sim-
ular la dindamica oculta en la serie temporal. Entre ellas se encuentran, los mo-
delos autorregresivos (Zwiers and von Storch, 1990), incluyendo métodos no linea-
les basados, por ejemplo, en redes neuronales (Gardner and Dorling, 1998), y los
métodos de reconstruccién de series cadticas basadas en la técnica de embedding
(Pérez-Munuzuri and Gelpi, 2000), por citar las mas importantes. Sin embargo, es-
tas técnicas estadisticas que utilizan inicamente las series de observaciones pierden
su capacidad predictiva muy rapidamente con el alcance de la predicciéon, resultando
competitivas inicamente en el muy corto plazo en comparacién con otros métodos
(ver, por ejemplo Cofino, 2004).

Afortunadamente, las técnicas estadisticas ya no tienen porque restringirse exclu-
sivamente a las series de observaciones, ya que existen cada vez mas bases de datos
histéricas con reandlisis de modelos de circulacion atmosférica (ver Sec. 2.4) que
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pueden ser tratadas junto con las series de observaciones en los modelos estadisti-
cos; en la Fig. 6.15 se muestra esquematicamente este proceso. De esta manera, se
puede aumentar la capacidad predictiva a escala local de los modelos de circulacién
para diferentes alcances de prediccion. Por ejemplo, en esta Tesis se utilizan los
datos del proyecto de reandlisis ERA-40 realizados con el modelo de circulacién IFS
del ECMWF, que proporciona una gran cantidad de campos meteoroldgicos (tem-
peratura, geopotencial, viento, humedad, precipitacién convectiva y a gran escala,
etc.) en diferentes niveles de presién (ver Sec. 5.3, donde se describen en detalle los
diferentes patrones y dominios que se utilizardn en esta Tesis).

alta resoluciéon

Figura 6.15: Esquema bésico de la prediccién local, donde se proyectan los campos C,
generados por el modelo numérico en un cierto dominio, sobre los fenémenos observados
a escala local o predictandos X.

En esta seccion se describe un primer ejemplo de aplicacién directa de las re-
des Bayesianas en este problema, considerando un sistema de prediccion local de

precipitaciéon para la Cornisa Cantédbrica.

6.3.1. Ejemplo de Aplicacion de Redes Bayesianas

La aproximacién mas inmediata para el problema de prediccién local consiste
en combinar en un mismo modelo de probabilidad conjunta las salidas directas de
un modelo numérico de circulacién (predictores), en los puntos de rejilla del modelo
sobre la zona de estudio, con las ocurrencias de precipitacién en un conjunto de
observatorios (predictandos). Es decir, se trata de obtener un modelo para estimar
la distribucién de probabilidad del vector de predictandos Y dado el vector de
variables predictoras C:

P(yle) = P(y1, .., yn | €1, ey ), (6.4)
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donde cada uno de los y; hace referencia a las probabilidades de los diferentes estados
de precipitacion en los nodos predictandos y cada uno de los ¢; hace referencia a las
salidas del modelo numérico en los nodos del dominio seleccionado.

En esta seccion se muestran los resultados de un caso simple, en el que las tinicas
variables del modelo numérico que se consideran son las predicciones de precip-
itacién (variable que se desea predecir localmente), sin utilizar otras variables méas
robustas (como el viento, geopotencial e incluso la humedad, que estdn més libres de
parametrizaciones y podrian predecir indirectamente la precipitacién ocurrida). Este
ejemplo describe, por tanto, una primera aproximacion al problema de la prediccién
meteoroldgica local, que serd analizado en mayor detalle en los siguientes capitulos
de la Tesis, al considerarse el problema central de la misma.

En la Fig. 6.16 se muestra la red obtenida aplicando el algoritmo B (ver Sec. 3.5) a
los datos de reanélisis (precipitacién prevista por el modelo en los puntos de la rejilla
del mismo, representados en color rojo) y observaciones (precipitacién ocurrida en
cada localidad, indicada en azul), para los dias en que se dispone de observaciones
en todas las localidades (ver Sec. 5.2). En este ejemplo se ha considerado el evento
Precip > 2mm y los datos han sido discretizados a 0 o 1 segun la ocurrencia, o el
valor previsto por el modelo, hayan sido inferiores o superiores a ese umbral. Para
simplificar el proceso de aprendizaje se han impuesto dos restricciones adicionales:
por una parte, los predictores no se pueden enlazar entre si; por otra, no se permiten
mas de tres padres por predictando. De esta manera se obtiene un modelo que a
partir de los valores discretizados de precipitacion prevista por el modelo numérico
en los puntos de grid, permite obtener las probabilidades de precipitacion adaptadas
a las distintas localidades.

Una vez entrenado el modelo considerando datos de reandlisis (asimilaciones y
predicciones en tiempo pasado), se puede utilizar operativamente considerando como
evidencia las predicciones dadas, dia a dia, por un modelo numérico de prediccion
similar al utilizado en el reanalisis. En este ejemplo se han considerado los valores de
precipitacién previstos con un dia de antelacién (D+1) por el modelo de prediccién
a plazo medio del ECMWF, durante el periodo del 1/12/1999 al 28/2/2000. A
partir de estos valores se han inferido las probabilidades de precipitacién en los
42 observatorios considerados y se han comparado con las ocurrencias reales. La
Fig. 6.17 muestra los valores de Brier Skill Score (BSS) y las curvas ROC (ver Sec.
4.2) obtenidas en este caso (ver Cofino et al., 2002, para mas detalles). Hay que
destacar que este tipo de sistemas hibridos estadistico-numéricos, son muy eficientes
y se ejecutan practicamente en tiempo real, por lo que pueden ser directamente
incluidos en la cadena operativa de prediccion para las diferentes pasadas y alcances
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Figura 6.16: Red Bayesiana que conecta los predictores (puntos de rejilla del modelo
numérico de circulacién) con los predictandos (ocurrencias locales).

desarrollados en los servicios meteorolégicos.

A pesar de los resultados y de su sencillez, este planteamiento es claramente
mejorable, sobre todo desde un punto de vista practico, ya que el niimero de variables
y estados en un sistema razonablemente realista resultaria excesivo para estimar
correctamente los parametros, dadas las bases de datos disponibles (ver Sec. 3.7);
ademds de implicar un enorme coste computacional en su fase de aprendizaje.

Dado que los resultados obtenidos resultan prometedores, en lo que resta de
Tesis se abordara este problema con mayor detalle, planteando al mismo tiempo un
sistema mas eficiente. Para ello, por un lado, se reconsiderara la representacién del
sistema mediante modelos més sencillos (con menos pardametros, utilizando weather
types), y por otro, se adaptaran las técnicas de aprendizaje descritas en 3.5, al

downscaling estadistico, tema al que se dedicard por completo el Capitulo 8.
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(a) Temporal BSS for Pp> 2 mm
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Figura 6.17: BSS y curvas ROC para la validacion de las predicciones en el periodo
DJF 1999 (90 dias). Se han utilizado como evidencia los patrones de precipitacién
prevista por el modelo en puntos de rejilla.



CAPITULO 7

Paradigmas de Prediccidon Probabilistica Local

En el capitulo anterior se han mostrado algunas aplicaciones genéricas de las
redes Bayesianas (RBs) en distintos problemas de meteorologia. El resto de la Tesis
se centra en la aplicacién de las RBs en un problema concreto: la prediccion proba-
bilistica local de precipitacion, pues es uno de los productos mas demandados por los
usuarios (Harris et al., 2001) y por lo tanto, una de las lineas de investigacién més
activas en la actualidad. Como primera aproximacién al problema, en el presente
capitulo se presentan los distintos paradigmas de prediccion local existentes, plantea-
dos en un mismo marco probabilistico en términos de calculo de probabilidades
condicionadas, segin la evidencia disponible. Por tanto, este capitulo servira para
centrar teéricamente el problema a tratar en capitulos posteriores: el downscaling
estadistico, en el cual la iinica evidencia disponible son las predicciones de un modelo
numérico de circulacion.

La organizacion es la siguiente. En la Sec. 7.1 se presentan los problemas paradigméticos
de la prediccion local, y se analizan las correspondientes topologias de grafos y la
evidencia que son de aplicacién para los mismos. En la Sec. 7.2 se muestra una
perspectiva general de uno de estos paradigmas, el downscaling estadistico, desde
el punto de vista de la prediccién local. Finalmente, en la Sec. 7.3, se estudia la
topologia més sencilla para abordar este problema, heredada del clasificador ingen-
uo, que ya fué descrito en la Sec. 3.6; en este caso se analiza su utilidad para la
prediccion local.

129
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7.1. Paradigmas de Prediccion Local

En la Sec. 6.3 se introdujo el problema de la predicciéon local con RBs, uti-
lizando como predictores los valores simulados/predichos por un modelo de circu-
lacién atmosférica para la variable de interés (precipitacién) en los puntos de rejilla,
Ci,...,C,,, discretizados de forma conveniente; sin embargo, se comenté que era
conveniente utilizar otras variables del modelo de circulaciéon para mejorar la predic-
cién. Por otra parte, en la Sec. 5.3 se analizd la discretizacion conjunta de todo el
patron de circulacién utilizando tipos de tiempo, obtenidos mediante una técnica
de agrupamiento (k-medias o redes auto-organizativas). Esta discretizaciéon permite
manejar la informaciéon dada por distintas variables del modelo de ciculaciéon a través
de una tnica variable de estado discreta, con un ntimero predefinido de estados (los
tipos de tiempo).

Por tanto, a partir de ahora, se considerara el problema de prediccion local desde
una perspectiva mas amplia, considerando un conjunto de localidades X, ..., X,,
con valores binarios (ocurrencia o no de un evento de precipitacién), junto con el
estado previsto por un modelo de circulacion para la clase o tipo de tiempo C;
esta variable es categdrica con un nimero prescrito de estados (entre 10 y 100,
dependiendo de la resolucién que se desee para la prediccién). Por tanto, la Fun-
cién de Probabilidad Conjunta (FPC) que caracteriza genéricamente el problema de
prediccién local puede ser expresada como p(x,c¢) = p(zy,. .., Ty, c), donde tanto C
como X (o un subconjunto suyo) pueden ser evidenciales o no (es decir, se puede
disponer de su valor estimado para efectuar la prediccién). Obsérvese que en mete-
orologia es comun tener conocimiento parcial de X (por ejemplo, algunas estaciones
automaticas proporcionan informacién en tiempo real). Por lo tanto, el conjunto de
localidades puede ser separado en dos grupos, X = {Z, Y}, segiin sean evidenciales o
no, respectivamente. Las RBs permiten propagar cualquier evidencia, sin distincion
entre sus variables. Por tanto, los distintos paradigmas de prediccién local pueden
ser formulados en base a las distintas combinaciones de evidencia disponibles segtin
el un conjunto de predictores y predictandos en cada caso.

Si se denomina Q al conjunto de predictandos y E al conjunto de predictores,
los distintos paradigmas de prediccion local estdn determinados por el tipo de pre-
dictores (E = {C'}, E ={Z} 0o E ={Z,C}), y el tipo de predictandos (Q = {Y},
Q = {C} 0 Q = {Y,C}) disponibles en la practica para realizar la prediccion; es
decir, para obtener p(qle). Ordenados por casos, se tienen los siguientes paradigmas:

1. Cuando la evidencia procede de hechos observados, E = {Z}, se habla de
paradigma de diagndstico y, en el caso general se tiene: p(qle) = p(c,y|z);
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existen, ademas, los siguientes casos particulares:

a) Clasificacion: p(c|z).
b) Interpolacion: p(y|z).

2. La tunica variable susceptible de ser anticipada en el tiempo es el estado de la
atmosfera (usando las predicciones de los modelos de circulacién). Por tanto,
cuando E = {C}, o E = {Z,C}), se dice que la estimacién tiene capacidad
predictiva y se denomina paradigma de prediccion, con p(qle) = p(y|c,z); en

esta situacion, existe un caso particular:
a) Downscaling: p(y|c).

Como nuestro interés se centra en predecir los valores locales, sélo se consideran
los casos en los que Q = {Y}, es decir, interpolacidn, prediccion y downscaling. Por
otra parte, cuando se aplican las RBs a estos problemas, siguiendo un paralelismo
con el estudio de clasificadores basados en RBs (ver Sec. 3.6) se pueden construir

tres tipos de red, dependiendo de su topologia:

= Red Ingenua, que es el tipo basico de RB para clasificacion, con estructura
ad-hoc, en la cual el predictor se enlaza a todos los predictandos, y estos no se

enlazan entre si.

» Redes Extendidas, que se obtienen a partir de la red ingenua, agregando enlaces
entre predictandos.

= Redes Genéricas, que es una RB aprendida sin restricciones, es decir, sin forzar

la estructura ingenua inicialmente.

En este contexto, si combinamos todas las opciones, restringidas a Q = {Y}, re-
sultan 9 formas diferentes de plantear el problema de la prediccién local, cuyos
esquemas se muestran en la Fig. 7.1.

7.2.  Downscaling Estadistico

El problema de prediccién local descrito en la Sec. 6.3 se corresponde con el
paradigma del downscaling descrito en la secciéon anterior, y es el que tiene més
interés desde un punto de vista operativo, ya que sélo se dispone de predicciones
futuras del estado de la atmosfera, a partir de un modelo de circulacion. En la actual-
idad existen numerosos métodos para abordar el problema del downscaling, aunque
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Prondstico Diagndstico
Downscaling Prediccién ||Interpolacion Clasificacion
P(YIC) P(YIC,2) P(Y[Z) P(C|2)
Ingenua di\) .‘@o .“@o ./Z\Q
Extendida o;fb: -@}3 -®o c@)o
Genérica CQ) Q) @3 @3
O Clasificador: Ck O Atributos: A2= { Y2,72} @ FEvidencia

Figura 7.1: Diferentes topologias de red combinadas con diferentes evidencias E. Para el
caso general del pronéstico local, aparecen restringidas al caso Q={Y}.

pueden clasificarse en dos grandes grupos dependiendo de si, ademés de los modelos
globales de circulacién atmosférica (ACM), se utilizan modelos dindmicos regionales
(o de area limitada, LAM), descritos en la Sec. 2.2.3, o si ademads se utilizan mode-
los estadisticos empiricos obtenidos a partir de las observaciones disponibles en la
region o localidad de interés (Murphy, 1999). En el primero de los casos los métodos
de downscaling se denominan dindmzicos, mientras que en el segundo se denominan
estadisticos. La Fig. 7.2 muestra esquematicamente ambos tipos de downscaling.

A su vez, los métodos estandar de downscaling estadistico se pueden clasificar
basicamente en tres tipos: funciones de transferencia, métodos basados en andlo-
gos y generadores de tiempo; los dos primeros aumentan la resolucién espacial (ver
Wilby and Wigley, 1997; Zorita and von Storch, 1999, para una introduccién a es-
tos métodos) y el ultimo la temporal (este grupo ya se ha abordado en la Sec. 6.2).
A su vez, algunos de estos métodos son deterministas (proporcionan una estimacién
numérica del valor de la variable), mientas que otros son probabilisticos (predicen
la probabilidad de un evento, o la funcién de distribucién de una variable). En
esta Tesis se analiza el downscaling probabilistico formulando el problema en los
términos propuestos en la secciéon anterior, e introduciendo por primera vez las re-
des Bayesianas en este ambito. Todos los métodos estadisticos asumen la hipdtesis
estacionaria, que consiste en suponer que los parametros estadisticos obtenidos en el
periodo de entrenamiento (o calibracién), son también vélidos para otros periodos de
test o prediccion, que normalmente corresponden a un tiempo futuro. Esta hipdtesis
es critica cuando se aplican estos métodos a proyecciones de cambio climatico. En
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Modelo global

— Downscaling dinamico

=g Downscaling estadistico

Observaciones

Figura 7.2: Esquema de los distintos procesos de downscaling.

esta Tesis, ademas, se analiza el problema bajo la hipdtesis de “modelo perfecto”
(es decir, las predicciones globales del modelo de circulacién se consideran perfec-
tas, y no se tienen en cuenta términos que corrijan los errores del propio modelo de
circulacién). Para ello, en lugar de considerar los campos predichos por un modelo
para el estado de la atmosfera, se usan datos de reandlisis que corresponden a la
condicién inicial de las predicciones (es decir, al estado real asimilado al espacio
del modelo). Por tanto, para la aplicacién operativa de estos modelos, es necesario

anadir el término del error de la prediccién del modelo global.

7.2.1. Meétodos Basados en Funciones de Transferencia

Estos métodos se basan en una funcién de transferencia & = f(c;0) entre los
predictores y predictandos, obtenida ajustando los parametros del modelo 6 con-
siderando datos pasados; en este caso se suelen considerar como predictores los
valores del modelo en los puntos de rejilla, o las componentes principales (ver Wilks,
1995; Gutiérrez et al., 2004b, para una introduccién general a estos métodos). Los
métodos més sencillos son los basados en regresion lineal multiple Glahn (1974);
Ayuso (1994) y fueron utilizados en los primeros sistemas operativos de downscaling;
estos sistemas se denominaron Model Output Statistics (MOS) y actualizaban los
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parametros del modelo de regresion de forma casi continua para tener en cuenta los
cambios del modelos atmoésferico de circulacion. Mas recientemente, se han propuesto
métodos no lineales més sofisticados, como las redes neuronales (Gutiérrez et al.,
1999; Michaelides et al., 2001) o las Support Vector Machine (SVM), inicialmente
propuestas para abordar probabilisticamente problemas de clasificacién, han sido
adaptadas para la regresion por (Yu et al., 2006). Estos métodos pueden aplicarse
tanto en modo determinista, como en modo probabilistico. Por ejemplo, una regre-
sion logistica produce una salida acotada entre 0 y 1, que puede modelizar direc-
tamente probabilidades (Sanchez and Marcos, 2001); las redes neuronales también
permiten modelizar problemas probabilisticos mediante la inclusién de funciones de
activacion sigmoidales en la tltima capa.

Estos métodos de downscaling estadistico no tienen en cuenta la dependencia
espacial de los predictandos y, por tanto, la prediccion de cada localidad se realiza
de forma independiente. Sin embargo, existen distintas variantes de esos métodos,
de mayor complejidad, que tienen en cuenta este problema, proporcionando predic-
ciones espacialmente consistentes; estas técnicas se denominan multi-localidad (en
ingles, multi-site). Para el caso lineal, el Anélisis de Correlacién Candnica (ACC),
es una generalizacion de la regresion lineal que tiene en cuenta distintos “modos” de
predictandos y predictores, dando lugar a predicciones consistentes espacialmente
(Barnett and Preisendorfer, 1987). Sin embargo, para problemas que no admiten un
tratamiento lineal, como por ejemplo la precipitacion diaria, no existen técnicas tan
eficientes que permitan resolver el problema. Por ejemplo, en Wilby et al. (2003), se
utiliza una regresiéon multiple para obtener promedios areales, que posteriormente
son utilizados para generar valores individuales de precipitacion en las estaciones del
area, mediante técnicas de muestreo por aceptacién-rechazo. Por otra parte, Kramer
(1991) y Hsieh (2000) han desarrollado generalizaciones de las redes neuronales para
obtener modelos de ACC no lineales, pero resultan demasiado complejos y costosos
computacionalmente para ser aplicados en la préactica. Por tanto, el downscaling
multi-localidad para problemas no lineales (por ejemplo para prediccién de precip-
itacién diaria) es todavia un problema abierto. En esta Tesis se aborda este problema
con una nueva técnica: las redes Bayesianas.

En la Fig. 7.3 se muestran dos ejemplos de aplicacién de las técnicas lineales de-
scritas anteriormente (regresién y CCA) al conjunto de estaciones sobre la Peninsula
Ibérica descritas en la Fig. 5.1. El panel (a) muestra el resultado obtenido al realizar
una regresion para dos predictandos diferentes a escala diaria: la temperatura maxi-
ma (izquierda) y la precipitacién (derecha). Esta figura pone de manifiesto las lim-
itaciones de estos métodos cuando se aplican en problemas con datos no normales y
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Figura 7.3: Algunos ejemplos de aplicacién de métodos lineales basados en funciones de
transferencia.

relacciones no lineales. Los paneles (b) y (¢) muestran los resultados al aplicar ACC a
la precipitacion (agregada decenalmente y la variable original a escala diaria, respec-
tivamente); esta figura muestra que la precipitacién integrada decenalmente tiene
un mejor comportamiento, al ser mas apropiada la aproximacién normal, dado su
caracter agregado; sin embargo, para la precipitacion diaria este método tiene un
comportamiento muy deficiente.

7.2.2. Meétodos basados en Analogos

Las técnicas de andlogos (Lorenz, 1969) son métodos algoritmicos, donde no se
calcula ningiin modelo sino que se aplica un procedimiento predefinido para inferir
una prediccién en base a las ocurrencias histéricas en la localidad de interés, uti-
lizando aquellas en las que el patrén de la atmosfera era similar al patrén del dia
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a predecir. La hipotesis béasica de estos métodos es que patrones de la atmosfera
(predictores) similares producen predictandos similares. Por ejemplo, con ERA-40
se dispone de 16436 patrones atmosféricos diarios para buscar dias similares (anélo-
gos). Por tanto, para cada situacién prevista por el modelo numérico se obtiene
un conjunto de andlogos en base a los patrones atmosféricos, que estd formado por
los k dias méas proximos al patrén previsto en la base de datos del reandlisis. (ver
Gutiérrez et al., 2004b, para una revisién de estos métodos).

La Fig. 7.4 muestra un esquema genérico de este método. En esta figura puede
observarse que es necesaria una base de datos con patrones atmosféricos (por ejemplo
ERA40) y otra simultdnea con los registros histéricos de observaciones (por ejemplo,
las observaciones sobre la Peninsula Ibérica descritas en la Sec. 5.1). El algoritmo
parte de una prediccién del patron atmosférico previsto, y obtiene una prediccién
local para los observatorios disponibles. En la literatura han sido descritas distintas
implementaciones de este tipo de métodos, tanto para la prediccion de anomalias
climéticas (Zorita and von Storch, 1999; Wilby and Wigley, 1997), como para la
prediccién estacional (Gutiérrez et al., 2005), y la prediccién a medio y corto plazo
(Gutiérrez et al., 2004a; van den Dool, 1989; Beersma and Buishand, 2003).

En general, se ha demostrado que el método de andlogos funciona tan bien como
otras técnicas mas complicadas de downscaling (ver Zorita and von Storch, 1999),
indicando que estos métodos de “hombre pobre” son alternativas eficientes para

diversos problemas de downscaling.

Base de datos
de patrones
atmosféricos

Patron predicho

Reanalisis
ERA40
1959-1999

Conjunto de

fechas andlogas
f1,e fk

:

Estimacion: §
basada en
fechas andlogas

1999 Base de datos

de observaciones Prediccion local

Figura 7.4: Esquema genérico del algoritmo estandar de downscaling por andlogos.

El método de anélogos, introducido originalmente por Lorenz (1969) en el marco
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de la prediccién de series temporales, es un caso particular de una metodologia mas
general llamada técnica de vecinos proximos (Nearest Neighbors, NN) (Hastie et al.,
2001). La ventaja mas importante de esta metodologia es que las distintas locali-
dades no se predicen de forma independiente, sino que las predicciones se obtienen
a partir de las ocurrencias de un mismo conjunto de dias histéricos y, por tanto,
tienen cierta consistencia espacial. Por tanto, esta metodologia puede considerarse
directamente de tipo multi-localidad, aunque este problema no se considere de forma
directa, y existan ciertas limitaciones intrinsecas. Una limitacién importante de esta
metodologia es que considera siempre la misma cantidad de andlogos sin tener en
cuenta la estructura del espacio donde se buscan los vecinos del patrén previsto.
Por ello, recientemente han sido propuestas una serie de alternativas que discretizan
el espacio de busqueda (el espacio de patrones atmosféricos), considerando un con-
junto reducido de tipos de tiempo (ver Sec. 5.3), o clases de patrones atmosféricos.
Estas técnicas permiten dividir automaticamente la base de datos de reandlisis en
grupos C}, caracterizados por un patron prototipo v;. Cada grupo resultante puede
ser utilizado como conjunto de analogos para aquellos patrones que sean posterior-
mente clasificados en ese grupo (patrones mdas cercanos a v;, que a cualquier otro
prototipo). Por tanto, el cdlculo de distancias sélo involucra al patrén previsto y
a los prototipos, lo que reduce significativamente el tiempo de computacién. En
la literatura se han aplicado distintas técnicas de agrupamiento en este problema.
Por ejemplo, Hughes et al. (1993) describe una algoritmo de downscaling que uti-
liza una técnica de agrupamiento llamada CART (ver también Zorita et al., 1995),
que se ha mostrado eficaz en problemas con patrones atmosféricos simples; otra
aproximacién a este problema ha sido realizada aplicando redes auto-organizativas
(SOM) como algoritmo de agrupamiento (Eckert et al., 1996; Cavazos, 1997, 2000),
considerando también patrones simples y un nimero reducido de grupos. Reciente-
mente, Gutiérrez et al. (2004a) han descrito un método genérico eficaz con patrones
complejos (distintas variables en distintos niveles) y apropiado para la prediccién
por conjuntos. Este método utiliza la técnica de agrupamiento de k-medias para
seleccionar los grupos de patrones analogos en la base de datos de reanalisis, segin
se describe en la Sec. 5.3.

Como una primera etapa de preproceso, se realiza el agrupamiento de la base de
datos de reanalisis utilizando el método de k-medias (ver, por ejemplo, Gutiérrez et al.,
2004a). Esta etapa permite prescindir de los datos de reandlisis en el resto del proce-
s0, pues éstos son reemplazados por un nimero determinado de grupos Ci,...,C,,
con sus correspondientes prototipos vy, ..., v,,. En la fase operativa, las tinicas dis-
tancias que es necesario calcular para obtener el conjunto de andlogos de un patrén



138 7. PARADIGMAS DE PREDICCION PROBABILISTICA LOCAL

de prediccion dado x;, son entre x; y v;, ¢ = 1,...,m, y en base a ellas se halla el
grupo al que pertenece el patrén. Una vez calculado el grupo Cy = {xj,, ..., Xi 4, }
donde ¢(k) es el ntimero de patrones del grupo k-ésimo e iy, ..., iqx) se refieren a

las fechas de los dias en el periodo de reandlisis, se puede obtener una prediccion
probabilistica local para una variable y y una estacion s dadas. Esta prediccion se
puede obtener a partir de la funcién de probabilidad empirica de las observaciones
}. Por ejemplo, la probabilidad de que la variable supere un

andlogas {y; ... Vi

cierto umbral u puede ser estimada como:

s >w g =1,...,q00)}
q(i) '

Existen también modelos hibridos, como el propuesto por Cannon (2007), forma-

Py =P(y" >ulC;) = (7.1)

do por una red neuronal y un método de analogos, donde los predictores genéricos,
obtenidos de un modelo de circulacién, son transformados por la red neuronal en
predictores especificos que son utilizados por el método de analogos para obtener las
predicciones. El acoplamiento entre ambos modelos estriba en que los parametros de
la red neuronal son entrenados minimizando el error de las predicciones realizadas
por el método de andlogos. Es decir, la red neuronal opera como un buscador de
predictores 6ptimos para el método de analogos. Por tanto la capacidad de preser-
var las relaciones de dependencia espacial de este método depende del niimero de
analogos considerado.

En las seccion siguiente se muestra que el esquema de downscaling probabilisti-
co basado en analogos es equivalente al método de downscaling utilizando redes
Bayesianas ingenuas descrito en la Sec. 7.1. Por tanto, los métodos basados en redes
Bayesianas que se proponen en esta Tesis pueden considerarse una generalizacion
de esta metodologia (Gutiérrez et al., 2002). De hecho, las técnicas de anédlogos son
métodos no generativos o discriminativos, que obtienen directamente la probabil-
idad de cada predictando dado el predictor sin utilizar un modelo probabilistico
conjunto. Sin embargo, las redes Bayesianas son métodos generativos y permiten
calcular cada probabilidad condicionada p(q|e) a partir de un tnico modelo con-
junto de todas las variables p(q, e), dando asi una mayor consistencia y solidez a la

metodologia.

7.3. Downscaling con Redes de Estructura Ingenua

Dedicamos este apartado a estudiar la topologia mas sencilla de las mostradas
en la Fig. 7.1, marcada como ingenua, heredada de la estructura de clasificador més
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simple, conocida como clasificador ingenuo, descrita en la Sec. 3.6. En esa seccion
se mostré que el objetivo de un clasificador es hallar el valor de la variable de clase
C' (el tipo de tiempo), conocidos ciertos atributos Z (ocurrencias en localidades).
Sin embargo, en el problema de downscaling esta estructura de red se usa de forma
inversa, es decir, estimando los atributos dada la clase; por eso se habla de red de
estructura ingenua, en lugar de clasificador ingenuo. A pesar de su sencillez, como se
vera mas adelante, la redes ingenuas poseen excelentes cualidades para la prediccién
meteorolégica de todo tipo de fendémenos, mostrando una capacidad predictiva com-
parable a la de métodos méas complicados. Por este motivo, estos modelos se utilizan
como una referencia y punto de partida para comparar los resultados de métodos
méas complejos. En esta seccién se analizan las propiedades de las redes ingenuas
para el problema de downscaling.

La hipotesis de independencia condicional de la red ingenua, que determina la
estructura de la Funcién de Probabiliad Conjunta (FPC) dada en (3.14), establece
la independencia de las ocurrencias en distintas localidades, una vez conocido el
estado de la atmosfera; es decir, I(X;, X;|C), para cualquier par de localidades i y
7. Aunque esta hipdtesis puede resultar excesivamente rigurosa en otros campos, no
lo es tanto en la prediccién meteorologica, pues equivale a decir que las relaciones de
dependencia espacial presentes en la fenomenologia meteorolégica desaparecen cuan-
do se concreta el estado de la atmésfera. Esto es estrictamente cierto, al menos en
teoria, ya que dicha relacién de dependencia local se deriva exclusivamente del hecho
de compartir en tiempo y espacio escenarios atmosféricos similares y, por lo tanto,
solo cabe plantearse modelos méas complejos para aquellos casos en los que circun-
stancialmente, las relaciones de dependencia local no desaparezcan totalmente dado
el estado de la atmosfera. Estas circunstancias solo pueden proceder de los defectos
del sistema de observacién, de donde no cabe esperar ninguna capacidad predictiva
util, o del hecho de no disponer de un predictor (estado de la atmosfera) perfecto.
Este ultimo hecho es especialmente importante en este caso, ya que la discretizacion
del estado de la atmodsfera en tipos de tiempo introduce una incertidumbre que afec-
ta, en menor o mayor medida, a las relaciones de dependencia condicional entre las
ocurrencias locales. Dada su importancia, a continuacion describimos con detalle
este ultimo aspecto.

Cuando se analiza el comportamiento de la red ingenua sobre la prediccion local
de eventos de meteoroldgicos, hay que tener en cuenta que las variables que inter-
vienen en el problema son {X, H}, donde H es el estado de la atmdsfera verdadero
(que obviamente es una variable desconocida u oculta con gran dimensién). En este
caso, se verifica la propiedad I(X;, X;|H), para cualquier pareja {X;, X;} de X es
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decir, H contiene todas las dependencias posibles entre atributos, pues determina las
distintas ocurrencias locales posibles. En ese caso, la probabilidad conjunta p(x, h)

es:
n

p(x,h) = p(h) [[ p(z: | h). (7.2)

i=1

Sin embargo, la realidad es que H no es conocido y en su lugar se utiliza una
variable C, que representa el estado de la atmésfera simulado a partir de cierto mod-
elo numérico y discretizado en un niimero arbitrario de estados, con la consiguiente
pérdida de resolucién. En estas condiciones, parece logico suponer que, debido a las
imperfecciones en C (que es una aproximacién de H), ya no se cumplird la relacién

de independencia condicional, y por lo tanto cabe sospechar que:

n

p(x;c) # p(e) [ plailo). (7.3)

i=1
en cuyo caso, tendria sentido buscar topologias alternativas a la red ingenua. Por
ejemplo, la Fig. 7.5 muestra el error que se comete para estaciones préximas al uti-
lizar una red ingenua, como por ejemplo San Sebastian y Fuenterrabia, constatando
que la dependencia condicional en este tipo de sistemas provoca errores importantes
en los modelos ingenuos. Por lo tanto, en estos casos es necesario utilizar métodos ca-
paces de considerar estas relaciones de dependencia, justificando la utilizacién de las
redes Bayesianas en este campo, de forma que se puedan crear redes mas complejas,

capaces de considerar relaciones de dependencia entre los predictandos.

Modelo Ingenuo  p(a,b|c)=p(alc)p(b|c)

p(a,b|c=1) a=0 a=1
b=0 35 31
b=1 a7 .15

Modelo General

p(a,b|c)=p(a|c)p(bla,c)

p(a,b|c=1) a=0 a=1
b=0 .50 A7
b=1 .03 .30

Figura 7.5: Funcién de probabilidad conjunta para el evento de precipitacién prec >
Omm/24h para A=San Sebastian y B=Fuenterrabia, considerando una red de estructura
ingenua (arriba) y una red general, sin asumir ninguna hipétesis de independencia (abajo).
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Sin embargo, tampoco se puede descartar que existan circunstancias bajo las
cuales la red ingenua se mantenga como la opcién mas correcta, como ocurre por
ejemplo, en sistemas cuyos predictandos son de baja resolucién respecto al evento a
predecir. Por lo tanto conviene explorar acerca de los limites de aplicacién de este

tipo de topologia.

7.3.1. Dependencia Espacial

En la Sec. 6.1 se ha visto la gran complejidad que puede alcanzar la depen-
dencia espacial marginal y condicionada en aplicaciones meteorolégicas. Por tanto,
conviene comprobar hasta que punto se cumple la independencia condicional de pre-
dictandos dado el estado de la atmosfera, cuando éste se representa por un nimero
finito de tipos de tiempo (en esta Tesis se consideran aplicaciones con 10 y 100
tipos, para analizar el impacto de este factor). Por tanto, se utiliza el concepto de
informacién mutua para comprobar si X; e X; son independientes o no dado C, ya
que MI(X;, X;|C) serd tanto mas pequena cuanto mas cierta sea la hipdtesis de
independencia, donde:

MI(X,Y) = Zpa:ylogm

MI(X,Y\C):Zp(;E,yk)log ((‘) (‘ ]

De acuerdo con esta idea, se han realizado dos experimentos para obtener una esti-

>‘ (7.4)
macién cuantitativa de este problema considerando el ejemplo de las 100 localidades
en la Peninsula Ibérica descrito en la Sec. 5.2.

En primer lugar, con objeto de evaluar el impacto de la calidad del predictor en
los resultados, en la Fig. 7.6 se comparan las informaciones mutuas condicionadas
para dos predictores diferentes: uno con 10 clases, C'°, que sélo captura variabil-
idad correspondiente a la escala sindptica (las diferentes escalas se describen en
la Sec. 2.1.2), y otro con 100 clases, C'% cuya variabilidad es mesoescalar. Esta
figura muestra que cuanto mejor es el predictor (es decir, cuanto mas se aproxima
al estado real de la atmdsfera), mas apropiado es el modelo de red ingenua; por
tanto, el aumento de resolucién en los modelos de prediccién numérica favorece la
competitividad del modelo ingenuo. Nétese que la hipétesis del modelo ingenuo se
cumpliria de forma perfecta si la informacién mutua condicionada fuese nula; sin
embargo, se ve que para estaciones cercanas, persiste cierta dependencia entre las
localidades. Por tanto, la hipdtesis ingenua es tanto mas correcta cuanto méas lejanas

estén las estaciones, confirmando que los modelos ingenuos son una opcion acertada
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para estimar la probabilidad conjunta en sistemas cuyos predictandos tienen baja
resolucion. Hay que tener en cuenta que la resolucion de una red de predictandos
depende de la escala del evento; por ejemplo una red de 30km, se considera de alta
resolucion para el evento prec > Omm, y al mismo tiempo de baja resolucion para
el evento tormenta. Esto explica en buena parte el éxito de los métodos de analogos

en redes de baja resolucion.

Prec>0mm/24h
0.3 N T T T T
. - MIXX)
. MI(Xi,Xj|Clo)
0.25F . i
. . |v||(xi,xj|01°°)
02 B ° ° o ° . ° . .
.8 . . o." °
015F . e . L. -
* e ¢ . ° e% ° e o
* 0 O’
0.1r L ¢ . ‘° . o ]
. " . *t" - . * . * .
- - = . on .. QQ‘ l‘ . N " R
. = . -o‘ .t et *
. ’ . s ¢ . on LI
0'05 i - - = -l - - " " L4 * .Q‘ * A
0 1 1 1 1
0 100 200 300 400 500
X 1%, (k)

Figura 7.6: Informacién mitua en funcién de la distancia entre localidades, bajo tres
supuestos, en azul sin condionar, en rojo condicionada a un patrén atmosférico de 10
clases y en negro condicionada a un patrén atmosférico de 100 clases.

En segundo lugar, para evaluar el impacto de la escala del evento sobre la validez
de la hipdtesis ingenua, la Fig. 7.7 muestra la informacién mutua condicionada
en funcién de la distancia entre localidades para los eventos prec > 0mm/24h y
prec > 10mm/24h (en este caso, solo para el predictor C''%?). Esta figura muestra
que el modelo ingenuo es mas adecuado para eventos de escala menor, como el de
prec > 10mm/24h, cuya dependencia espacial queda pobremente capturada en las

observaciones.
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MI(X,X)
MI(Xi,Xj|C100)
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Figura 7.7: Representacién de la informacién mutua condicionada al patrén atmosférico
en funcién de la distancia. A la izquierda el evento prec > Omm/24h y a la derecha el
evento prec > 10mm/24h. Se utiliza un patrén atmosférico agrupado en 100 tipos de
tiempo.

Se puede decir, por tanto, que el modelo ingenuo es la mejor opcién cuando la
escala del fendmeno escapa a la resolucién de la red de observacién; por ejemplo, si la
resolucién de la red de observacién es baja para estudiar tormentas, ningiin modelo
predice, ni individual ni colectivamente mejor que el modelo ingenuo, y la tnica
forma de que otros modelos puedan mejorar, es aumentando la resolucion de la red
de observacién. Estas ideas se resumen en la Fig. 7.8, donde se puede ver que sélo
tiene sentido plantearse redes con dependencia espacial cuando la escala del evento
es resuelta por la observacion pero no por el modelo de circulacion atmosférica.

7.3.2.  Predicciones Marginales y Conjuntas

Normalmente se esta interesado en calcular la probabilidad de cada localidad,
condicionada al tipo de tiempo previsto p(x;|c) sin la necesidad de que las predic-
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Variabilidad observada {o0,,..,0,}

Variabilidad prevista {C}

<+ [(0;,0) =»<— D(0;,0/|C) ==pe=—= 1(0,,0,|C) mp>

>
Tormenta prec>10mm/24h prec>0mm/24h T>20°C

Escala espacial de los eventos

Figura 7.8: Para eventos cuya escala es inferior a la de la observacién (tipicamente por
debajo de 10km), como por ejemplo una tormenta, se cumple la hipétesis ingenua: I(0;, 05).
Lo mismo ocurre para eventos cuya escala es superior a la que resuelve el predictor, ya
que éste se puede considerar perfecto en esas escalas (tipicamente por encima de 50km).

ciones de las distintas localidades sean consistentes. En este caso, como se vera mas
adelante, el modelo ingenuo es muy eficiente, aunque no se cumpla la hipotesis de
independencia necesaria. Sin embargo, si se desea realizar una prediccién conjunta
de varias localidades p(x1, ..., xx|c), entonces los modelos ingenuos son muy sensibles
a la validez de la hipdtesis de independencia, y solo en el caso de eventos cuya escala
es resuelta por el modelo de circulacién, resultan apropiados a tal efecto, mientras
que para aquellos eventos cuya variabilidad es resuelta por la red de observacién y
no por el modelo de circulacién, generan una prediccién conjunta p(x|c) incoherente
con la estructura espacial del evento. Por ejemplo, en la Fig. 7.5 se ilustra como
el modelo ingenuo no es capaz de modelizar correctamente la distribucion conjunta
de la precipitaciéon en dos localidades cercanas. Para evaluar esta sensibilidad, se
ha tomado una pareja de estaciones muy préximas, como son San Sebastidn (SS) y
Fuenterrabia (FU), analizadas en un ejemplo anterior, y otra pareja de estaciones
alejadas, como son San Sebastian (SS) y Oviedo (OV). Sobre ellas, se ha aplicado un
modelo ingenuo suponiendo dos evidencias distintas: en el tipo de tiempo (paradig-
ma de downscaling), y en el tipo de tiempo y la localidad més préxima (paradigma
de prediccion).

Los resultados obtenidos en el caso de downscaling, para el evento prec >
10mm/24h, se muestran en la Fig. 7.9, donde se puede ver que la diferencia en-
tre el modelo ingenuo y el general es mayor cuanto més cercanas sean las estaciones;
ademas, el modelo ingenuo sobreestima la ocurrencia de eventos contrarios y subes-

tima las coincidencias. La magnitud de esta diferencia depende del tipo de tiempo;



7.3. DOWNSCALING CON REDES DE ESTRUCTURA INGENUA 145

Modelo Ingenw Modelo General
p(a,b|C Fp(alC) p(b|C) p(a,b|C Fp(alC) p(b|a,C)
p(a,b|C=84) | a=0 | a=1 p(a,b|C=84) a=0 | a=1
a=S Sb=0V b=0 .28 .31 b=0 .30 .29
I(a,bIC) b=1 19 | .22 b=1 16 | .25
p(@a,b|C=84) | a=0 | a= p(a,b|C=84) a=0 | a=1
a=SSb=FU _ -

D(a,b|C) b=0 .26 .33 b=0 .43 .15
b=1 .18 .23 b=1 .02 .40

Figura 7.9: El error sistemético (bias) del modelo ingenuo frente al general, para el prob-
lema de downscaling. Ejemplo realizado para ¢ = 84.

Modelo Ingenw Modelo General
p(alb,C Fp(alC) p(alb,C Fp(a,b,C)/p(b,C)
a=SS b=FU | P@b,C42) | a=0 | a= p(alb,c=42) | a=0 | a=1
D(a,b[C) b=0 .08 | .92 b=0 .80 | .20
b=1 .08 .92 b=1 .04 .96

Figura 7.10: Error sistemdtico para el caso de prediccién.

en el ejemplo se ha buscado uno de los casos donde las diferencias son mayores:
c=84.

La Fig. 7.10 muestra que, para el caso de prediccién, las diferencias son mayores
llegando a alcanzar sesgos relativos del 80 % para algunos tipos de tiempo. En este

ejemplo se ha considerado ¢ = 42.

Para concluir esta seccién, se puede afirmar que los resultados presentados justi-
fican la utilizacién de modelos méas complejos que el ingenuo, ya que son numerosos
los casos en los que claramente no se cumple la hipétesis de independencia requeri-
da. Por otra parte, cuando se utiliza el modelo ingenuo para estimar probabilidades
conjuntas, se comete un error sistematico que, en los ejemplos analizados, subestima
las coincidencias; este error es muy sensible a la hipétesis de independencia.
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7.3.3.  Observaciones Disponibles y Sobreajuste

A pesar de trabajar con predictandos que representan variables binarias, el ele-
vado nimero de variables de un problema practico (cientos de localidades), obliga
a los modelos a ajustar un elevado nimero de parametros. Aunque los efectos del
sobreajuste dependen de la longitud de la serie disponible para realizar el entre-
namiento (el registro histérico disponible) y del niimero de pardmetros, es muy 1til
tener una idea cuantitativa de este efecto. Para ello, se realizé un experimento donde
se estudia el comportamiento del modelo ingenuo para diferentes longitudes del con-
junto de entrenamiento considerando dos tipos de predictor: un predictor ‘pobre’
con 10 clases, C1° y otro, de mayor resolucién, con 100 clases, C1% (este tamarnio se
ha obtenido de forma empirica como el nimero de clases 6ptimo para maximizar la
capacidad predictiva).

Los resultados de este experimento se muestran en la Fig. 7.11, donde se ha rep-
resentado un boxplot de los RSA obtenidos por el modelo ingenuo para un conjunto
de test de 5 anos, considerando conjuntos de entrenamiento de distinta longitud,
entre 1 y 18 anos. El experimento se ha repetido 10 veces, para 10 conjuntos de
entrenamiento y de test diferentes, considerando el evento prec > Omm/24h, con los
dos predictores anteriormente mencionados. Esta figura muestra que la capacidad
predictiva del modelo con 100 tipos de tiempo es claramente superior a la del modelo
con 10 estados, para casi todas las longitudes de entrenamiento; esto confirma que
el nimero de clases del predictor 6ptimo crece con el conjunto de entrenamiento,
hasta alcanzar la saturacion. En segundo lugar, se constata la calidad del predic-
tor decrece de forma esponencial para longitudes inferiores a 10 anos; el predictor
con menos estados tiene una curva de pérdida de calidad mucho menos acusada, ya
que ajusta menor nimero de parametros. Este experimento se ha realizado también
para el evento prec > 10mm/24h, con resultados muy similares; solo cabe anadir
que cuanto mas raro es el evento, més largas han de ser las serires de entrenamiento
necesarias para ajustar los parametros. Finalmente, hay que indicar que estos re-
sultados se han obtenido para métodos de prediccién de precipitacién diaria en la
Cornisa Cantabrica. Resumiendo, en este ejemplo un modelo ingenuo debe disponer
de registros historicos diarios de al menos 10 anos para evitar el sobreajuste, y de

15 a 20 anos para alcanzar la calidad 6ptima.
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Figura 7.11: Evolucién de la capacidad predictiva del modelo ingenuo para diferentes
longitudes del conjunto de entrenamiento. La linea gris sirve como referencia para ilustrar
la pérdida de pericia al reducir el tamano del conjunto de entrenamiento, para el predictor
C199, El color azul corresponde al predictor C''%° y el rojo al C19. El boxplot se refiere a
10 realizaciones sobre diferentes conjuntos de entrenamiento-test, para la longitud dada.
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CAPITULO 8

Algoritmos de Aprendizaje para la Prediccion Local

En los ejemplos de modelos basados en Redes Bayesianas (RBs) mostrados en el
Capitulo 6, se ha utilizado la metodologia estandar de aprendizaje (descrita en la
Sec. 3.5) para obtener las redes Bayesianas a partir de los datos; sin embargo, para
analizar de forma éptima algunas de estas aplicaciones, como la prediccién local de
eventos de precipitacion, se requieren métodos de aprendizaje especificos, que tengan
en cuenta las particularidades del problema (Cano et al., 2004; Gamez and Puerta,
2005). Estos métodos trabajan con un elevado nimero de variables y tienen un
conjunto de entrenamiento relativamente reducido, por lo que han de restringir el
nimero de enlaces permitidos en el grafo, reduciendo simultaneamente el niimero
de pardmetros y el coste computacional. En este capitulo se proponen soluciones a
este problema para el caso de algoritmos de busqueda, que son los tnicos que se

consideran en esta Tesis.

La organizacién de contenidos de este capitulo es la siguiente. En primer lugar, en
la Sec. 8.1, se analizan las posibilidades y limitaciones de los algoritmos de bisqueda
estandar y se introducen soluciones en base a algoritmos de buisqueda local, como
local K2 y localB, que se utilizaran posteriormente en esta Tesis. Finalmente, en la
Sec. 8.2 se trata el problema de la eleccién de una medida de calidad adecuada para
la prediccién local.

149



150 8. ALGORITMOS DE APRENDIZAJE PARA LA PREDICCION LOCAL

8.1. Algoritmos de Busqueda en la Prediccion Local

El principal problema del aprendizaje estructural basado en algoritmos de busque-
da se encuentra en el propio proceso de buiisqueda ya que, en el caso general, se trata
de un problema NP-completo. Las distintas simplificaciones que han sido propuestas
para abordar este problema, como los algoritmos voraces K2 o B (ver Sec. 3.5),
tienen complejidades cuadratica y cibica en el nimero de nodos, respectivamente,
por lo que reducen drasticamente la complejidad del problema, a costa de obtener
una red de “buena calidad” renunciando a obtener la 6ptima. Como se vio en la Sec.
3.5.2 el problema del algoritmo K2 es la necesidad de imponer una pre-ordenacion
en las variables, mientras que el problema del algoritmo B es que resulta prohibitivo
en casos con un elevado numero de variables (cientos o miles), por lo que no es
apropiado para el problema de prediccién local que se aborda en esta Tesis.

En la Sec. 8.1.1 se analizan algunas de las deficiencias de los algoritmos de
buisqueda con pre-ordenacion y en la Sec. 8.1.2 se propone una modificacién de los
algoritmos de busqueda que permite reducir un orden su complejidad, aprovechando
las caracteristicas particulares de la prediccion local en meteorologia, que permiten

reducir el proceso de busqueda a un vecindario (geografico) de cada nodo.

8.1.1. Deficiencias de los Algoritmos con Pre-ordenacion

Una de las caracteristicas mas importantes del algoritmo K2 es la pre-ordenacién
de las variables, de manera que sélo se permiten enlaces en un sentido de la orde-
naciéon. Esta restriccion reduce el tiempo de busqueda y también garantiza que no
se formen ciclos en la red (ver Sec. 3.5.2). Sin embargo, en algunas aplicaciones, esta
pre-ordenacién es arbitraria y produce efectos secundarios que limitan considerable-
mente la utilidad de estos algoritmos. Este es el caso de la predicciéon local, donde

la ordenacién de las distintas localidades no tiene relacién directa con el problema.

Estructuras Inverosimiles

En algunas aplicaciones préacticas existe un cierto grado de dependencia entre
todas las variables del problema; por ejemplo, en el caso de la prediccién local de
precipitacion, las localidades cercanas pueden tener un elevado grado de dependen-
cia. En estos casos, dada una ordenacion previa arbitraria de las variables, aquellas
que eventualmente son colocadas en las primeras posiciones tienen mas posibili-
dades de tener hijos que las demas, creando estructuras que ademas de resultar
inverosimiles, tienen baja capacidad predictiva. Por ejemplo, en la Fig. 8.1 se mues-
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tra el gran numero de enlaces creados desde el nodo que ocupa eventualmente el
primer lugar cuando se aplica el algoritmo K2 al evento prec > Omm/24h sobre
el dominio de la Peninsula Ibérica descrito en la Sec. 5.1. Aunque inicialmente los
enlaces, uno por uno, mejoran incrementalmente la calidad del grafo, muchos de
ellos (los de largo alcance) seran prescindibles en una etapa posterior del algoritmo
de busqueda. Ademds, este hecho provoca que se obtengan grafos muy diferentes
para distintas ordenaciones previas, lo que dificulta la interpretacién del modelo
resultante por parte del usuario (el meteorélogo en este caso).

Figura 8.1: Tlustracién del efecto de la pre-ordenacién en la estructura espacial del grafo
resultante. Algoritmo K2 aplicado a un ordenamiento concreto de las variables: El primer
nodo, en este caso Tarragona, es padre de 22 localidades.

Este problema podria ser solventado imponiendo como restriccion adicional al
algoritmo un nimero maximo de padres para cada nodo. De esta manera, los nodos
ordenados en primeras posiciones no podrian enlazarse arbitrariamente con el resto
de nodos del grafo. Sin embargo, como se vera méas adelante, existen otras soluciones
mas eficientes para este problema.

Pérdida de Informacion

Otro efecto secundario de la pre-ordenacién es el deterioro que puede sufrir la
informacion cuando se propaga por caminos inadecuados. Aunque este no es un
defecto exclusivo del algoritmo K2, la pre-ordenacion lo magnifica al colocar desde
el inicio enlaces poco realistas, como son los enlaces de largo alcance mostrados en
la Fig. 8.1.
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Este efecto se manifiesta con claridad en el “ejemplo de Parayas” descrito en el
Ejemplo 3.2. Los grafos de las Fig. 3.6 y 3.7 muestran las estructuras aprendidas
aplicando los algoritmos K2 y B, respectivamente, junto con las probabilidades
condicionadas a la ocurrencia del evento tormenta. En el primero de los casos se tiene
pr2(lluvialtormenta) = 0.365, mientras que el valor real (obtenido directamente de
los datos) es 0.763, que coincide exactamente con el valor del segundo caso. La
Tabla 8.1 muestra una comparacion de las probabilidades obtenidas para distintos
eventos y evidencias (esta tabla es una extensién de la Tabla 3.5.2); en esta tabla se
han destacado en negrita los valores mas discrepantes en las probabilidades dadas
por el modelo K2, respecto al valor real. Esta discrepancia se debe a la pérdida de
informacion en el grafo generado por K2 ya que, debido exigencias de la ordenacion,
el flujo de informacién entre las variables tormenta y lluvia no es directo, como se

puede comprobar en el grafo.

LI Nv Gr Ro Es
p(z|Tr) 0.763 | 0.011 | 0.171 | 0.103 | 0.020
pe(z|Tr) 0.763 | 0.001 | 0.171 | 0.078 | 0.013
pr2(z|Tr) 0.365 | 0.029 | 0.169 | 0.117 | 0.020
p(z|ND) 0.401 | 0.003 | 0.015 | 0.299 | 0.019
pe(z|Nb) 0.401 | 0.003 | 0.013 | 0.299 | 0.020
Pr2(z|Nb) 0.406 | 0.004 | 0.001 | 0.298 | 0.044
p(z|Tr, Nb) 0.739 | 0.011 | 0.171 | 0.242 | 0.019
pp(x|Tr,Nb) | 0.767 | 0.001 | 0.156 | 0.191 | 0.013
pr2(x|Tr, Nb) | 0.390 | 0.028 | 0.042 | 0.286 | 0.044

Tabla 8.1: Probabilidades condicionadas para distintas evidencias y variables (Llu-
via, Nieve, Granizo, Rocio, Escarcha) obtenidas a partir de los datos y de dos mo-
delos distintos: K2 y B.

8.1.2. Algoritmos de Busqueda Local

Una de las maneras mas simples de reducir la complejidad de los algoritmos de
buisqueda es limitar el nimero de hijos potenciales de cada nodo. En el algoritmo
K2 todos los nodos con numeracion posterior a uno dado pueden ser potencialmente
hijos suyos, mientras que en el algoritmo B no existen restricciones. Para ello, es
necesario que la dependencia entre las variables del problema tenga cierta estructura
local, que permita definir el nimero de vecinos potenciales, k, del total de los n
nodos que sea razonable considerar. Cuando k < n entonces la complejidad de los
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algoritmos anteriores se podra reducir en un orden de magnitud, ya que la bisqueda
de hijos se hara sobre un nimero constante de nodos. De esta manera se pueden
resolver los problemas del algoritmo K2, haciéndole de paso mas eficiente, y también
se puede hacer que el algoritmo B resulte aplicable a problemas con un elevado

nimero de variables (ahora seria cuadratico).

El algoritmo “Sparse Candidate”

El primer algoritmo en proponer esta idea fue el algoritmo Sparse Candidate
de Friedman et al. (1999), que es una extensién del algoritmo de Chow-Liu para
arboles (Chow and Liu, 1968). Se trata de un algoritmo de busqueda local ya que
establece la limitacién del nimero de padres potenciales, que han de ser recalculados
cada vez que se anade un enlace a la red, como se justifica en la Fig. 8.2, donde se
puede ver que en el paso 1, el enlace que aporta mayor MI es el C' — A. En cambio,
en el paso 2, aunque previamente la informacién mutua entre D y A es mayor:
MI(A,D) > MI(A, B), una vez establecido el enlace C' — A resulta: MI(A, B|C) >
MI(A, D|C), por lo que el enlace que aporta mayor MI en el paso 2 es el B — A.

* Paso 1

MI(A,B)=1

Figura 8.2: Tlustracién de la necesidad de actualizar el conjunto de padres potenciales.

Este algoritmo esta estructurado en dos partes: por un lado la parte restrictiva,
donde se hace la seleccion de candidatos, y por otro la parte de optimizacion, que es
donde se hace la busqueda en ese espacio reducido. Utiliza una medida de calidad
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descomponible, es decir que cumple la propiedad
Q(B) = >_ Qlwilm), (8.1)

donde la medida de calidad de cada red Q(B) se puede obtener como suma de las
calidades parciales de cada nodo X; dados sus padres II; en dicha red; de esta manera,
cada vez que se anade un nuevo enlace solo es necesario recalcular los elementos del
sumatorio cuyos padres cambian.

La medida de calidad empleada en este algoritmo se obtiene a partir de la infor-
macién mutua entre cada pareja de variables:

MICX,Y) = 3 Plasy)log— Y — py(Pley), P@)P)  (82)

donde P son frecuencias observadas en la base de datos y Dy es la distancia de
Kullback-Leibler entre dos distribuciones R y S, que se define como:

R(z)
S(x)

La informacién mutua puede ser interpretada como el error cometido al calcular la

Dy(R(z), S(x)) = >_ R(z)log (8.3)

probabilidad conjunta suponiendo que X e Y son independientes. Asi para cada red
B, se puede definir una medida de discrepancia entre Pg y P:

Mgise(X;, X;|B) = Dy (P(x4,x;), P(zi, ;) (8.4)

que es la utilizada como medida de calidad en este algoritmo, segin la cual, la mejor
red serd aquella cuyo valor de My;s. sea mas pequeno.

Cada vez que se crea un enlace, la medida de discrepancia debe ser actualizada,
como se muestra en la Fig. 8.2. Ademads, esta medida requiere calcular Pg(x;, x;) en
cada paso de iteracién para cada X; # X; con X; ¢ II;. Este proceso puede llegar a
ser muy costoso en el caso de grandes conjuntos de datos, por lo que en el algoritmo
Sparse Candidate, para ganar eficiencia computacional, se aproximan los célculos

sobre una muestra reducida del total de realizaciones disponibles.

Algoritmo localK2 y localB

En algunos casos, el conjunto de candidatos puede ser pre-establecido a priori
siguiendo algin criterio especifico del problema que se trate, por lo que se podria
evitar la tarea de recalcular los candidatos de cada nodo en cada paso del algoritmo
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sparse candidate, que supone un alto coste computacional para el método. Por ejem-
plo, en el problema de la prediccién local de precipitacion, las variables corresponden
a mediciones u ocurrencias en puntos geograficos distintos de una misma variable;
por tanto, se podria considerar el criterio de similitud climatolégica (o proximidad
geografica) para establecer el conjunto de padres candidatos de cada nodo, estable-
ciendo una distancia maxima a partir de la cual los enlaces desde las localidades
fuera de esta vecindad no aportarian capacidad predictiva al modelo, ni marginal
ni condicionalmente. De esta manera no seria necesario re-calcular el conjunto de
padres candidatos en cada paso del algoritmo de buisqueda. Este umbral de distancia
podria ser establecido utilizando alguna medida de dependencia, como la correlacién
o la informacién mutua. También se podria aplicar algin criterio de vecindad local
basada en algoritmos de agrupamiento, pero esta opcién no se ha explorado en la
Tesis.

Esta estrategia para mejorar la eficiencia del proceso de bisqueda, se aplica en
los algoritmos denominados localK2 y localB (Cano et al., 2004), donde el conjunto
de candidatos es calculado una sola vez. Los algoritmos 3 y 4 muestran los detalles
de ambas estrategias, devolviendo un grafo dirigido aciclico que representa las de-
pendencias existentes en el conjunto de datos D considerando un niimero de padres

potenciales k.

Algorithm 3 Algoritmo localK2 para aprendizaje estructural de RBs.
Require: Una muestra de datos de un conjunto previamente ordenado de nodos

D = {Xjy,...,X,}, una matriz con los k padres potenciales de cada nodo V =
{V1,...,Vn} y un grafo disconexo B.
1: fort=1:ndo
2: 8 = score(D, B);
33 forj=1:kdo
4: M = score(D, BU{i — v;(j)});
5 if M > S then
S = M; B(i, v,(j)) = 1
6: end if
7:  end for
8: end for

Ensure: Un grafo dirigido aciclico B y su medida de calidad S.

El criterio de seleccién de padres potenciales (proximidad geogréfica) ha sido
desarrollado expresamente para resolver el problema de la prediccion local de pre-
cipitacion. En la Fig. 8.3 se muestra que la informacién mutua entre la precipitacion
de distintas localidades decrece rapidamente con la distancia entre éstas, siendo
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Algorithm 4 Algoritmo localB para aprendizaje estructural de RBs.

Require: Una muestra de datos de un conjunto de nodos D = {Xy,...,X,}, una
matriz con los k-vecinos de cada nodo V = {vy,...,v,} v un grafo disconexo
B.
1: fori=1:ndo
2: 8 = score(D, B);
33 forj=1:kdo
4: if acyclic(BU{i — v;(j)}) =1 then
5: M = score(D, BU{i — v;(5)});
6: if M > S then
S =M;B(i,v(j)) = 1;
7: end if
8: end if
9: end for
10: end for

Ensure: Un grafo dirigido aciclico B y su medida de calidad S.

este comportamiento independiente de, por ejemplo, el estado de la atmésfera, o de
otras localidades. Esta figura muestra que aunque el condicionamiento al estado de
la atmosfera C' altera las dependencias, no modifica el patrén de decrecimiento. Es-
tos resultados sugieren que los padres potenciales pueden fijarse desde un principio
en base a la proximidad geografica, o a la informacion mutua marginal, sin afectar
en gran medida al resultado del algoritmo.

La Fig. 8.4 compara el resultado del algoritmo estandar K2 frente al local lo-
calK2(10), con 10 padres potenciales para cada nodo, para modelizar las dependen-
cias de la precipitacién en el dominio de la Peninsula Ibérica definido en la Sec. 5.1.
Como ya se ha comentado, el algoritmo K2 genera un grafo diferente para cada orde-
nacion y, ademas, genera enlaces de largo alcance que tienen dificil interpretacion y
escasa capacidad predictiva. En cambio, en el caso de local K2(10) se ha constatado
(aunque no se muestran figuras) que las diferentes ordenaciones generan grafos muy
similares y, aunque su calidad es ligeramente inferior a la del grafo obtenido con K2,
retine cualidades, como una notable reduccién del tiempo de computo y una mejor
interpretacion meteoroldgica del grafo, que justifican su aplicacion.

Por otra parte, el algoritmo local reduce notablemente la complejidad del proceso
de busqueda pues, mientras que el algoritmo K2 debe evaluar un promedio de (n —
1)/2 candidatos por enlace, localK2 debe evaluar tan sélo (k — 1)/2, donde k es el
nimero maximo de padres potenciales que se quieren considerar. En problemas con
muchos nodos, k£ << n, por lo que la reduccién en el tiempo de computo equivale
a un orden de magnitud. De esta manera, el algoritmo localK2 es de complejidad
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Figura 8.3: (izquierda) Informacién mutua de pares de localidades en funcién de su dis-
tancia para el evento binario prec > Omm/24h en las 42 estaciones de la Cuenca Norte
(son 42 % 41/2 pares); se muestran tanto los valores a priori, como los condicionados al es-
tado de la atmésfera C00. (derecha) Comparacién entre los valores de informaciéon mutua
a priori y la condicionada al estado de la atmésfera.

lineal, mientras que localB es de complejidad cuadratica, lo cual lo hace equivalente
al K2 estandar, pero sin los inconvenientes derivados de la pre-ordenacién. En la
Fig. 8.5 se muestra la evolucién del tiempo de CPU del proceso de aprendizaje
estructural en funciéon del niimero de nodos, para tres tipos diferentes de algoritmos
de aprendizaje: K2 estandar, local K2(5) y local K2(10), con el nimero de padres
potenciales indicado entre paréntesis.

Por tltimo, en la Figura 8.6 se compara la medida de calidad de K2 con localK2(k)
para diferente nimero de padres potenciales k, también para el dominio de la
Peninsula Ibérica. En esta figura se puede apreciar la convergencia exponencial de
la calidad de local K2(k) hacia la de K2 a medida que k crece. Esta figura indica que
con un reducido nimero de padres potenciales se pueden obtener resultados muy
similares al algoritmo K2; en este ejemplo concreto se ve que tomando 10 padres
potenciales, se alcanza practicamente la misma calidad que tomandolos todos.
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Figura 8.4: Grafos para precipitacién obtenidos aplicando el algoritmo (a) localK2(10)
y (b) K2; el médximo nimero de padres se ha fijado en dos. El tiempo de ejecucién, la
medida de calidad de cada grafo (MDL, cambiada de signo) y el niimero total de enlaces
que contiene se muestran para cada grafo.

8.2. Medidas Especificas de Calidad

Los algoritmos de busqueda local desarrollados en la seccién anterior son efi-
cientes para trabajar con un elevado nimero de variables, lo que facilita su apli-
cacion en el problema de la prediccion meteoroldgica local; sin embargo, para que
estos algoritmos estén realmente adaptados al problema de la prediccion local de
precipitacion, es necesario modificar las medidas de calidad estandar, pues éstas
evalian la capacidad global de la red para reproducir todos los datos observados, y
no la capacidad predictiva de la misma; es decir, es necesario definir medidas de cali-
dad especificas que tengan en cuenta las particularidades del problema que se quiera
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Figura 8.5: Nimero de nodos versus tiempo de CPU para tres algoritmos diferentes: K2
estandar y localK2 (LK2 en la figura) con 5 y 10 padres potenciales, respectivamente.

abordar. Por ejemplo, en Mach and Mraz (2005), se destaca lo complicado que es
medir la calidad de un clasificador de forma objetiva utilizando métricas globales
(como MDL) y se considera la necesidad de emplear métricas especificas para este
problema; asimismo, Bradley (1997) utiliza el area bajo la curva ROC (AUC, ver Sec.
4.2) para evaluar el comportamiento de distintos métodos de clasificaciéon, mostran-
do sus ventajas frente a otras medidas globales. Posteriormente Huang and Ling
(2005) extienden estas ideas al caso de clasificadores ingenuos y extendidos TAN
(ver Sec. 3.6), mostrando que medidas como AUC permiten discriminar mejor la

capacidad clasificadora de los modelos.

En el caso de la prediccién meteorolégica local probabilistica no existe una solu-
cién equivalente al caso de clasificacién y, por tanto, el desarrollo de una medida
de calidad especifica es diferente. En la Sec. 8.2.3 se aborda este problema y se
propone el uso de medidas especificas de calidad, alternativas a MDL y otras medi-
das de calidad global, como el RSA (anédlogo a AUC), en el proceso de aprendizaje
de la estructura de la red. Es decir, se propone utilizar una medida distinta, que
esté orientada exclusivamente a la capacidad predictiva del modelo. A continuacion
se analiza la medida de calidad global tanto para problemas de clasificacién (ver
Sec. 3.6) como para problemas de prediccién.
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Figura 8.6: Comparacién entre el algoritmo K2y varios localK2(k) para diferentes valores
de k. La linea horizontal indica la medida de calidad obtenida con el algoritmo K2.

8.2.1. Efectos del Término de Penalizacion

Las métricas globales, como MDL, optimizan la calidad de la red para representar
el conjunto de datos, lo cual incluye también al predictor (el estado de la atmosfera),
que en nuestro caso es una variable con mas estados que las demads (los predictandos
son binarios, mientras que el predictor puede tener tipicamente 100 estados, C1%,
utilizando la notacién establecida en 5.3). Esta inhomogeneidad en las variables
tiene un efecto negativo, dado que los enlaces al predictor se penalizan en exceso a
causa del primer término de la Ec. 3.11 (el término de penalizacién del numero de
parametros), propiciando redes de muy baja capacidad predictiva con muy pocos o
incluso ningun enlace al predictor.

Para ilustrar este problema, se ha realizado un experimento con el caso mas
simple, que se resume en la Fig. 8.7, donde se muestra el comportamiento de un
algoritmo basado en MDL cuando compara dos enlaces como los mostrados en rojo
en la figura. Este ejemplo corresponde a un problema de prediccién local de precip-
itacion (precip > Omm) para N = 9860 dias en dos localidades (A: San Sebastian,
y B: Fuenterrabia), ambas con dos estados, considerando como predictor un estado
de la atmésfera con 100 tipos de tiempo C'% y utilizando la medida de calidad

MDL(B) = —rg(C,a,b)log(N) — loglikp(C, a,b).
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El algoritmo elige el enlace que aporta el mayor valor de MDL, que resulta
ser el del modelo B;. Sin embargo, utilizando una medida estandar de validacion,
como RSA, se comprueba que la capacidad predictiva del modelo B, (en el nodo
'b’) es claramente superior, debido a que aunque el enlace propuesto por el mode-
lo By aporta mayor verosimilitud, al mismo tiempo esta excesivamente penalizado.
Una forma de evitar este problema es eliminar el término de penalizacién de la
ecuacion 3.11, y limitar el nimero de padres por nodo para evitar el sobreajuste
(Grossman and Domingos, 2004). Posteriormente, en la Sec. 9.1, se veran con al-
gunos ejemplos las ventajas y defectos de esta consideracion.

8.2.2. Medidas Especificas para Clasificacion y Prediccion

Como ya se ha mostrado en la Sec. 3.6, en un problema de clasificacion, las vari-
ables se pueden dividir en clasificador (C) y atributos (Y), por lo que la verosimilitud

de cada realizacién ¢ se puede descomponer como (Friedman et al., 1999):
lOngk(Dza Bclas) - lOngk(YZ, Cia Bclas)
= lOgPB (Yl) + lOgPBclaS (C’z | Yz) (85)

clas

por lo que la métrica de aprendizaje se puede expresar como:

MDL<D7 BCZ&S) = _chlas * lOg(N/2)

N N
- Z lOgPBclas (YZ) - Z lOgPBclas(Ci | Y/L) (86)
=1 =1

En la verificacién del clasificador solamente interesa el tltimo término, correspon-
diente al logaritmo de la verosimilitud condicional, de manera que es muy sencillo
construir un MDL condicionado (CMDL) para unificar ambas métricas y asi obtener

una mejor validacién:

N
CMDL(D, Buas) = —7TB,,, *log(N/2) — ZZOQPBclaS(Ci 1Y), (8.7)
i=1
donde se ha suprimido el término 3% | logPp,,. (Y;), por ser independiente de la cal-
idad del clasificador. Sin embargo, esta métrica tiene el problema de no ser descom-
ponible, resultando su célculo més costoso que el de MDL (Grossman and Domingos,
2004).
En cambio, para el caso de la prediccién local (problema inverso al de clasifi-
cacién) resulta:

loglik(D;, Baown) = loglik(Y;, Ci, Baown)
= logP(C;) + logPg,, (Y| Cy). (8.8)
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donde el primer sumando de la ecuacién anterior es constante respecto a la estructura
de la red y por lo tanto, en este caso, el logaritmo de la verosimilitud es, salvo una
constante, una medida de la capacidad predictiva conjunta.

8.2.3. (Capacidad Predictiva Marginal: Medida RSA

El paradigma de predicciéon local meteoroldgica mas utilizado es el de downscal-
ing, en el cual la Unica evidencia es el estado de la atmosfera, C, que actiia como
predictor y, ademds, es un nodo raiz del grafo (ver Cap. 7). Por tanto, interesa
utilizar medidas de calidad que permitan a los predictandos recibir el méaximo de
informacion posible del predictor. Eliminando de MDL el término de penalizacion,
queda el logaritmo de la verosimilitud Loglik. Esta métrica es, como ya hemos men-
cionado anteriomente, adecuada para evaluar la capacidad predictiva conjunta en
el proceso de aprendizaje, P(Y|C); sin embargo, no resulta préactica para evaluar
la capacidad predictiva marginal de cada localidad y, al no incluir término de pe-
nalizacion, requiere restricciones adicionales sobre el nimero maximo de padres por
nodo para evitar el sobreajuste.

Como ya se expuso en el Cap. 4, en meteorologia, existen numerosos indices de
calidad que aportan informacion de la capacidad predictiva desde distintos puntos
de vista. De todos ellos, el RSA (Relative Operating Characteristics Skill Area), es
muy utilizado para evaluar la capacidad predictiva local o marginal; ademas, es una
medida también conocida y utilizada en la evaluacién de algoritmos de aprendizaje
automatico (Bradley, 1997). Su valor se obtiene a partir de la curva ROC, definida
en la Sec. 4.2, como: RSA=2ROCArea-1y representa el area sobre la diagonal en la
grafica ROC. El valor maximo de este indice, para un sistema de prediccion perfecto,
seria RSA = 1, correspondiendo el valor cero a un sistema de prediccién climatologi-
co, mientras que sistemas cuya capacidad predictiva es superior (inferior) a la de la
climatologia, obtendrian valores positivos (negativos) de RSA. De esta manera, para
un evento dado, se pueden comparar diferentes métodos, resultando mejor aquel que
tenga mayor valor de RSA; para una descripcién completa de estas y otras medidas
de validaciéon empleadas en meteorologia y climatologia, véase Richardson (2000).

A diferencia de MDL, RSA es una medida de calidad marginal, es decir, evalia la
capacidad predictiva de cada predictando por separado, y se puede expresar como:

RSA(Y;,C, B) = [(Ps(Y; | C)) (8.9)
permitiendo estimar una medida global a partir de las individuales, por ejemplo:

RSA(Y,C, B) — i S RSA(Y,,C, B) (8.10)

=1
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en caso de considerar la media.

En general, RSA es una medida mas costosa de calcular que MDL, por no ser de-
scomponible, aunque seria posible mejorar su eficiencia computacional considerando
algoritmos de propagacién orientada a un objetivo (Castillo et al., 1996), identifi-
cando el subconjunto de probabilidades en (8.10) que es necesario recalcular cada
vez que se modifica un enlace en el algoritmo de aprendizaje. En esta Tesis no se ha
abordado esta modificacién, quedando pendiente como un trabajo futuro. Por otra
parte, en el caso particular de problemas de downscaling, la complejidad computa-
cional del algoritmo se reduce sustancialmente ya que, cada vez que se modifica un
enlace, solo es necesario recalcular la probabilidad del nodo hijo y de sus descen-
dientes, con un coste similar al de MDL, como se deduce de las Ec. 9.1 y 9.2. Al
no contar con un término de penalizacion, los algoritmos de aprendizaje basados
en RSA, que evalia directamente la calidad de la prediccion probabilistica, no con-
trolan directamente el sobreajuste. En el caso de la predicciéon local de precipitacion,
lo que se hace es limitar la estructura del grafo imponiendo un niimero maximo de
padres, y utilizar un conjunto de entrenamiento (por ejemplo, el 70 % de los datos
disponibles) y otro de test (el 30 % restante), para evitar el sobreajuste. Este ha sido
el criterio seguido en esta Tesis.

Para ilustrar el comportamiento de esta medida de calidad, comparada con una
medida de calidad global, como MDL, se ha repetido el experimento mostrado en
la Fig. 8.7, prediccién probabilistica del evento prec > Omm/24h usando como pre-
dictor C1%, considerando 66 parejas distintas de estaciones. La Fig. 8.8 muestra las
medidas de calidad de los grafos de tipo By y By utilizando MDL y RSA, respec-
tivamente. El diagrama de cajas del panel superior compara los valores de MDL,
mientras que en el panel inferior se comparan los valores de RSA, en el nodo B.
La medida MDL favorece preferentemente enlaces del tipo B;, mientras que RSA
favorece los del tipo Bs, que son los que tienen mayor capacidad predictiva en el
modo downscaling.

El ejemplo anterior muestra la bondad de la medida RSA para el aprendizaje
estructural, pero es necesario realizar un ejemplo real para probar su utilidad practi-
ca. Para ello, se ha considerado el ejemplo de la Cornisa Cantabrica mostrado en la
Fig. 5.3, utilizando un conjunto reducido de datos de entrenamiento (un ano), para
poner de manifiesto el problema del sobreajuste. La Fig. 8.9, compara los resultados
del modelo ingenuo con los modelos obtenidos aplicando localB(mdl) y localB(rsa).
En este ejemplo se trata de poner en evidencia tanto los efectos de la discrepancia
en métricas de entrenamiento y test, como los del término de penalizacion. En la

Fig. 8.9(a) se pone de manifiesto la necesidad de limitar el nimero de pardmetros
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ya que incluso un modelo tan sencillo como es el ingenuo se sobreajusta a los datos,
como se deduce de la gran diferencia en la medida de entrenamiento y la de test.
En la Fig. 8.9(b) se puede apreciar que el algoritmo basado en la medida MDL no
consigue establecer ningin enlace al predictor (con 100 estados) debido al térmi-
no de penalizacion, por lo que su capacidad predictiva es nula, pese a ser el que
tiene mejor valor de MDL. La Fig. 8.9(c) muestra que el algoritmo basado en RSA
mejora la capacidad predictiva del modelo ingenuo, utilizando un modelo con menos
parametros y mas robusto desde el punto de vista predictivo. La Tabla 9.1 muestra
los resultados, localidad por localidad, del valor de test de RSA para los modelos

ingenuo y RSA.
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Tabla 8.2: Valores de test de RSA correspondientes a los grafos ingenuo (panel(a)) y
localB(rsa) (panel (c)) de la Fig. Ordenadas segun la diferencia; el grupo encabezado por
Espinama, son las 7 estaciones que estan directamente enlazadas al estado de la atmésfera,
ver fig. 8.9, por ello sus diferencias en test son casi nulas.

’ Localidad ‘localB(rsa)‘ingenua diferencia
ESPINAMA 0.31 0.33 -0.02
RIOSECO DE SOBRESCOBIO 0.53 0.55 -0.02
SAN SEBASTIAN 'IGUELDO’ 0.48 0.48 0
ELDUAYEN 0.60 0.60 0
EL MERCADILLO DE LIERGANES 0.57 0.57 0
LASARTE-MICHELIN 0.50 0.50 0
SANTANDER *CENTRO’ 0.47 0.47 0
ESCOBEDO DE VILLAFUFRE 0.47 0.50 | -0.03
GENESTAZA 0.41 042 | -0.01
ECHEVARRIA 0.55 0.55 0
ZARDAIN 0.50 0.48 0.02
AMIEVA "RESTANO’ 0.60 0.58 0.02
VILLACARRIEDO 0.64 0.61 0.03
EIBAR-BANCO DE PRUEBAS 0.56 0.53 0.03
FUENTERRABIA "AEROPUERTO’ 0.62 0.58 0.04
CARRANZA 0.54 0.50 0.04
MIRONES 0.61 0.55 0.06
SOTO DE LOS INFANTES 0.32 0.25 0.07
GIJON 0.50 0.42 0.08
BEZANES 0.46 0.38 0.08
AMURRIO "INSTITUTO’ 0.55 0.47 0.08
DURANGO-VIVERO 0.55 0.47 0.08
BILBAO "AEROPUERTO’ 0.57 0.47 0.10
ROZADIO 0.58 0.48 0.10
CUEVAS DE ALTAMIRA 0.58 0.48 0.10
RANON "AEROPUERTO’ 0.55 0.45 0.10
ABADIANO "MENDIOLA’ 0.61 0.49 0.12
COTERILLO DE AMPUERO 0.67 0.55 0.12
OVIEDO ’EL CRISTO’ 0.58 0.45 0.13
CELIS 0.61 0.46 0.15
PRESA DE LA BARCA 0.55 0.40 0.15
SAN SEBASTIAN 'ATEGORRIETA’ 0.50 0.34 0.16
SOTO DE RIBERA 0.54 0.38 0.16
MERES DE SIERO 0.64 0.48 0.16
RIBADESELLA 'FARO’ 0.60 0.43 0.17
GRADO 0.41 0.24 0.17
GURIEZO 'G.C” 0.64 0.47 0.17
CAMIJANES 0.56 0.37 0.19
TORRELAVEGA ’SNIACE’ 0.73 0.52 0.21
TAMA 0.55 0.33 0.22
SOTO DE LA BARCA 0.46 0.24 0.22
CANGAS DE ONIS 0.52 0.27 0.25
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Eento: prec>0mm/24h

Conjunto de entrenamiento: N=9860

Predictor C1®

Predictandos a? (S a1 Sebastian) y b? (Fuenterraba)
MDL (B)= -rg(C,a.B log(N) -oglikg(C,a,b)

Modelo B;
@ MDL (B,)=-100 log(9860) —SIog(PB1(C))—SIog(PB1(a|C))—SIog(PB1(b|a))
= -920 -45018 -4801 -5471
= -56210
RSAg (b]C)= 057
Modelo B,

@ MDL (B,)= -200 log(9860) -SIog(PBZ(C))-SIog(PBz(a|C))-SIog(PBz(b|C))

= -1839 -45018 -4801 -4597

- -56256
R A, (bC)=0.68

Figura 8.7: Proceso seguido por el algoritmo MDL para seleccionar (a) un enlace entre
predictandos y (b) un enlace de predictando a predictor.
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Figura 8.8: Comparacién de las medidas de calidad MDL y RSA para varias repeticiones
del ejemplo mostrado en la Fig. 8.7.
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(a) ingenuo MDL: -13604 __ ' test (train)
NoPar; 4299 RSA(down): 0.45 (0.90)
(b) localB(mdl) MDL: -8881 o test (train)
NoPar: 233 RSA(down): 0.01 (0.00)

test (train)
RSA(down): 0.54 (0.70)

MDL: -9896

(c) localB(rsa)
NoPar: 1011

Figura 8.9: Comparacién de (a) el modelo ingenuo, y los grafos obtenidos utilizando el
algoritmo local B con las medidas de calidad (b) MDL y (c¢) RSA; en este dltimo ca-
so, los valores de capacidad predictiva conjunta se han obtenido como la media de las
marginales (el valor entre paréntesis corresponde a los valores en el conjunto de datos de
entrenamiento, mientras que los valores fuera del paréntesis son los de test.



CAPITULO 9

Prediccion Local con Redes Bayesianas

En el Cap. 6 se presentaron distintas aplicaciones practicas de las redes Bayesianas
(RBs) en Meteorologia, en especial su aplicacién a la prediccién probabilistica lo-
cal, tema que fué introducido con detalle en el Cap. 7, planteando tres paradigmas
que cubren las diferentes situaciones préacticas que se puedan presentar, como son:
interpolacion, downscaling, y prediccion. Posteriormente, en el Cap. 8 se analizaron
algoritmos de aprendizaje especificos para este tipo de aplicaciones, que permiten
evitar los problemas de coste computacional y de sobreajuste que se plantean al
trabajar con RBs con cientos de variables.

Continuando con la prediccion local, en este capitulo se describen una serie de
experimentos, utilizando varios algoritmos de aprendizaje con diferentes métricas de
calidad, tanto para RBs de tipo eztendido (obtenidas a partir de la ingenua), como
para RBs genéricas (ver Sec. 7.1). Estos experimentos se han realizado para cada
uno de los tres paradigmas, con la idea de establecer de forma objetiva cual es el
mejor modelo de RB en cada uno de ellos.

Este capitulo esta dividido en dos partes. En la Sec. 9.1 se describen las carac-
teristicas esenciales del diseno experimental utilizado para llevar a cabo la compara-
tiva, analizando los aspectos més relevantes de cada uno de los paradigmas tratados.
Finalmente, en la Sec. 9.2 se analizan los resultados tanto en su conjunto, como de
forma separada para cada uno de los paradigmas.

169
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9.1. Comparativa de Algoritmos

En esta comparacion se ha utilizado el conjunto homogéneo de datos diarios en
las 42 estaciones del dominio de alta resolucién descrito en la Sec. 5.1, y se han
aplicando diferentes versiones del algoritmo de aprendizaje localB, descrito en la
Sec. 8.1.2. Las especificaciones de este experimento son las siguientes:

» Para simplificar los calculos, se ha considerado una red formada por localidades
que presentan series diarias de la misma longitud y sin lagunas; de esta manera,
el aprendizaje de las RBs se realiza en condiciones homogéneas. Por otra parte,
todos los nodos de la red (variables) son binarios, excepto el que representa el

estado de la atmdsfera, que puede tener 10 o 100 estados (tipos de tiempo).

= La calidad de una RB se medira de dos formas. Por una parte, utilizando la
métrica estandar M DL (3.6) y, por otra, con la métrica propuesta en esta
Tesis, basada en evaluar la capacidad predictiva marginal de cada uno de
los predictandos, estimando cada p(x;|c) a partir de la red, y obteniendo los
correspondientes RSA(X;) (ver 8.2); finalmente, la capacidad predictiva global
de la red se estima utilizando la media de los RS A individuales. Notese que
en el caso general se tendria que considerar la capacidad predictiva conjunta

p(ylc), donde Y C X sin embargo, ese estudio no se aborda en esta Tesis.

= Se utilizan diferentes versiones del algoritmo localB, correspondientes a las
medidas de calidad M DL y RSA anteriores. Los algoritmos resultantes se
denominan localB(mdl) y localB(rsa), indicando entre paréntesis el tipo de
medida de calidad utilizado.

» El experimento se ha realizado para cuatro supuestos, resultantes de combinar
los eventos prec > Omm/24h y prec > 10mm/24h con los predictores C10 y
C1% (el superindice indica el nimero de clases del estado de la atmésfera, ver

Sec. 5.3 para mas detalles).

= Para todos los casos se ha reservado el mismo conjunto de test, formado por el
30 % del total de datos. Sin embargo, para analizar el impacto de la longitud
de entrenamiento, se han considerado dos situaciones, en el primer caso, se
utiliza un subconjunto del 10% de los datos de aprendizaje, mientras que
en el segundo se emplea el 100 %; corresponden respectivamente a ejemplos
donde se utiliza una serie corta de datos (alrededor de un afo) y una serie
larga (alrededor de diez anos).
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= Por ultimo, todos los experimentos se han repetido 10 veces, para estimar la
variabilidad introducida por la particién entrenamiento/test. En algunos casos
se muestran los valores de los 10 casos y, en los restantes, su media.

En resumen, las caracteristicas de este experimento son:

2 eventos binarios (prec > 0mm/24h y prec > 10mm/24h), correspondientes
a un evento normal y un evento raro (pequena probabilidad de ocurrencia).

42 predictandos (observatorios de la AEMET)

2 tipos de predictor (C1°y C1% con 10 y 100 tipos de tiempo, respectivamente)

3 paradigmas: downscaling, prediccion e interpolacion

4 tipos de algoritmo: ingenua, localB(rsa), localB(mdl) y extLocalB(mdl)

2 longitudes de entrenamiento (uno y diez anos).

10 repeticiones aleatorias para diferentes conjuntos de entrenamiento y test.

Antes de analizar los resultados concretos, se describen algunas particularidades

y consideraciones generales sobre cada uno de los tres paradigmas.

9.1.1. Modo Downscaling

Como se explicé en la Sec. 7.1, este modo de operacién corresponde al caso en el
que se esta interesado en calcular p(Y|C'), donde C' es la tinica evidencia disponible,
procedente del estado de la atmoésfera (el tipo de tiempo), e Y es un subconjunto
de predictandos. Por tanto, en los experimentos correspondientes a este paradigma,
para cada dia del conjunto de test se ha evidenciado la variable C' (considerando
el estado ocurrido) y se han calculado las predicciones probabilisticas para cada
estaciéon p(yi|c), V(y;, c) € {Y;, C}.

En este caso concreto, puede probarse que la capacidad predictiva local de las

topologias extendida e ingenua son iguales, como se muestra a continuacion:

plalVingena = 3 p<C>P<Z|(3p<b\c>

= plalc) (9.1)

p(c)p(alb, ¢)p(blc) =" p(a,blc) = p(alc) (9.2)

p(alc) extendida — Z
b p(c) b
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Esto significa que, en el modo downscaling, la consideracion de la dependencia
espacial entre observatorios no aporta capacidad predictiva individual, independi-
entemente de la calidad del predictor y de la resolucion espacial de la red de pedic-
tandos. Por tanto, los resultados del modelo extLocalB(rsa) no se han incluido en
la comparacion posterior, ya que este algoritmo no puede anadir ningin enlace al
modelo ingenuo, dado que no puede mejorar su capacidad predictiva (ndtese que el
RSA de la red se calcula como promedio del RSA de cada una de las estaciones).
En cambio, cuando se considera la prediccién conjunta de varias estaciones, ambos
modelos dan resultados diferentes (como se constata en los resultados del cuadro

7.5 de la Sec. 7.2.2, ya que p(X|C) ingenua 7 p(X\C)genémca;
los modelos de red genérica son mas adecuados, ya que los modelos de red ingenua

es en este caso donde

no son capaces de compatibilizar espacialmente predicciones colectivas, como las
que necesita por ejemplo, un modelo hidrolégico de una cuenca fluvial. Este estudio

comparativo serd uno de los trabajos futuros de esta Tesis.

9.1.2. Modo Prediccion

Como se explico en la Sec. 7.1, este modo de operacién corresponde al caso mas
general, donde ademas de tener evidencia en el estado de la atmésfera, es posible
que haya otro tipo de evidencias en algin predictando (por ejemplo, en estaciones
automaéticas que reportan las observaciones en tiempo real). Por tanto, se trata de
calcular p(Y|C,Z), donde C' es el estado de la atmdésfera, Y son los predictandos
para los cuales se quiere calcular una prediccién, mientras que Z son los predictandos
evidenciales.

En los experimentos correspondientes a este paradigma, para cada dia del con-
junto de test, se han evidenciado tanto la variable C' como los nodos del Markov
Blanket correspondiente a cada nodo y; (que es el subconjunto de nodos formado por
sus padres, sus hijos y los padres de sus hijos) W; = M B(Y;). Por tanto, la predic-
cién probabilistica de cada estacién se ha calculado como p(y;|c, w;),V(y;, Wi, ¢) €
{Y;, W;, C}. De esta manera, se obtiene el umbral superior de la capacidad predicti-
va en este paradigma, pues toda la informacién adicional fuera del Markov Blanket
es irrelevante para el calculo de la probabilidad.

En este caso, la topologia ingenua no tiene utilidad ya que no distingue entre

prediccion y downscaling, como se demuestra a continuacion:

p(c)p}izzclcip)(bld — plalo) (9.3)

p(a‘ca b)ingenua ==
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9.1.3. Modo Interpolacion

Como ya se explicé en la seccion 7.1, en el paradigma de diagndstico, inicamente
consideraremos el modo de interpolacion, correspondiente al caso p(Y|Z), donde Z
es el subconjunto de predictandos cuyo valor es conocido, e Y es el subconjunto de
predictandos para los que se quiere estimar un valor.

Por tanto, en los experimentos correspondientes a este paradigma, para cada dia
del conjunto de test se han evidenciado inicamente aquellas variables de M B(Y;)
que son predictandos: W; = {M B(Y;)\C'} (es decir, no se da evidencia en C para
distinguirlo del paradigma de prediccion) y se han calculado las predicciones prob-
abilisticas para cada estacién p(y;|w;), V(y;, w;) € {Y;, W;}. De esta manera no solo
se evalua el potencial de esta metodologia (dando el maximo de informacién posi-
ble), sino que ademéds se pueden comparar los resultados con el caso de prediccién,
de forma que se puede analizar el efecto de ambas componentes (tipo de tiempo

previsto frente a ocurrencia en estacién cercana).

9.2. Resultados

Como resultado de los experimentos citados se han obtenido 320 grafos diferentes,
aparte del ingenuo, y 50400 valores individuales de RSA, que necesariamente han
sido resumidos en varias figuras que ilustran distintos aspectos del anélisis, como se
explica a continuacion.

En primer lugar, las Figs. 9.1 y 9.2 muestran resultados comparativos globales
utilizando diagramas de cajas (bozplot), que indican con el rectangulo los cuartiles de
la muestra, y con las lineas el rango y extremos de la misma. En la Fig. 9.1, se anal-
iza el RSA promedio de la red (la media de las 42 estaciones) en las 10 repeticiones
de entrenamiento/aprendizaje realizadas. Para ello, se muestran diagramas de ca-
jas para cada uno de los algoritmos considerados: ingenuo, localB(rsa), localB(mdl)
y extLocalB(mdl). Cada fila corresponde a una de las cuatro combinaciones de los
eventos (Precip > O0mm y Precip > 10mm) con los tamanos de muestra de entre-
namiento (10 % y 100 % del total disponible), mientras que cada columna muestra
uno de los paradigmas: (downscaling, prediccion e interpolacion). Asi, por ejemplo,
en el grafico superior izquierdo se muestran los resultados el evento prec > O0mm/24h
para la muestra larga de entrenamiento. Ademas, el color rojo corresponde a los re-
sultados para el predictor C1%° (100 tipos de tiempo) y las azules al C''*® (10 tipos
de tiempo). Finalmente, los circulos indican el valor medio de RSA evaluado en el
conjunto de entrenamiento, de forma que se pueda valorar el posible sobreajuste del
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modelo (ndtese que en los casos de muestra corta de entrenamiento, los parametros
de la red se ajustan con unos 365 datos y, por tanto, el modelo es mas susceptible

de sobreajustarse a los datos).

Downscaling 0 mm/24h 10% Prediccion 0 mm/24h 106 Interpolacion 0 mm/24h 1006
1 1 1
S>a = S
< - “ - < - &= N < - -
3 os| ® - b % os| ® % 05 s <
4 14 o .
0 0 0
Ingenuo IB(mdl) IB(rsa) EIB(mdlI) Ingenuo IB(mdl) IB(rsa) EIB(mdlI) Ingenuo IB(mdl) IB(rsa) EIB(mdlI)
Downscaling 10 mm/24h 10% Prediccion 10 mm/24h 106 Interpolacion 10 mm/24h 1006
1 1 1
ACACH s ACaCH
2 & 2 2 ¥ R <
< - < - < - < éﬁ
g 05 g 05 g 05
0 0 0 =
Ingenuo IB(mdl) IB(rsa) EIB(mdl) Ingenuo IB(mdl) IB(rsa) EIB(mdl) Ingenuo IB(mdl) IB(rsa) EIB(mdl)
Downscaling 0 mm/24h 1% Prediccion 0 mm/24h 1% Interpolacion 0 mm/24h 106
1 1 1
©)
0 R o CAYAY Q R0 e PL
< < <
3 o5| @ S E 3 05| @ - 3 05
o o o
0 0 0
Ingenuo 1B(mdl) IB(rsa) EIB(mdl) Ingenuo 1B(mdl) IB(rsa) EIB(mdl) Ingenuo IB(mdl) IB(rsa) EIB(mdl)
Downscaling 10 mm/24h 1% Prediccion 10 mm/24h 1% Interpolacion 10 mm/24h 106
1 1 1
@) @) @) 00O
o) 2L o0 2 2
« ©) ©) < o) - < = &
g o5 = 9. - g o5 = g 05 .
= " = B =
0 0 0
Ingenuo I1B(mdl) IB(rsa) EIB(mdl) Ingenuo IB(mdl) IB(rsa) EIB(mdl) Ingenuo IB(mdl) IB(rsa) EIB(mdl)

Figura 9.1: Resumen comparativo de los diferentes algoritmos para distintos eventos y
tamanos de la muestra de entrenamiento. En los graficos, cada caja representa la disper-
sién de los valores medios para las 10 repeticiones efectuadas (atribuible a la seccién del
conjunto de test). En azul se muestra el caso C19 y en rojo C''%; los circulos representan
la media para el conjunto de entrenamiento. En cada gréfico, el eje de abscisas indica el
tipo de algoritmo utilizado y el eje de ordenadas, la calidad obtenida (RSA promedio).

La Fig. 9.2, es similar, aunque en este caso se realiza la comparativa considerando
los resultados promedio de las 42 estaciones (tomadas sobre las 10 repeticiones).

Las dos figuras anteriores muestran que la variabilidad procedente de la seleccion
arbitraria entrenamiento/test (10 repeticiones) es inferior a la variabilidad espacial
(42 estaciones). Asimismo, tambien se puede observar que en los experimentos re-
alizados con la muestra de entrenamiento corta para el predictor C'% y el evento
prec > 10mm/24h, los circulos de color rojo estdn muy por encima de las cajas,
evidenciando el efecto del sobreajuste producido en aquellas RBs que tienen muchos
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Figura 9.2: Comparativa de los diferentes algoritmos. En este caso, los diagramas reflejan
la variabilidad entre estaciones.

enlaces con C, como son: ingenua y extLocalB(mdl).

Por otra parte, en la Fig. 9.3 se muestran muestra los 4 grafos resultantes en
la primera de las 10 realizaciones. En cada grafo, a la izquierda, aparece el tipo de
algoritmo utilizado y el nimero de parametros que requiere la RB correspondiente
(NoPar). En el centro aparece el valor de M DL, mientras que las cantidades que
aparecen a la derecha corresponden a los valores medios de RS A en el conjunto de
test y de entrenamiento (este ultimo entre paréntesis), para cada uno de los tres
paradigmas. Como en la descripcion del experimento, se presentan los resultados
para los distintos paradigmas de prediccion. Esta figura pone de manifiesto que el
algoritmo local B con la medida de calidad RSA presenta los mejores resultados
globales, con menor sobreajuste que el resto de algoritmos (Fig. 9.3).

En las siguientes secciones se analizan los resultados en mas detalle para cada uno
de los tres paradigmas analizados. Las figuras 9.4-9.10 muestran los grafos obtenidos
con los cuatro modelos de aprendizaje para cada uno de los 8 casos propuestos: los
eventos normal y raro (prec > O0mm/24h y prec > 10mm/24h) con longitud de
entrenamiento corta y larga (uno y diez afos)
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(a) ingenuo
NoPar: 4299

\\ \ (0.00)

test (train)
RSA(down): 0.47 (0.91),
RSA(pred): 0.47 (0.91)

MDL: -13604

(b) aug-localB(mdl)
NoPar: 4299

\\ \ (0.00)

test (train)
RSA(down): 0.47 (0.91),
RSA(pred): 0.47 (0.91)

MDL: -13604

(c) localB(mdl)
NoPar: 233

test (train)
RSA(down): 0.02 (0.00)
RSA(pred): 0.79 (0.88)
RSA(intp): 0.79 (0.88)

o MDL: -8881

(d) localB(rsa)
NoPar: 615

test (train)
RSA(down): 0.54 (0.71)
RSA(pred): 0.67 (0.77)
RSA(intp): 0.67 (0.72)

MDL: -9705

Figura 9.3: Grafos obtenidos con los distintos métodos de aprendizaje en el caso de
mayor sobreajuste: longitud corta de entrenamiento para el evento prec > 10mm/24h con
la variable atmosférica C'%° (NoPar es el ntiimero de pardmetros del grafo).
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9.2.1. Modo Downscaling

En primer lugar, analizando la primera columna de las figuras resumen 9.1 y 9.2,

que corresponde al modo downscaling, se observa lo siguiente:

1. Las redes obtenidas con el algoritmo localB(mdl) presentan un RSA nulo, salvo
algun caso aislado, debido a que el término de penalizacién de este algoritmo
no permite establecer enlaces al predictor C', especialmente cuando hay pocos
datos de entrenamiento. Los enlaces se establecen entre las estaciones, porque

tienen una penalizacion mucho menor debido a su caracter binario.

2. El modelo ingenuo es el modelo 6ptimo para downscaling (cuando se considera
la validacién marginal, estacién a estacion); sin embargo, puede ser mejorado
con modelos mas sencillos (como los obtenidos mediante localB(rsa)), cuando
hay sobreajuste.

3. Los modelos ingenuo y el extendido tienen distribuciones de RSA idénticas,
de acuerdo con lo establecido por las ecuaciones 9.1 y 9.2.

4. En casos de posible sobreajuste, cuando se dispone de pocos datos de entre-
namiento, el predictor C'° es mejor que C'%° para todos los modelos posibles,

pues involucra menos parametros.

Algunas de estas conclusiones se pueden comprobar en mas detalle en los grafos
de la Fig. 9.3 que, como ya se ha mencionado, corresponden al caso de mayor so-
breajuste potencial; en la misma cabe destacar lo siguiente:

» El panel (¢) muestra que, a veces, el algoritmo localB(mdl) no consigue es-
tablecer ningin enlace al predictor debido al término de penalizacion, por lo
que su capacidad predictiva en el modo downscaling es nula, a pesar de tener

la mayor calidad en términos de MDL.

» En el panel(d) se observa que el algoritmo localB(rsa) obtiene el mejor modelo
con s6lamente 4 enlaces directos al predictor (aparecen en negrita en la Tabla
9.1), demostrando que en casos de sobreajuste es mas robusto, en general,
utilizar enlaces entre variables binarias, que corresponden a la dependencia
espacial, para recibir la informacién del predictor (tipo de tiempo). La tabla
9.1 muestra los valores de RSA obtenidas con los grafos mostrado en el panel
(d) para todas las estaciones (las estaciones con enlace directo a la atmésfera

se muestran en negrita en esta tabla).
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Considerando que las redes ingenua y extendida son marginalmente equivalentes
en problemas de downscaling, las mejoras respecto a la red ingenua, obtenidas por
localB(rsa) s6lo pueden proceder de estaciones que no tienen conexién directa con
C, como se constata en los resultados de la tabla 9.1, correspondientes a la figu-
ra 9.3(d). Para interpretar correctamente estos resultados hay que recordar que el
algoritmo localB(rsa) establece enlaces s6lo cuando se supera localmente la capaci-
dad predictiva del modelo ingenuo en el conjunto de entrenamiento (esto puede no
ocurrir en el test, como demuestran algunos de los valores que aparecen en la tabla).
Las estaciones que mantienen su estatus de modelo ingenuo aparecen en negrita en
la tabla, y el resto son estaciones que no tienen enlace directo con el estado de la
atmosfera. La mayoria de las estaciones del segundo grupo muestran mejoras re-
specto al modelo ingenuo, confirmando en el test lo aprendido en el entrenamiento.
En algunos casos, las diferencias son muy significativas como, por ejemplo, en Soto
de la Barca y Cangas de Onis. También es cierto que en otras estaciones ocurre lo
contrario, como ocurre en Tama, aunque son las menos. Posteriormente, en el Cap.
10, se analizara cémo se pueden mejorar estos resultados modificando los algoritmos
de aprendizaje para que operen de forma jerarquica.

9.2.2. Modo Prediccion

En este caso, la capacidad predictiva local queda compartida entre el predictor
atmosférico y las observaciones locales entorno a cada estaciéon analizada (Markov
Blanket); por ello los resultados son menos sensibles al nimero de estados de C
(tipos de tiempo), pues siempre se dispone de la evidencia en el vecindario. Los
resultados para este tipo de predicciones se muestran en la segunda columna de las

Figuras 9.1 y 9.2, a partir de las cuales se puede concluir que:

1. Comparando con los resultados en modo downscaling (primera columna), se
puede ver que el modelo ingenuo no distingue entre downscaling y prediccion,

conforme a lo establecido en la Ecuacién 9.3.

2. Al contar con la capacidad predictiva que aporta el Markov Blanquet, el pre-

dictor C19 es igual o mejor que C1°,

3. localB(mdl) obtiene el mejor modelo independientemente del sobreajuste y de
la calidad del predictor.

A partir de los ejemplos concretos mostrados en las Figuras 9.3-9.10 también se
puede concluir que el método localB(mdl) es el que mejor representa la dependencia
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espacial, dejando en un segundo plano el estado de la atmosfera, que en este caso
es poco relevante. Por tanto, este modelo tiene la menor tasa de sobreajuste junto
con los mejores resultados. Por contra, la Fig. 9.3(b) muestra que extLocalB(mdl)
no permite establecer ningtin enlace entre predictandos, obteniendo resultados muy

malos cuando el conjunto de entrenamiento es pequeno.

9.2.3. Modo Interpolacion

Finalmente, la tercera columna de las figuras 9.1 y 9.2 muestra los resultados
para el modo de interpolacion:

1. En este caso {W; = 0VY; € Y}, por lo que resulta que la calidad del modelo
ingenuo es nula (coincide con la climatologia) cuando se interpola utilizando

el Markov Blanket excluyendo C.

2. Ahora la capacidad predictiva es aportada exclusivamente por la ocurrencia en
las estaciones vecinas, de manera que la calidad del predictor pierde trascen-

dencia, por lo que los resultados son similares para C'* y C1%,

3. localB(mdl) obtiene el mejor modelo independientemente del sobreajuste y de
la calidad del predictor, ademés sus resultados son similares a los obtenidos
en el modo prediccion, indicando que la informacién del predictor se hace
redundante cuando ya se dispone de la informacién procedente del vecindario

de la estacion a predecir.

4. Las figuras 9.3-9.10 muestran de nuevo que el modelo localB(mdl) es el que

mejor representa la dependencia espacial.
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Tabla 9.1: Valores locales de RSA correspondientes a los grafos ingenuo y localB(rsa) de

las Figs. 9.3(a) y (d), respectivamente.

Localidad

‘ localB(rsa) ‘ ingenua ‘ diferencia‘

FUENTERRABIA 'AEROPUERTO’
SAN SEBASTIAN 'IGUELDO’
ELDUAYEN
AMURRIO ’INSTITUTO’
BILBAO 'AEROPUERTO’

EL MERCADILLO DE LIERGANES
VILLACARRIEDO
ROZADIO
RANON "AEROPUERTO DE ASTURIAS’
RIOSECO DE SOBRESCOBIO
OVIEDO ’EL CRISTO’
ZARDAIN
SAN SEBASTIAN ’ATEGORRIETA’
LASARTE-MICHELIN
EIBAR-BANCO DE PRUEBAS
ECHEVARRIA
ABADIANO "MENDIOLA’
DURANGO-VIVERO
GURIEZO 'G.C.
CARRANZA
COTERILLO DE AMPUERO
MIRONES
SANTANDER "CENTRO’
ESCOBEDO DE VILLAFUFRE
TORRELAVEGA 'SNIACE’
CELIS
CAMIJANES
ESPINAMA
TAMA
AMIEVA 'RESTANO’
CANGAS DE ONIS
RIBADESELLA 'FARO’
GILJON
BEZANES
SOTO DE RIBERA
MERES DE SIERO
GRADO
GENESTAZA
SOTO DE LA BARCA
PRESA DE LA BARCA
SOTO DE LOS INFANTES
CUEVAS DE ALTAMIRA

0.57
0.44
0.60
0.52
0.57
0.60
0.59
0.55
0.53
0.55
0.53
0.53
0.34
0.50
0.55
0.55
0.59
0.53
0.62
0.59
0.63
0.54
0.56
0.45
0.55
0.59
0.56
0.32
0.23
0.58
0.49
0.59
0.46
0.41
0.57
0.62
0.41
0.46
0.46
0.53
0.28
0.51

0.58
0.48
0.60
0.47
0.47
0.58
0.61
0.48
0.45
0.55
0.45
0.48
0.34
0.50
0.53
0.54
0.49
0.46
0.47
0.50
0.54
0.55
0.47
0.49
0.53
0.46
0.37
0.32
0.33
0.58
0.27
0.43
0.42
0.38
0.38
0.48
0.24
0.42
0.24
0.40
0.25
0.48

-0.01
-0.03
0.00
0.05
0.10
0.03
-0.02
0.07
0.08
0.00
0.08
0.05
0.00
0.01
0.03
0.01
0.10
0.07
0.15
0.09
0.08
-0.01
0.08
-0.04
0.03
0.13
0.19
0.00
-0.10
-0.00
0.22
0.16
0.04
0.03
0.19
0.14
0.17
0.04
0.22
0.13
0.03
0.03
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test (train)
RSA(down): 0.73 (0.75)
RSA(pred): 0.73 (0.75)

\\ = RSA(intp): 0.00 (0.00)
\\ \ \\\‘

test (train)
RSA(down): 0.73 (0.75)
RSA(pred): 0.74 (0.75)

\ = RSA(intp): 0.00 (0.00)
—— o ==

test (train)
RSA(down): 0.00 (0.00)

(a) ingenuo N MDL: -13604
NoPar: 4299

(b) aug-localB(mdl) N MDL: -13490
NoPar: 4599

(c) localB(mdl) o MDL: -8556

NoPar: 255 RSA(pred): 0.86 (0.85)
RSA(intp): 0.86 (0.85)

test (train)
RSA(down): 0.73 (0.73)
RSA(pred): 0.76 (0.82)
RSA(intp): 0.73 (0.73)

(d) localB(rsa)
NoPar: 3769

Figura 9.4: Grafos obtenidos con una longitud de entrenamiento del 100 % para el evento
prec > 10mm,/24h con el clasificador C'1%0,
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test (train)
RSA(down): 0.52 (0.82)
RSA(pred): 0.52 (0.82)

\\ \ " RSA(intp): 0.00 (0.00)
\\\ \ ‘\\

test (train)
RSA(down): 0.52 (0.82)
RSA(pred): 0.52 (0.82)

test (train)
RSA(down): 0.02 (0.00)

(a) ingenuo N MDL:-19016
NoPar: 4299

(b) aug-localB(mdl) N MDL:-19016
NoPar: 4299

(c) localB(mdl) o MDL: -14418

NoPar: 251 RSA(pred): 0.81 (0.87)
RSA(intp): 0.81 (0.87)

test (train)
RSA(down): 0.53 (0.71),
RSA(pred): 0.77 (0.83)
RSA(intp): 0.78 (0.82)

(d) localB(rsa) MDL: -15244

NoPar: 829

Figura 9.5: Grafos obtenidos con una longitud de entrenamiento del 10 % para el evento
prec > 0mm /24h con el clasificador C'0.



9.2. RESULTADOS 183

test (train)
RSA(down): 0.66 (0.69)
RSA(pred): 0.66 (0.69)

\\ = RSA(intp): 0.00 (0.00)
\\ \ \\\‘

test (train)
RSA(down): 0.66 (0.69)
RSA(pred): 0.77 (0.86)

(a) ingenuo N MDL:-19016
NoPar: 4299

(b) aug-localB(mdl)

MDL: -17579
NoPar: 6999 N

test (train)

(c) localB(mdl) o MDL: -14281
RSA(down): 0.00 (0.00)

NoPar: 255 RSA(pred): 0.82 (0.84)
RSA(intp): 0.82 (0.84)

test (train)
RSA(down): 0.65 (0.68)
RSA(pred): 0.69 (0.71)
RSA(intp): 0.63 (0.66)

MDL: -17367

Figura 9.6: Grafos obtenidos con una longitud de entrenamiento del 100 % para el evento
prec > 0mm/24h con el clasificador C'%.
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test (train)
RSA(down): 0.56 (0.64)
RSA(pred): 0.56 (0.64)

\\ \ Ny RSA(intp): 0.00 (0.00)
\\\ \ ‘\\

test (train)
RSA(down): 0.56 (0.64)
RSA(pred): 0.70 (0.92)

(a) ingenuo N MDL:-9321
NoPar: 4299

(b) aug-localB(mdl)
NoPar: 7599

MDL: -7688

test (train)
RSA(down): 0.00 (0.00)
RSA(pred): 0.79 (0.88)
RSA(intp): 0.79 (0.88)

(c) localB(mdl) o MDL: -7035
NoPar: 233

test (train)
RSA(down): 0.57 (0.62)
RSA(pred): 0.66 (0.79)
RSA(intp): 0.66 (0.76)

(d) localB(rsa)
NoPar: 3655

MDL: -7975

Figura 9.7: Grafos obtenidos con una longitud de entrenamiento del 10 % para el evento
prec > 10mm,/24h con el clasificador C°.
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test (train)
RSA(down): 0.59 (0.59)
RSA(pred): 0.59 (0.59)

\\ = RSA(intp): 0.00 (0.00)
\\ \ \\\‘

test (train)
RSA(down): 0.59 (0.59)
RSA(pred): 0.82 (0.84)

= RSA(intp): 0.77(0.79)
‘\ g \\\ g
O S

(c) localB(mdl) o MDL: -6711

(a) ingenuo N MDL:-9321
NoPar: 4299

(b) aug-localB(mdl)

. MDL: -7391
NoPar: 8299 N

test (train)
RSA(down): 0.00 (0.00)

NoPar: 255 RSA(pred): 0.86 (0.85)
RSA(intp): 0.86 (0.85)

test (train)
RSA(down): 0.59 (0.59)
RSA(pred): 0.68 (0.71)
RSA(intp): 0.64 (0.66)

(d) localB(rsa)
NoPar: 3833

_ MDL: -8263

Figura 9.8: Grafos obtenidos con una longitud de entrenamiento del 100 % para el evento
prec > 10mm,/24h con el clasificador C°.
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(a) ingenuo N~ MDL: -16333 test (train)
= RSA(down): 0.52 (0.57)

NoPar: 4299 \ RSA(pred): 0.52 (0.57)

\\ \ " RSA(intp): 0.00 (0.00)
\\\ \ ‘\\

test (train)
RSA(down): 0.52 (0.57),
RSA(pred): 0.76 (0.89)

(b) aug-localB(mdl)

MDL: -13320
NoPar: 8099

test (train)

(c) localB(mdl) o MDL: -12572
RSA(down): 0.00 (0.00)

NoPar: 251 RSA(pred): 0.81 (0.87)
RSA(intp): 0.81 (0.87)

test (train)
RSA(down): 0.53 (0.54)
RSA(pred): 0.72 (0.76)
RSA(intp): 0.71 (0.74)

Figura 9.9: Grafos obtenidos con una longitud de entrenamiento del 10 % para el evento
prec > 0mm/24h con el clasificador C'1°.
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test (train)
RSA(down): 0.55 (0.55)
RSA(pred): 0.55 (0.55)

\\ = RSA(intp): 0.00 (0.00)
\\ \ \\\‘

test (train)
RSA(down): 0.55 (0.55)
RSA(pred): 0.81 (0.83)
RSA(intp): 0.74 (0.75)

(a) ingenuo N MDL:-16333
NoPar: 4299

(b) aug-localB(mdl)

MDL: -13135
NoPar: 8299 N

test (train)

(c) localB(mdl) o MDL: -12435
RSA(down): 0.00 (0.00)

NoPar: 255 RSA(pred): 0.82 (0.84)
RSA(intp): 0.82 (0.84)

test (train)
RSA(down): 0.55 (0.55)
RSA(pred): 0.62 (0.63)
RSA(intp): 0.56 (0.59)

(d) localB(rsa)
NoPar: 2637

_ MDL: -15436

Figura 9.10: Grafos obtenidos en el caso de menor sobreajuste: con una longitud de
entrenamiento del 100 % para el evento prec > Omm/24h con el clasificador C''°.
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CAPITULO 10

Downscaling en Redes Heterogéneas

En el capitulo anterior hemos visto que las redes Bayesianas (RBs) generadas
por localB(mdl) obtienen los mejores modelos en prediccion e interpolacion inde-
pendientemente de la longitud de entrenamiento, de la calidad del predictor y del
evento; mientras que para downscaling marginal el mejor modelo es el ingenuo.
Sin embargo, en este capitulo veremos que cuando se produce sobreajuste, existen
modelos més sencillos, como los generados por localB(rsa), que obtienen mejores
resultados para el downscaling marginal; ademas, las condiciones bajo las que se
produce sobreajuste, en este tipo de modelos, son relativamente habituales, como se
comprenderd enseguida.

Los sistemas de prediccion estadistica local igualan, e incluso mejoran, la res-
olucién de la red de observacién, lo cual es de gran utilidad para responder a la
creciente demanda de predicciones detalladas sobre fendmenos de gran variabilidad
como la precipitacién o el viento, siempre y cuando se disponga de redes de obser-
vacién capaces de resolver dicha variabilidad. Afortunadamente, cada vez existen
mas y mejores sistemas de teledeteccion: satélites, radares, perfiladores de viento,
detectores de descargas, etc, asi como mas y mejores sistemas de observacion ter-
restre, gracias a la proliferacién de redes distribuidas estratégicamente en funcion
de los intereses regionales y locales, y a la importante aportacién de las estaciones
privadas, cada vez mds numerosas y fiables (Zepeda-Arce et al. (2000) y Janis et al.
(2004)). Lamentablemente, las series de observaciones han de contener un nimero

de registros suficiente como para estimar sus parametros de forma robusta, lo cual

189
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se traduce en que, por ejemplo, en un sistema de prediccién de precipitacién a es-
cala diaria como el modelo ingenuo, han de transcurrir de 5 a 10 anos para evitar
el sobreajuste y de 10 a 15 anos hasta alcanzar su méaxima capacidad predictiva
(Jagannathan and Arlqy, 1967) (ver Sec. 7.3.3).

En este capitulo mostraremos, con un ejemplo lo mas realista posible, cémo las
RBs son capaces de incluir en un mismo modelo redes de observacion de longi-
tudes diferentes, utilizando un algoritmo de aprendizaje especifico denominado H2,
que ademés consigue reducir significativamente la longitud minima del conjunto de
entrenamiento necesaria para evitar el sobreajuste.

La idea de utilizar RBs para explotar anticipadamente la capacidad predictiva
marginal, aunque es nueva, comparte caracteristicas tanto de los algoritmos para
clasificadores ingenuos extendidos como de los jerarquicos (ver Sec. 3.6). Su prin-
cipal diferencia es que han de optimizar el modo downscaling, en lugar del modo
clasificacion. Ademas, en la versién mas simple, que es la que desarrollamos en esta
Tesis, solamente se consideran dos tipos de estaciones que denominaremos antiguas

y nuevas, en relacion a la cantidad de datos histéricos disponibles.

10.1. Redes Heterogéneas. El Algoritmo H2

La mayoria de los sistemas de prediccion estadistica, estan orientados a redes
de observacién de caracteristicas homogéneas en cuanto a su naturaleza y longitud
temporal, contemplando unicamente la heterogeneidad espacial. En esste sentido,
el algoritmo H2 que se explica a continuaciéon, combina redes heterogéneas en el
espacio y el tiempo, habilitando la incorporacién de nuevas redes de observacion a
la prediccién operativa; en realidad H2 realiza una doble funcién ya que ademas de
tratar con redes heterogéneas, veremos que tambien consigue acelerar significativa-
mente la incorporacién de nuevas redes de observacion a la prediccién operativa.

La fundamentacion del Algoritmo H2 es relativamente sencilla y se justifica en
base a dos importantes conclusiones del experimento que se realizé en el Cap. 9. Por
una parte, siempre que el registro historico sea suficientemente largo, la red ingen-
ua es el modelo de downscaling 6ptimo en términos de capacidad predictiva local
(marginal), independientemente de la calidad del predictor y de la resolucién espa-
cial de los predictandos. Por tanto, como se vera mas adelante, en el algoritmo H2
se impone este tipo de estructura para las series antiguas, o largas (de forma similar
a como actian los superpadres de SP (Keogh and Pazzani, 1999), o las variables
latentes de HBN (Langseth and Nielsen, 2002)). Por otra parte, las redes ingenuas
tienen el problema del sobreajuste de las estaciones nuevas, debido al niimero rela-
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tivamente elevado de estados del predictor (en aplicaciones operativas es necesario
considerar hasta 100 tipos de tiempo para que el modelo operativo resulte competi-
tivo). Sin embargo, como se ha constatado en la Sec. 9.1, este tipo de redes pueden
mejorar su capacidad predictiva si pierden su enlace al predictor y se conectan a
otro predictando (estos son binarios), ya que asi se reduce notablemente el niimero
de parametros.

El algoritmo H2 tiene en cuenta esos factores y facilita que las series nuevas
puedan conectarse a otras estaciones para obtener indirectamente la informacién
del predictor. Asi, el H2 se inicia con una red ingenua restringida (red ingenua
en la cual un subconjunto de los nodos estan aislados), evalia todos los enlaces
legales, anadiendo el que agrega mayor capacidad predictiva local. De esta manera la
estacion ganadora queda habilitado para ser padre de los restantes estaciones nuevas.
El proceso contintia hasta que no se consigue la mejora deseada, o bien se alcanza el
limite de enlaces. En este sentido, la limitacion del niimero maximo de padres por
nodo es apropiada ya que se trata de evitar el sobreajuste utilizando conjuntos de
entrenamiento pequenos; en los experimentos realizados se han permitido dos padres
como méaximo, obteniendo buenos resultados.

Su esquema de funcionamiento es el siguiente (ver Algoritmo 5):

1. Se consideran tres tipos de nodos, el predictor, los predictandos antiguos y los
predictandos nuevos.

2. La red inicial es un modelo ingenuo restringido, donde las series antiguas

tienen como padre al predictor y las series nuevas estan desconectadas.

3. Sélamente se admiten y evalian enlaces desde los nodos con padre a nodos
nuevos sin hijos y con menos de dos padres.

4. Una vez evaluada la capacidad predictiva de todos los enlaces permitidos, se
establece el mejor y se vuelve al punto 3, mientras no se cumpla el criterio de

parada.

Estas caracteristicas hacen de H2 un algoritmo relativamente eficiente, puesto
que para elegir cada enlace, hay que evaluar la capacidad predictiva de m xn enlaces,
donde m son los predictandos con padre y n son los nodos nuevos, frente a las n?
evaluaciones por enlace que habria que realizar en el caso del algoritmo B, siendo n el
numero de nodos. La clave de su eficiencia se debe a la regla 3, que no permite enlaces
a nodos con hijos, para no modificar la capacidad predictiva del nodo receptor y de

todos sus descendientes, lo cual crearfa un algoritmo innecesariamente complejo (ver
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Algorithm 5 Algoritmo H2 para aprendizaje estructural de RBs.

Require: Una muestra de datos de un conjunto de nodos separados en tres grupos
D = {C,Xq,Xs}, donde Q = {2, ...,m} hace referencia a los padres potenciales
y ® ={m+1,...,n}, alos hijos potenciales, siendo C' el estado de la atmdsfera.
El grafo inicial esta definido por una matriz de adyacencias B: B(1,j) = 1
V7 € Q, v el nimero maximo de padres por nodo es r.

1: while ® # () do
2: forie ®do
3 S = score(D, B); k =
4: for j € Q do
5: if acyclic(BU{j — i}) =1 then
6: M = score(D, BU{j — i});
7 if M > S; then S = M; k = j; endif
8 end if
9: end for
10: if k # () then
11: B(k,i) =1,
12: Q={je2,n]: 7 #0};
13: O ={i € [m+1,n]:children(i) = 0 A t(m;) < r};
14: else
® = {®\{i}};
15: end if

16: end for
17: end while
Ensure: Un grafo dirigido aciclico B y su medida de calidad S.

figura 10.1). Al mismo tiempo, la regla 3 garantiza un cierto incremento de calidad
pues si un nodo tiene hijos, significa que ya ha sido mejorado al menos una vez.
Esta regla, tampoco permite enlaces entre los nodos antiguos, ni enlaces entre nodos
sin padre, ya que de acuerdo con los resultados del experimento 9.1, no anadirian
capacidad predictiva individual.

Finalmente, para agilizar la computacion, dependiendo del ntimero de nodos, se
puede plantear una busqueda local en los mismos términos que los establecidos en
el algoritmo localk?2, como se describe en la Sec. 8.1.2.

10.2. Ejemplo de Aplicacion

Para mostrar el funcionamiento de H2 sobre redes heterogéneas, utilizaremos las
42 estaciones del dominio de alta resoluciéon, descrito en 5.1, divididas en dos grupos:

» Antiguas: Grupo formado por 12 estaciones, cuyo conjunto de entrenamiento
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consta de 9860 — 1445 = 8415 realizaciones, suficientemente largo como para
evitar el sobreajuste; son las 12 primeras de la tabla 5.1.

s Nuevas: Grupo formado por las 30 restantes, cuyo conjunto de entrenamiento
es de 4816 — 1445 = 3371 realizaciones, aunque para simular un caso real y
poner de manifiesto los efectos del sobreajuste, es deliberadamente reducido y

solo se empleara un 10 %, es decir 337 realizaciones.

En todas ellas se han reservado 1445 realizaciones para test. En la Tabla 5.1, se
ofrecen algunos datos geograficos y climatolégicos basicos sobre las 42 estaciones
seleccionadas. Ademads, se utilizara el predictor de 100 clases, ya que aunque el de
10 clases se sobreajusta menos, no aporta suficiente capacidad predictiva marginal
como para ser operativo, de acuerdo con lo que ya se explicé en la Sec. 7.1.

En la Fig. 10.1, se ofrece una explicacién grafica del algoritmo en la que hemos
utilizando colores para indicar las reglas del mismo. Los tipos de nodos son: predictor,
con la etiqueta Cafls, en negro, predictando antiguo, con la etiqueta A2, con el
borde negro y fondo gris, y predictando nuevo: A%, con el borde rojo y fondo
inicialmente blanco. El superindice indica la cardinalidad y el subindice indica la
maxima longitud de entrenamiento disponible, para diferenciar las series largas de
las cortas. Los enlaces son de dos tipos: en negro, enlaces con 100 pardmetros y
en rojo: enlaces con 2 parametros. Si un nodo tiene el fondo gris puede ser padre
potencial, mientras que un nodo con el fondo blanco no, y un nodo con el borde
negro no puede recibir enlaces, mientras que un nodo con el borde rojo si; de esta

manera, los nodos cortos pasan a tener borde negro cuando tienen hijos.

10.2.1. Resultados

Como en el experimento 9.1, el algoritmo ha sido puesto a prueba para 10 repeti-
ciones, realizadas cambiando los conjuntos de entrenamiento y de test aleatoria-
mente, obteniendo igualmente una gran cantidad de resultados, que se resumen en
los graficos y tablas que se muestran a continuacion.

La Tabla 10.2.1, contiene los resultados de tomar la media de las capacidades
predictivas locales (para cada estructura B, RSAg(a) = f(pg(alc))) de las 10 repeti-
ciones aleatorias, comparando la red ingenua con la generada por H2. Evidentemente
en las 12 estaciones antiguas no se produce ningin cambio; sin embargo, para las
restantes estaciones, como resultado de la sustitucién del enlace al predictor (con
100 parametros) por enlaces a los predictandos vecinos (con 2 pardmetros), se ob-
tienen capacidades predictivas marginales (valores de RSA en el conjunto de test)
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Figura 10.1: Explicacién grafica del algoritmo H2 para downscaling.

claramente superiores en la mayoria de los casos. En esta tabla, hay ademas una
tercera columna con la etiqueta N maz, que estima el valor de RSA que potencial-
mente alcanzaria una red ingenua sin sobreajuste, es decir, suficientemente larga, y
que en este experimento se estima utilizando la maxima longitud de entrenamiento
(3371 datos, aproximadamente 10 anos), cercana a la saturacién, de acuerdo con el
experimento que se describié en la figura 7.11.

Los resultados obtenidos se resumen tambien en las Figuras 10.3 y 10.4, con-
statando la capacidad de H2 para adelantar la incorporacion de nuevas redes de
observacion, y por tanto mejorando la resolucion de la prediccién local de precip-
itacion, con calidades que dependen de la probabilidad del evento y, por supuesto, de
la disponibilidad de estaciones antiguas en la vecindad. Por ejemplo, Santander 'Cen-
tro’ es, desde 1997, el nuevo observatorio meteorolégico principal de la Delegacién
de AEMET en Cantabria, y por ello dispone de un registro histérico que podemos
catalogar de tipo corto, con un valor de RS A = 0.48 para el evento prec > Omm/24h
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Figura 10.2: Ejemplo de DAG realizado con el algoritmo H2 para el evento prec >
10mm/24h. Las series antiguas aparecen en rojo y, como se puede ver, son las inicas que
tienen enlaces directos a la evidencia.

cuando se utilizar una red ingenua. Sin embargo, cuando se aplica H2, Santander
‘Centro’ se desconecta del estado de la atmoésfera y se conecta a El Mercadillo de
Liérganes (ver Fig. 10.2) mejorando su capacidad predictiva local hasta el valor
RSA = 0.67, para el mismo evento y conjunto de entrenamiento.

Para terminar, se ha comparado H2 con otra alternativa sencilla, con pocos
parametros, para estimar las predicciones en los nodos cortos; esta alternativa con-
siste en interpolar (o copiar) las predicciones obtenidas en los observatorios largos
mas cercanos. En la Figura 10.6 se muestran los resultados de dicha comparativa,
donde se puede observar que, atendiendo a su sencillez, el método de interpolacion
es competitivo en areas homogéneas, sin embargo, en areas heterogéneas, donde las
estaciones cortas no disponen de vecinos largos, resulta sensiblemente inferior a H2.

Los resultados experimentales obtenidos demuestran que, en casos de sobrea-
juste, donde solo tienen cabida métodos sencillos como la wnterpolacion o el clasifi-
cador ingenuo, los resultados obtenidos por H2 son significativamente superiores a
los citados métodos, aportando un aumento real de resolucién en los lugares donde
existen heterogeneidades. Por todo ello, la conclusién final es que la metodologia
propuesta permite incorporar redes relativamente nuevas (un ano de funcionamien-
to) en los sistemas de prediccién local, mejorando la resolucién de las predicciones y
logrando un avance en la generacion de predicciones sobre fenémenos de variabilidad
elevada. Por otra parte, este algoritmo se puede aplicar a otros eventos, teniendo
en cuenta que su capacidad de adelanto respecto al modelo ingenuo, depende de la
probabilidad del evento.
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Tabla de medias de RSA para los eventos 0 y 10 mm/24h (aparecen indicados entre
paréntesis). Se comparan los resultados de la red ingenua, I, con los de H2. También se
pone el valor de saturacién que alcanzaria la red ingenua, IS, suficientemente larga (que
para las series largas, es el mismo en los tres casos).

y Localidad |H2(0)|1(0)][1S(0)[H2(10)]1(10)][1S(10)]
FUENTERRABIA 'AEROPUERTO’ 0.68 [0.68] 0.68 | 0.73 [0.73] 0.73
SAN SEBASTIAN 'IGUELDO’ 0.68 [0.68] 0.68 | 0.72 |0.72| 0.72
ELDUAYEN 0.62 [0.62| 0.62 | 0.69 |0.69| 0.69
AMURRIO ’INSTITUTO’ 0.66 0.66| 0.66 | 0.67 | 0.67| 0.67
BILBAO 'AEROPUERTO’ 0.68 0.68] 0.68 | 0.70 |0.70 | 0.70

EL MERCADILLO DE LIERGANES 0.66 0.66| 0.66 | 0.68 |0.68| 0.68
VILLACARRIEDO 0.66 [0.66| 0.66 | 0.70 |0.70 | 0.70
ROZADIO 0.63 [0.63] 0.63 | 0.72 |0.72| 0.72

RANON 'AEROPUERTO DE ASTURIAS’| 0.65 [0.65| 0.65 | 0.64 |0.64 | 0.64
RIOSECO DE SOBRESCOBIO 0.68 [0.68| 0.68 | 0.68 |0.68| 0.68
OVIEDO ’EL CRISTO’ 0.67 [0.67| 0.67 | 0.67 |0.67| 0.67
ZARDAIN 0.71 |0.71] 0.71 | 0.69 | 0.69 | 0.69

SAN SEBASTIAN 'ATEGORRIETA’ 0.60 [0.40] 0.67 | 0.57 [0.32] 0.67
LASARTE-MICHELIN 0.61 [0.41] 0.66 | 0.62 |0.29 | 0.69
EIBAR-BANCO DE PRUEBAS 0.66 [0.45| 0.70 | 0.71 |0.42| 0.75
ECHEVARRIA 0.65 [0.45| 0.68 | 0.68 |0.37| 0.73
ABADIANO "MENDIOLA’ 0.62 [0.41| 0.66 | 0.67 |0.35| 0.74
DURANGO-VIVERO 0.63 0.41| 0.66 | 0.63 |0.32| 0.69
GURIEZO 'G.C. 0.60 [0.38] 0.65 | 0.68 |0.41| 0.74
CARRANZA 0.64 [0.44| 0.68 | 0.71 |0.38 | 0.76
COTERILLO DE AMPUERO 0.64 [0.42| 0.67 | 0.68 |0.37| 0.73
MIRONES 0.65 [0.45| 0.68 | 0.66 |0.36| 0.72
SANTANDER "CENTRO’ 0.67 10.47| 0.71 | 0.68 |0.41| 0.74
ESCOBEDO DE VILLAFUFRE 0.61 [0.38] 0.64 | 0.63 |0.31| 0.69
TORRELAVEGA 'SNIACE’ 0.68 [0.45| 0.70 | 0.72 |0.38 | 0.76
CELIS 0.64 [0.43| 0.67 | 0.69 |0.34| 0.75
CAMIJANES 0.62 [0.41| 0.66 | 0.67 |0.38| 0.75
ESPINAMA 0.54 0.30] 0.60 | 0.37 |0.17| 0.64

TAMA 0.62 [0.41| 0.67 | 0.59 |0.34| 0.78

AMIEVA 'RESTANO’ 0.64 [0.45| 0.68 | 0.66 |0.39| 0.74
CANGAS DE ONIS 0.60 |0.36| 0.63 | 0.61 |0.25| 0.71
RIBADESELLA 'FARO’ 0.63 [0.41| 0.68 | 0.64 |0.32| 0.74
GILJON 0.65 [0.43] 0.69 | 0.63 |0.30| 0.74

BEZANES 0.61 [0.34| 0.65 | 0.53 |0.29 | 0.66

SOTO DE RIBERA 0.62 [0.41| 0.66 | 0.62 |0.31| 0.73
MERES DE SIERO 0.63 [0.42| 0.67 | 0.62 |0.26| 0.73
GRADO 0.61 [0.37| 0.66 | 0.57 |0.28 | 0.71
GENESTAZA 0.67 [0.45| 0.69 | 0.61 |0.25| 0.68

SOTO DE LA BARCA 0.68 [0.48| 0.73 | 0.63 |0.26 | 0.72
PRESA DE LA BARCA 0.68 [0.46| 0.72 | 0.60 |0.27| 0.73
SOTO DE LOS INFANTES 0.41 [0.23| 0.49 | 0.47 |0.22| 0.61
CUEVAS DE ALTAMIRA 0.64 |0.42| 0.67 | 0.63 |0.30| 0.71
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Figura 10.3: Diagrama de cajas con las mejoras obtenidas por H2 para el evento prec >
Omm/24h (en rojo) frente al clasificador ingenuo (en azul). Las 12 primeras son las series
antiguas, para las cuales no se produce ningtin cambio.
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Figura 10.4: Diagrama de cajas con las mejoras obtenidas por H2 (en rojo) frente al
clasificador ingenuo (en azul), para el evento prec > 10mm/24h; las 12 primeras son las
series antiguas, para las cuales no se produce ningin cambio.
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Figura 10.5: Diagrama de cajas comparativo entre H2 y el método interpolacion para
el evento prec > O0mm/24h. Los resultados de H2 aparecen en rojo, frente al clasificador
ingenuo, en azul y los de interpolacion en verde. Solamente se muestran las series nuevas.
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CAPITULO 11

Conclusiones y Trabajo Futuro

Esta Tesis supone el primer estudio general de las aplicaciones de las redes prob-
abilisticas, en particular de las redes Bayesianas (RBs), al servicio de la prediccién
meteorolégica. En particular, se han analizado aplicaciones en el ambito de los Gen-
eradores de Tiempo y la Prediccion Local, poniendo de manifiesto que las RBs son
una metodologia capaz de modelar el acoplamiento espacial de los eventos meteo-
rolégicos mediante un modelo probabilistico global. Posteriormente, se ha realizado
un estudio mas profundo de la Prediccion Local de Precipitacion, para lo cual, ha
sido necesario adaptar métodos especificos de aprendizaje automatico, desarrollan-
do algoritmos de busqueda local, como localK2 y localB (ver sec. 8.1.2). Ademds,
a partir de localB, se ha desarrollado un algoritmo jerarquico para la prediccion
de eventos binarios de precipitacién de alta resolucién, denominado H2 (ver sec.
10.1), que permite incorporar nuevas redes de observacién a la cadena operativa de
prediccién contando con el apoyo de estaciones de referencia, con series mas largas.
Aparte de las aplicaciones en si, también se ha realizado un estudio comparativo
mediante varios experimentos de prediccién local para tres topologias bésicas de
RB (siempre multinomial y estética): ingenua, extendida y genérica, comparando
medidas globales (como MDL), con medidas locales (como AUC), con el fin tltimo
de evaluar las posibilidades y limitaciones de los diferentes modelos. Concretamente,
la topologia de red ingenua se corresponde con un método estandar de prediccion
local (el método de andlogos), utilizado en numerosas aplicaciones practicas. Por
tanto, ademéas de mostrar que las RBs son capaces de generalizar esta metodologia
estandar, también hemos probado que generalizan en un tnico modelo tres de los

201
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principales modos de operacién en meteorologia como son: downscaling, prediccion
y diagndstico.
A continuacion se resumen las principales conclusiones que aportan alguna mejo-

ra al estado del conocimiento.

11.1. Conclusiones

1. Por primera vez se constata la utilidad de las RBs en problemas relacionados

con la prediccién local y especialmente en el (downscaling estadistico).

2. Los algoritmos estandar de aprendizaje automatico que resultan eficientes en
este problema para aprender los modelos a partir de los datos presentan ciertas
deficiencias. Por ejemplo, el algoritmo K2 sufre una notable degradacion de la
informacién debido a la ordenacién previa (ver figura 8.1 y la seccién 8.1.1). Por
otra parte, otros algoritmos mas complejos, como B, resultan ineficientes para
este tipo de problemas de elevada dimensién. Por tanto, para tener en cuenta
las caracteristicas particulares de este problema (elevada dimensién, alta cor-
relacién espacial, etc.), ha sido necesario desarrollar algoritmos especificos de
aprendizaje automatico (ver Sec. 8.1).

3. Asimismo, se recomienda utilizar como medida de calidad el AUC' (4area ba-
jo la curva ROC, RSA), ya que se ha constatado que la medida de calidad
M DL (longitud de descripcién minima) no es representativa de la capacidad
predictiva local en este tipo de sistemas (ver Sec. 8.2).

4. En consecuencia, se han desarrollando nuevos algoritmos de busqueda local
(localK2 y localB) especificos para series de precipitacién, adaptando algunos
métodos estandar de aprendizaje estructural para su aplicacion en la prediccién
local (ver seccién 8.1.2); también se han realizado pruebas sobre otras variables

con resultados prometedores.

5. Los modelos basados en RBs son ttiles para explicar el comportamiento, tanto
individual como colectivo, de predictandos cuya variabilidad observada no es
capturada por los modelos de circulacién. De esta manera, su campo 6ptimo de
operacién son los sistemas formados por modelos globales de circulacion y redes
de observacion de alta resolucion, resultando menos ttiles en el downscaling
individual a partir de LAMs sobre series largas de baja resolucién, ver Sec.
7.3.1.
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6. En general, para conjuntos de entrenaniento suficientemente grandes, la ca-
pacidad predictiva de las RBs es superior a la del modelo Ingenuo, ver fig.
7.8; ya que, cuando se utiliza el modelo Ingenuo para estimar probabilidades
conjuntas, se comete un error sistematico (que en en el caso de la precipitacion
subestima las coincidencias), que resulta ser tanto mayor cuanto més lejos es-
temos de la hipotesis ingenua, ver sec. 7.3.1. Sin embargo, cuando el predictor
explica la variabilidad observada del predictando o cuando la variabilidad del
predictando no es resuelta por la red de observacién, se cumple la hipotesis
de independencia condicional entre los predictandos y por lo tanto el mejor
modelo es el Ingenuo en cualquiera de los paradigmas, tanto para el compor-
tamiento individual, como para el colectivo de los predictandos (ver Sec. 7.3).
Incluso aunque no se cumpla dicha hipétesis, el modelo Ingenuo es el que posee
mayor capacidad predictiva individual en modo downscaling, independiente-
mente de la calidad del predictor y de la resolucién de la red de predictandos
(ver Sec. 9.1).

7. Las conclusiones son diferentes cuando se trabaja con conjuntos de entre-
namiento pequenos, concretamente cuando se trabaja en modo downscaling,
se ha constatado que el modelo Ingenuo es mas sensible al sobreajuste (pierde
su capacidad predictiva individual més rdpidamente) que las redes generadas
con el algoritmo localB(rsa). Esto ocurre debido a que localB(rsa) es capaz
de sustituir enlaces directos al estado de la atmésfera por otros indirectos
a través de nodos vecinos, reduciendo el nimero de parametros. Por lo tan-
to, cuando la longitud de entrenamiento no permita un adecuado ajuste de
pardametros (como es el caso de la mayoria de las nuevas redes de observacién
de alta resolucién), incluso el modelo Ingenuo resulta demasiado complejo y
debe ser sustituido por otro con menos parametros, ver sec. 7.3.3. Para ello,
se ha desarrollado un nuevo algoritmo, denominado H2, que permite integrar
en un mismo modelo diferentes redes de observacion, y que ademas, alli donde
existan estaciones antiguas en la vecindad, es capaz de habilitar estaciones
recientes a la prediccion operativa, necesitando un periodo de aprendizaje sig-
nificativamente inferior al requerido por el Clasificador Ingenuo para evitar el

sobreajuste.

8. La metodologia propuesta puede ser aplicada a la prediccién local de diferentes

fenomenos meteoroldgicos en diversas escalas.
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11.2. Trabajo Futuro

EL trabajo realizado en esta Tesis supone un estudio en "modo perfecto”, es
decir, utilizando el .*tado real”de la atmdsfera (en realidad el estado dado por
los proyectos de reanalisis, que asimilan las observaciones desde el espacio real al
espacio del modelo). Las posibilidades abiertas en el campo del andlisis, la diagnosis
y la prediccion, tanto meteoroldogica como climatolégica, son enormes, abriendo muy
prometedoras lineas de trabajo futuro. Entre las més inmediatas cabe citar:

= Se adapta naturalmente a las nuevas tendencias de prediccion por conjuntos y
multimodelo actualmente operativas en el medio plazo, estacional y climatico,
por lo que su migracién a dichos alcances es relativamente sencilla.

= Ya se han realizado estudios preliminares para el tratamiento conjunto de series
de variables continuas -utilizando redes gaussianas, definidas en la seccién
3.4.1- para un mejor control de calidad, homogeneizacion y relleno de lagunas,
publicados en Cano and Gutiérrez (2004); por lo que se ampliard su aplicacién
a variables gaussianas utilizando esta metodologia.

= Generacion de Modelos Conceptuales: Los patrones atmosféricos empleados
en esta Tesis, son genéricos, por lo que queda pendiente la investigacion en
la seleccion de patrones especificos, obteniendo simultdneamente un mejor
conocimiento y una mejor predicciéon de los sistemas que dan lugar a fenémenos
adversos. En este aspecto, ya se han obtenido algunos resultados, por lo que
se puede adelantar que la mejora sera significativa en la mayoria de los pre-

dictandos.

= Actualmente el sistema sélo se activa con la entrada de nueva informacion
prevista por los modelos numéricos, es decir solo esta desarrollado operativa-
mente el software en modo downscaling, quedando interesantes opciones por
desarrollar, como son los modos de prediccion y diagnostico; este tltimo en sus
versiones de clasificacion e interpolacion. La opcion de prediccion, por ejemplo,
permitiria operar al sistema en el rango de la vigilancia y el muy corto plazo,
para lo cual basta con activar y actualizar la prediccién cada vez que se recibe
nueva informacién observada. Al tratarse de un sistema computacionalmente

muy eficiente, esta operacién se podria realizar y monitorizar en tiempo real.

= Los modelos probabilisticos basados en RBs tambien pueden ser utilizados
en la simulacién y analisis de escenarios atmosféricos de interés. Uno de los

ejemplos mas interesantes de esta alternativa es el estudio del cambio climético,
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donde, desde esta nueva perspectiva, se pueden estimar las heterogeneidades
en las anomalias de la fenomenologia local asociada a los diferentes escenarios
atmosféricos previstos por los modelos climaticos. Esta es una de las tareas
mas inmediatas a desarrollar, ya que una vez constatado el calentamiento
global, queda mucho trabajo pendiente, pues aunque se trate de un fenémeno
global, no lo hace con la misma intensidad en todas partes; motivo por el
cual, los agentes sociales tienen la apremiante necesidad de conocer en detalle
cuales son las areas mas sensibles al cambio, para asi poder poner en marcha
procedimientos de evaluacién de impacto, vulnerabilidad, mitigacién y, en su
caso, de adaptacién. En este sentido, quizas este sea el aspecto con mayor

prioridad a la hora de promover su continuidad en un futuro préximo.

= Aunque en esta Tesis se ha estudiado principalmente el paradigma de clasi-
ficacién inverso o downscaling, la clasificacién es una linea de trabajo con
mucho por desarrollar en meteorologia, por ejemplo, en areas como la clima-
tologia descriptiva o en el diagnéstico probabilistico de sistemas multimodelo,
donde seria interesante aplicar el concepto de comités de clasificadores en la

linea que se describe en: (Sierra et al., 2001).

= Una linea futura de investigacion, ya comprometida, es la adaptacién de los
métodos y herramientas desarrollados a diferentes alcances temporales, vari-
ables y caracteristicas, ya que los resultados de esta Tesis tienen una impli-
cacién directa con parte de la actividad investigadora propia de la AEMET.
Contando con la participacién del autor de la Tesis en diferentes programas y
proyectos, concretamente, participa de forma directa en el Programa Coordina-
do para la Generacion de Escenarios Climaticos (coordinado por la AEMET,
como parte del Plan Nacional de Adaptacion al Cambio Climético); asimis-
mo participa en otro proyecto del Gobierno de Cantabria titulado Escenarios
Regionales de Cambio Climatico en Cantabria, siendo previsible también su
participacion en otro proyecto tambien del Gobierno de Cantabria titulado:
Estrategia de Accion Frente al Cambio Climdtico en Cantabria. Ademas, co-
mo parte del grupo Meteorology € Data Mining, se mantiene una intensa
cooperaciéon con la UNICAN en otros proyectos como ENSEMBLES del VI
Programa Marco (2004-2008) y el citado Programa Coordinado.

» Finalmente, la AEMET ha dispuesto otorgar, bajo la tutoria del autor de esta
Tesis una beca de dos anos de duracién titulada: Adaptacion de métodos de

downscaling estadistico a escalas de tiempo climdtico en la Cornisa Cantdbrica,
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que se viene desarrollando desde Enero de 2009.
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